
Vysoká škola ekonomická v Praze
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Vyhodnocováńı pojistných událost́ı pomoćı strojového učeńı

Abstrakt

Tato bakalářská práce se zabývá metodami strojového učeńı, zejména neuronovými śıtěmi

a jejich uplatněńım pro vyhodnocováńı pojistných událost́ı. Je popsána jedna konkrétńı

skupina metod, která je následně aplikována na jednom konkrétńım př́ıpadu vyhodno-

cováńı severity škod u dopravńıch nehod. V úvodńı části této práce je vysvětlena motivace

pro modelováńı škod u pojistných událost́ı a jeho význam při tvorbě pojistných rezerv. Pro

modelový př́ıklad jsou použita data americké pojǐst’ovny AllState, která je zpř́ıstupnila v

rámci online soutěže o nejlepš́ı predikčńı model v roce 2016. V praktické části této práce

jsou prezentovány 3 modely neuronových śıt́ı, jejichž výsledek je zdokumentován a nej-

lepš́ı z těchto model̊u je použit pro výsledný ensemble model̊u. Tento ensemble dosáhl o

téměř 8% lepš́ıho výsledku než výchoźı model pojǐst’ovny pro danou soutěž. Tato práce

tak demonstruje potenciál metod strojového učeńı v pojistné praxi.

Kĺıčová slova: pojistná plněńı, modelováńı severity škod, strojové učeńı, hlubokové učeńı,

neuronová śıt’

Machine Learning Techniques for Insurance Claims Evaluation

Abstract

This bachelor thesis describes machine learning techiques, neural networks in particular

and their application for insurance claims evaluation. One set of such techniques is then

applied to a specific task of modeling the severity of insurance claims related to car acci-

dents. The introductory part explains the motivation to model insurance claims and its

importance in the creation of insurance reserves. The model example in this thesis uses

data from the american insurance company AllState. This data was made available for an

online predictive modelling competition held by the insurance company in 2016. In the

applied section of this thesis, three different architectures of neural networks are presented

and their performance is evaluated. The best neural network is then used for the final

model ensemble. The ensemble achieves a result that is more accurate by 8% than the

benchmark value submitted by the competition organizer. This thesis hence demonstrates

the potential of machine learning applications in the insurance industry.

Key words: insurance claim, claim severity modeling, machine learning, deep learning,

neural network
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Notace

x Skalár

x Vektor

0 Nulový vektor

X Matice

‖x‖ Eukleidovská norma vektoru x

dy
dx

Derivace y vzhledem k x

∂y
∂x

Parciálńı derivace y vzhledem k x

∇xy Gradient y vzhledem k x

a ∼ P Náhodná proměnná a má rozděleńı P

a ∼ U Náhodná proměnná a má rovnoměrné rozděleńı

log(x) Přirozený logaritmus x (logaritmus o základu Eulerova č́ısla)

σ(x) Sigmoid funkce x

H(f) Obor hodnot funkce f

Seznam zkratek

RBNS Reported But Not Settled

IBNR Incurred But Not Reported

MSE Mean Squared Error

MAE Mean Absolute Error

SGD Stochastic Gradient Descent

Adam Adaptive Moment Estimation

ReLU Rectified Linear Unit

PReLU Parametric Rectified Linear Unit
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4.1 Dataset . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 26
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1 Úvod

Tato práce se zabývá využit́ım metod strojového učeńı1 pro vyhodnocovańı pojistných

událost́ı. Nejprve se pokuśı vysvětlit, kde jsou v rámci pojǐst’ovnictv́ı takové metody

užitečné a proč je pro pojǐst’ovnu d̊uležité vyhodnocovat pojistné události co možná nej-

rychleji a nejpřesněji. Dále tato práce představ́ı nové metody vyhodnocováńı a mode-

lováńı pojistných událost́ı. Přestože jsou část teorie a některé principy představené v

této práci uplatnitelné pro širš́ı spektrum pojistných událost́ı, v jádru této práce je jeden

konkrétńı př́ıpad - modelováńı výše škod u dopravńıch nehod, které se vztahuje k hava-

rijńımu pojǐstěńı či povinnému ručeńı z provozu motorových vozidel. Na tento konkrétńı

př́ıpad se většina teoretické části postupně zaměřuje a vytvář́ı tak teoretický základ pro

následnou praktickou část.

Ćılem této práce je popsat a demonstrovat jednu vybranou skupinu metod strojového

učeńı, jmenovitě neuronové śıtě, na jednom konkrétńım př́ıkladu z pojǐst’ovnictv́ı. Přestože

se jedná pouze o jednu skupinu metod, je tato skupina poněkud rozsáhlá a obsahuje

několik část́ı. V praktické části pak tato práce demonstruje tyto metody na datech americké

pojǐst’ovny AllState. Tento př́ıklad pak může sloužit jako ukázka potenciálu, který strojové

učeńı skýtá pro pojǐst’ovnictv́ı. Tato práce se nesnaž́ı popisovat veškeré možné př́ıpady

využit́ı strojového učeńı v odvětv́ı pojǐst’ovnictv́ı, nesnaž́ı se pokrýt celou škálu pojistných

událost́ı a ani nepopisuje všechny metody strojového učeńı, které jsou v pojǐst’ovnictv́ı

uplatnitelné.

Strojové učeńı a zejména neuronové śıtě jsou v současnosti pravděpodobně nejvýznamněǰśı

část́ı oboru umělé inteligence, kterému se dostává nemalé pozornosti a stává se tak jedńım

z módńıch pojmů. Pojǐst’ovnictv́ı je ideálńım odvětv́ım pro strojové učeńı, jelikož řeš́ı

celou řadou matematických problémů a pro jejich řešeńı má většinou dostatek dat. Z toho

d̊uvodu bylo motivaćı pro výběr tématu alespoň částečně osvětlit část metod a nast́ınit

jejich uplatněńı v pojistném odvětv́ı.

Tématika neuronových śıt́ı se těš́ı velkému zájmu ze strany výzkumné komunity po celém

světě, což v d̊usledku umožnilo výrazný posun celého oboru během posledńıch pár let.

Jakkoliv se tato práce snaž́ı pracovat převážně s českými pojmy všude, kde je to možné,

v některých př́ıpadech jsou anglické termı́ny v́ıce rozš́ı̌rené a neexistuje pro ně zat́ım v

českém jazyce ekvivalent.

Tato práce se skládá ze dvou teoretických blok̊u a jednoho praktického. Prvńı teoretická

část popisuje základńı pojmy a členěńı v pojǐst’ovnictv́ı a vysvětluje kontext modelového

př́ıpadu pro pojǐst’ovnu. Druhá teoretická část popisuje konkrétńı metody strojového učeńı,

resp. neuronových śıt́ı, které byly použity pro modelový př́ıklad. Praktická část pak tyto

1Poněkud rozš́ı̌reněǰśı pak je anglický výraz machine learning
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koncepty aplikuje pro modelováńı výše škod u dopravńıch nehod. Modely v praktické části

byly napsány v programovaćım jazyce Python [28] za pomoci programovaćı knihovny

PyTorch [27]. Zdrojový kód s modely z praktické části je dostupný na adrese: https:

//github.com/danielhavir/claims-severity-model
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2 Pojistná část

Komerčńı pojǐstěńı je finančńı služba, kde se v př́ıpadě vzniku pojistné události pojistitel

zavazuje pojistńıkovi vyplatit finančńı kryt́ı neboli pojistné plněńı ve sjednaném roz-

sahu. Pojistńık se na oplátku zavazuje za tuto ochranu platit určitý finančńı obnos, tzv.

pojistné. Pojistnou událost́ı se rozumı́ určitá nahodilá (náhodná) událost, kterou nelze

předem předpovědět a jej́ıž d̊usledky negativně (většinou finančně) ovlivňuj́ı pojistńıka.

Tato událost je upravena v pojistné smlouvě a vymezuje krytá rizika [24].

Základńı členěńı komerčńıho pojǐstěńı podle krytých rizik je [9]:

• Životńı pojǐstěńı - kryje rizika smrti a dožit́ı. Pojistná smlouva se většinou uzav́ırá

na deľśı obdob́ı a zahrnuje spoř́ıćı složku.

• Neživotńı pojǐstěńı - kryje širokou škálu rizik spojenou s majetkem, odpovědnost́ı

aj. Pojistná smlouva se pak většinou uzav́ırá na kratš́ı obdob́ı, řádově nižš́ı jednotky

let.

Tato práce se dále věnuje výhradně tématice neživotńıho pojǐstěńı.

Obecně se dá pojǐstěńı členit následovně:

• Pojǐstěńı obnosová - pojistné plněńı se rovná nebo odv́ıj́ı od předem sjednané částky

• Pojǐstěńı škodová - pojistné plněńı se odv́ıj́ı od vzniklé škody

S ohledem na téma této práce je výše zmı́něné členěńı d̊uležité. U obnosového pojǐstěńı

je pojistná částka předem sjednaná. Při vyhodnocováńı pojistného plněńı se pak pouze

rozhoduje, zda má být vyplacena či nikoliv. Jinými slovy, kontroluje se, zda skutečně

nastala pojistná událost a byly splněny náležitosti pojistné smlouvy. Jedná se tedy o

binárńı klasifikaci. V př́ıpadě pojǐstěńı škodového částka předem sjednaná neńı, může

však být sjednána jej́ı horńı hranice. Výše pojistného se pak odv́ıj́ı od vzniklé škody.

V momentě pojistného plněńı se rozhoduje o výši pojistného plněńı, neboli kolik se má

pojǐstěnci vyplatit. V takovém př́ıpadě se jedná o regresńı problém.

2.1 Neživotńı pojǐstěńı

Neživotńı pojǐstěńı kryje rizika neživotńıho charakteru, a to zejména rizika věcných škod,

rizika újmy na zdrav́ı nebo rizika finančńıch ztrát. Zákon č. 277/2009 Sb., o pojǐst’ovnictv́ı

[37] děĺı skupiny neživotńıch pojǐstěńı takto:
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• Pojǐstěńı úrazu a nemoci

• Pojǐstěńı motorových vozidel

• Námořńı a dopravńı pojǐstěńı

• Letecké pojǐstěńı

• Pojǐstěńı proti požáru a jiným majetkovým škodám

• Pojǐstěńı odpovědnosti za újmu

• Pojǐstěńı úvěru a záruky

• Souhrnné neživotńı pojǐstěńı

Pro zachováńı konzistentnosti s použitou literaturou se však tato práce dále ř́ıd́ı děleńım

z pohledu charakteristiky produkt̊u podle [9], které děĺı neživotńı pojǐstěńı následovně:

• Neživotńı pojǐstěńı osob - např. úrazová pojǐstěńı, komerčńı nemocenské a zdravotńı

pojǐstěńı, cestovńı pojǐstěńı aj.

• Pojǐstěńı majetková - např. pojǐstěńı domácnosti, havarijńı pojǐstěńı, pojǐstěńı bu-

dov, dopravńı pojǐstěńı aj.

• Pojǐstěńı finančńıch ztrát - např. úvěrová pojǐstěńı, pojǐstěńı spojená s rizikem

přerušeńı provozu aj.

• Pojǐstěńı odpovědnosti za škody - např. pojǐstěńı odpovědnosti za škodu zp̊usobenou

provozem vozidla

V České Republice vypadala struktura trhu neživotńıho pojǐstěńı v roce 2016 následovně:

Obrázek 1: Odvětv́ı neživotńıho pojǐstěńı tuzemských pojǐst’oven dle výše hrubého

předepsaného pojistného. Zdroj: [1]
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Z výše zmı́něného členěńı je pro tuto práci stěžejńı a dále se zaměř́ı zejména na pojǐstěńı

majetku. Do jisté mı́ry se pak dotkne i pojǐstěńı odpovědnosti za škody, konkrétně po-

vinného ručeńı z provozu motorových vozidel, jelikož v př́ıpadě dopravńıch nehod jsou tato

pojǐstěńı podobná ve vyhodnoceńı (v obou př́ıpadech jde o vyč́ısleńı škod). Důvodem pro

toto zaměřeńı je modelový př́ıklad praktické části, který se zabývá vyhodnocováńım

rozsahu škod zp̊usobených dopravńı nehodou. Obecně se však zdá, že metody po-

pisované v této práci jsou v současnosti rozš́ı̌reněǰśı právě u pojǐstěńı majetku než např.

u životńıho pojǐstěńı nebo pojǐstěńı osob.

Daľśım d̊uvodem, proč se tato práce zabývá právě vyhodnocováńım rozsahu škod

zp̊usobených dopravńı nehodou je i fakt, že pojǐstěńı odpovědnosti za škodu z provozu

motorových vozidel a ostatńı pojǐstěńı motorových vozidel společně tvoř́ı téměř 50%

objemu neživotńıho pojǐstěńı v ČR (viz obrázek (1)).

Mimo již zmı́něné havarijńı pojǐstěńı a povinné ručeńı se vyhodnocováńı pojistných

událost́ı pomoćı strojového učeńı, resp. umělé inteligence, rozš́ı̌rilo u pojǐstěńı domácnosti.

Za pr̊ukopńıka na poli pojǐstěńı domácnosti na americkém trhu se dá považovat poměrně

nová společnost Lemonade [22]. Ta byla schopna d́ıky metodám strojového učeńı zautoma-

tizovat proces vyhodnocováńı pojistné události a sńıžit tak dobu schvalováńı pojistných

plněńı na řády minut. Na svých stránkách pak uvád́ı, že nejkratš́ı doba mezi nahlášeńım

pojistné události a vyplaceńım pojistného plněńı byla pouhé 3 vteřiny [23].

2.2 Pojǐstěńı majetku

Pojǐstěńı majetku kryje rizika možných škod na majetku, např. poškozeńı, zničeńı, odcizeńı

apod. U pojǐstěńı majetku se nejčastěji využ́ıvá škodové formy pojǐstěńı. [9]

V kontextu oceňováńı majetkových škod můžeme pojǐstěńı dělit na [9]:

• Pojǐstěńı na časovou cenu - výše pojistného plněńı se odv́ıj́ı od hodnoty pojǐstěného

poškozeného majetku těsně před pojistnou událost́ı (s ohledem na opotřebeńı)

• Pojǐstěńı na novou cenu - pojistné plněńı je vyplaceno ve výši umožňuj́ıćı obnovu

majetku nebo cenu opravy, pomoćı které se uvád́ı majetek do p̊uvodńıho stavu

2.2.1 Havarijńı pojǐstěńı

Havarijńı pojǐstěńı kryje rizika škody na motorových vozidlech v d̊usledku havárie, ko-

lize nebo vandalstv́ı. Toto pojǐstěńı se často konstruuje jako pojǐstěńı na novou cenu. To

znamená, že výše pojistného plněńı se odv́ıj́ı od náklad̊u na opravu, které ovšem nesmı́
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překročit časovou cenu vozidla před haváríı. [9] Ve většině př́ıpad̊u se finálńı výše po-

jistného plněńı určuje deterministicky, tj. odv́ıj́ı se od vyč́ısleńı náklad̊u na opravu ze

strany auto opravny či servisu.

Na rozd́ıl od např. pojǐstěńı domácnosti tak strojového učeńı v př́ıpadě havarijńıho

pojǐstěńı neurychĺı proces vyhodnocováńı pro pojǐstěnce. Může však vylepšit modelováńı

výše škod, které je d̊uležité pro tvorbu adekvátńıch technických rezerv.

2.3 Technické rezervy

V př́ıpadě nahodilé události se pojǐst’ovna zavazuje vyplatit pojistnou částku. V mnoha

př́ıpadech však neńı možné vyplatit pojistnou částku okamžitě a to zejména ze 3 d̊uvod̊u

[36]:

1. Může docházet ke zpožděńı v nahlášeńı pojistné události, tzn. existuje doba mezi

nastáńım pojistné události a nahlášeńım události pojǐst’ovně. Tato doba může trvat

i několik let např. při pojǐstěńı proti znečǐstěńı životńıho ovzduš́ı.

2. Po nahlášeńı pojistné události může nastat zdržeńı ve vypořádáńı pojistné smlouvy.

Ke zdržeńı docháźı v d̊usledku vyjasňováńı všech okolnost́ı pojistné události a v

některých př́ıpadech se může protáhnout na dlouhou dobu (např. v d̊usledku soudńıho

sporu). Toto zdržeńı může nastat i v př́ıpadě, čeká-li se na konečné vyč́ısleńı škod

třet́ı stranou (auto opravnou, servisem apod.).

3. I v př́ıpadě, že byla pojistná smlouva vypořádána, může být událost znovu otevřena,

např. v př́ıpadě výskytu nových informaćı.

V d̊usledku těchto zdržeńı muśı pojǐst’ovna vyrovnávat časový nesoulad vytvářeńım rezerv

na finančńı kryt́ı. Současně muśı tvořit rezervy na budoućı plněńı, ke kterým se zavazuje

v nově sjednaných pojistných smlouvách. Technické rezervy jsou tak kĺıčovou součást́ı

hospodařeńı pojǐst’ovny. [9]

Tento časový nesoulad má též nepř́ıznivé účinky pro pojǐstěnce. Ti v př́ıpadě nastáńı po-

jistné události často muśı čekat na pojistná plněńı několik dńı až týdn̊u. S vývojem tech-

nologíı si spotřebitelé finančńıch služeb zvykli na okamžité vyhotoveńı svých požadavk̊u,

např. bankovńıch převod̊u a finančńıch transakćı, čehož se jim ovšem v pojǐst’ovnictv́ı ne-

dostává. Snaha urychlit vyhodnocováńı pojistných událost́ı a sńıžit administrativńı zátěž

je tak částečně motivována i ćılem zlepšit celkovou reputaci odvětv́ı v oč́ıch koncových

spotřebitel̊u.

Technické rezervy se tvoř́ı z přijatého pojistného a plat́ı se z nich pojistná plněńı [9]. Mezi

tyto rezervy mimo jiné patř́ı:
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• Rezerva na pojistná plněńı z událost́ı vzniklých, ale nenahlášených (IBNR, Incurred

But Not Reported)

• Rezerva na pojistná plněńı z událost́ı nahlášených, ale nezlikvidovaných (RBNS,

Reported But Not Settled)

• Rezerva na nezasloužené pojistné

Přesná a včasná tvorba konkrétńıch technických rezerv ovlivňuje hospodařeńı a zisk

pojǐst’ovny. Z toho d̊uvodu je d̊uležité pro správné ekonomické fungováńı pojǐst’ovny mı́t

co nejpřesněǰśı odhady počtu událost́ı (zejména pro IBNR rezervy) a výše škod (pro RBNS

rezervy), které umožńı pojǐst’ovnám adekvátně reagovat při výskytu nahodilých událost́ı.

Tyto odhady se dále využ́ıvaj́ı při výpočtu ceny pojistného pro pojistné smlouvy v bu-

doucnosti.

V kontextu praktické části této práce je pro pojǐst’ovnu modelováńı závažnosti škod d̊uležité

pro stanoveńı výše RBNS rezerv.

2.4 Obecné poznámky k pojistné části

Existuje několik zp̊usob̊u, jak vyhodnocovat pojistné události a vytvářet modely pro od-

hadováńı výše pojistných škod. Různé metody tradičńı pojistné matematiky a r̊uzně agre-

gované data sety často vedou k velmi odlǐsným výsledk̊um. Až doposud výběr vhodné

metody pro konkrétńı data set vyžadoval dostatek zkušenost́ı s aparátem pojistné ma-

tematiky. [36] S vývojem technologíı a metod výpočetńı techniky se však objevuj́ı nové

metody, které často funguj́ı lépe navzdory tomu, že nejsou specifické pro pojǐst’ovnictv́ı ani

jiné konkrétńı odvětv́ı a nevyžaduj́ı zkušenosti z daného oboru. V porovnáńı s pojistnou

matematikou se nav́ıc vyv́ıj́ı podstatně kratš́ı dobu.

Důkazem může být př́ıklad americké pojǐst’ovny AllState, která zveřejnila datový soubor s

vlastnostmi automobil̊u a vypsala soutěž v predikci, u kterých z nich se bude v budoucnu

řešit osobńı odpovědnost za škody. Vı́tězné řešeńı pak bylo o v́ıce než 270 procent lepš́ı

než výchoźı prognóza společnosti. [4] [16] Zaj́ımavost́ı může být i fakt, že v́ıtěz a většina

účastńık̊u této soutěže se nijak nespecializovali na odvětv́ı pojǐst’ovnictv́ı ani pojistnou

matematiku.

Strojové učeńı má potenciál nejenom vylepšit současné matematické modely v

pojǐst’ovnictv́ı, ale také rozš́ı̌rit možnosti vyhodnocováńı událost́ı pomoćı nestruktu-

rovaných dat, jako jsou např́ıklad textové dokumenty, obraz nebo video, které doposud

bylo velmi složité a omezené zpracovat. To v d̊usledku umožňuje vytvářet modely v

př́ıpadech, ve kterých to dosud nebylo možné (např. nastavit výši pojistného u pojǐstěńı
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budov na základě satelitńıch sńımk̊u [5]). Lepš́ı schopnost predikce by dále mohla do jisté

mı́ry umožnit zautomatizovat vyhodnocováńı některých pojistných událost́ı, které byly

až doposud vyhodnocovány dedikovanými zaměstnanci pojǐst’ovny, tzv. likvidátory. To

může nejen sńıžit náklady pojǐst’oven, ale také zlepšit zkušenosti koncových zákazńık̊u.

Předpov́ıdat, zda se tato očekáváńı naplńı je však nad rámec této práce. Zat́ımco strojové

učeńı a metody umělé inteligence maj́ı šanci zefektivnit provoz pojǐst’oven a sńıžit ceny

pojǐstěńı, vyvstávaj́ı nové otázky a protiargumenty ohledně soukromı́, spojené s neustálým

sběrem dat.
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3 Strojové učeńı

Strojové učeńı (z anglického výrazu Machine Learning) je v zásadě aplikovaná statistika

s větš́ım d̊urazem na využ́ıt́ı výpočetńıho výkonu pro statistické odhady složitých funkćı

a menš́ım d̊urazem na dokazováńı interval̊u spolehlivosti těchto funkćı. [12] Algoritmus

strojového učeńı je takový algoritmus, který je schopný rozpoznávat vzorce a učit se z

dat.

Deep Learning (česky též hluboké učeńı), kterým se primárně zabývá tato práce je pod-

odvětv́ı strojového učeńı. Pro pochopeńı koncept̊u deep learningu je nicméně nezbytné znát

alespoň základńı principy strojového učeńı. V poč́ıtačových vědách se jak deep learning,

tak strojové učeńı zařazuje pod obor umělé inteligence. Vztah hlubokého učeńı a strojového

učeńı k umělé inteligenci je zjednodušeně vyjádřen Vennovým diagramem na obrázku:

Obrázek 2: Venn̊uv diagram popisuj́ıćı vztah umělé inteligence, strojového učeńı a deep

learningu. Zdroj: [12]

Většina metod strojového učeńı se dá rozdělit do 2 kategoríı:

1. Supervised learning - zahrnuje metody, které se uč́ı z anotovaných dat. Každé datum

obsahuje sadu proměnných a př́ıslušnou ćılovou hodnotu, která může být spojitá (re-

gresńı úloha) či kategorická (klasifikačńı úloha). Jedna z takových metod se např́ıklad

může učit z historických dat o pojistných událostech a označeńı, zda bylo či nebylo

přiznáno pojistné plněńı.

2. Unsupervised learning - zahrnuje metody, které se snaž́ı v neanotovaném datasetu

hledat strukturu, př́ıpadně aproximovat jeho pravděpodobnostńı rozděleńı. Velkou

část těchto algoritmů tvoř́ı shluková analýza.
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Tato práce se dále zabývá výhradně supervised learning metodami.

Definice strojového učeńı jakožto matematické metody, která se uč́ı z dat, se může zdát

poněkud abstraktńı. Konkrétńım př́ıpadem takové metody pak je např́ıklad lineárńı re-

grese. V nejjednodušš́ım pojet́ı je lineárńı regrese systém, který se ze vstupńıho vektoru

x ∈ Rn snaž́ı predikovat výstupńı skalár y ∈ R. K př́ıkladu lineárńı regrese se v zápět́ı

dostaneme, jelikož na něm stoj́ı složitěǰśı koncepty hlubokého učeńı.

3.0.1 Lineárńı regrese

Pravděpodobně nejjednodušš́ı metodou strojového učeńı je lineárńı regrese:

ŷ = f(x,w, b) = w>x + b =
∑
i

(wixi) + b (1)

Kde x ∈ Rn je vektor vstupńıch dat, w ∈ Rn je vektor parametr̊u a b ∈ R je konstanta.

Parametr̊um se též někdy ř́ıká váhy (z anglického weights).

Malou kosmetickou úpravou pro zjednodušeńı zápisu je rozš́ı̌rit vektor w o konstantu

b a vektor dat x o 1. Konkrétně mějme w = (w1, w2, ..., wn)> a x = (x1, x2, ..., xn)>,

pak z rovnice (1) plyne ŷ = w1x1 + w2x2 + ... + wnxn + b × 1. Rozš́ı̌ŕıme-li w na w′ =

(w1, w2, ..., wn, b)
> a x na x′ = (x1, x2, ..., xn, 1)>, můžeme rovnici (1) identicky zapsat

jako ŷ = w′>x′.

Jeden ze zp̊usob̊u jak vyhodnocovat výsledky je měřit pr̊uměrnou čtvercovou chybu odhadu

(MSE z anglického mean squared error), která poč́ıtá chybu následovně:

MSE =
1

n

n∑
i=1

(ŷi − yi)2 =
1

n
‖ŷ − y‖2 (2)

Kde y je skutečná hodnota, ŷ je predikovaná hodnota a n je počet pozorováńı.

Intuitivně vid́ıme, že se tato chyba bude rovnat 0, pokud ŷ = y. Jinými slovy, chyba se

snižuje pokud Eukleidovská vzdálenost mezi predikcemi a ćılovými hodnotami klesá. [12]

Abychom tento model mohli nazvat metodou strojového učeńı, zbývá nám popsat zp̊usob,

jakým naj́ıt parametry w tak, abychom minimalizovali chybu MSE. Toho můžeme doćılit

tak, že gradient2, tedy vektor parciálńıch derivaćı, MSE s ohledem na parametry w

polož́ıme roven 0:

2Použ́ıváme gradient, jelikož w je vektor

10



∇wMSE = 0

⇒ ∇w
1

n
‖ŷ − y‖22 = 0

⇒ 1

n
∇w ‖Xw − y‖22 = 0

⇒ ∇w(Xw − y)>(Xw − y) = 0

⇒ ∇w(w>X>Xw − 2w>X>y + y>y) = 0

⇒ (2X>Xw − 2X>y) = 0

⇒ w = (X>X)−1X>y

(3)

Lineárńı regrese je poněkud jednoduchý a omezený uč́ıćı algoritmus, nicméně se jedná o

vhodný př́ıklad toho, jak může metoda strojového učeńı fungovat.

3.0.2 Generalizace

Hlavńım ćılem ve strojovém učeńı je naj́ıt takovou metodu, která bude přesná i nad rámec

dat, která byla použita při jej́ım trénováńı, tj. při hledáńı parametr̊u. Tato schopnost se

nazývá generalizace. [12]

Generalizace modelu se dá měřit zavedeńım generalizačńı chyby, neboli chyby testovaćıch

dat. Abychom mohli nějakým zp̊usobem změřit schopnost modelu generalizovat na nová

data, rozděluje se většinou dataset na:

1. Trénovaćı set - data, pomoćı kterých minimalizujeme trénovaćı chybu ve snaze naj́ıt

optimálńı parametry score funkce.

2. Testovaćı set - data, pomoćı kterých se snaž́ıme odhadovat generalizačńı ztrátu, ne-

boli testovaćı chybu. Jako testovaćı set se většinou bere 10% - 30% z celého datasetu.

Loss funkce pro trénovaćı a testovaćı chybu je stejná, lǐśı se tak pouze podkladová data,

na kterých se loss funkce poč́ıtá.

V kontextu odhadováńı generalizace a děleńı dat na trénovaćı a testovaćı se př́ı vyhodno-

cováńı modelu zavád́ı 2 pojmy:

1. Underfitting - ř́ıkáme, že model
”
underfittuje”, pokud neńı schopný doćılit do-

statečně ńızké trénovaćı chyby.

2. Overfitting - ř́ıkáme, že model
”
overfittuje”, pokud model dosahuje velmi ńızké

trénovaćı chyby, zat́ımco testovaćı chyba je podstatně vyšš́ı. V takovém př́ıpadě

si model pamatuje konkrétńı př́ıpady a ztráćı schopnost generalizovat.
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Ćılem při volbě metody a hledáńı parametr̊u je naj́ıt kompromis mezi underfittingem a

overfittingem.

Na rozd́ıl od klasických optimizačńıch problémů, metody strojového učeńı neznaj́ı funkci,

kterou se snaž́ı optimalizovat, jelikož trénovaćı chyba pouze zastupuje generalizačńı chybu

při trénováńı.

Fixńı rozděleńı na trénovaćı a testovaćı dataset však může omezovat schopnost modelu

učit se, jelikož vědomě snižujeme množstv́ı dat pro trénováńı a to tak, že při hledáńı

parametr̊u nebereme do úvahy testovaćı data. Současně pokud zvoĺıme malý testovaćı set,

přesnost odhadu generalizačńı ztráty se snižuje. To může komplikovat volbu vhodného

modelu, jelikož nejsme schopni ř́ıci, která metoda funguje nejlépe pro daný dataset.

Jeden z nejběžněj́ıch zp̊usob̊u jak využ́ıt všechna data pro trénováńı a současně mı́t do-

statečně velký testovaćı set za cenu větš́ı výpočetńı náročnosti je kř́ıžová validace.

Nejčastěji se pak využ́ıvá k-fold kř́ıžová validace, kdy se dataset rozděĺı na k nezávislých

podmnožin. Proces hledáńı parametr̊u a vyhodnoceńı generalizačńı ztráty se pak opakuje

k-krát, kdy v každém př́ıpadě voĺıme vždy jednu podmnožinu jako testovaćı set a zbytek

podmnožin jako trénovaćı set. Při volbě nejvhodněǰśı metody se výsledná přesnost modelu,

resp. velikost generalizačńı ztráty, může např́ıklad pr̊uměrovat.

3.1 Deep Learning

Deep Learning je podmnožina metod strojového učeńı zahrnuj́ıćı zejména umělé neu-

ronové śıtě, což je sada algoritmů volně inspirovaná lidským mozkem. Ke skutečným

neuronovým śıt́ım maj́ı ty umělé poněkud daleko, některé podobnosti se však nalézt daj́ı.

Tato kapitola je úvod do problematiky neuronových śıt́ı, které jsou využity v praktické

části.

Každá deep learningová metoda má v zásadě 2 části [17]:

1. Score funkce - funkce, která vstupńı hodnoty parametricky mapuje na výstupńı hod-

noty. Jinými slovy funkce, která generuje predikce.

2. Loss funkce (někdy též Cost funkce, česky překládáno jako chybová funkce) - funkce,

která kvatifikuje mı́ru shody mezi výstupńımi hodnotami score funkce (predikcemi)

a skutečnými (ćılovými) hodnotami.

V předchoźım př́ıpadě byla score funkćı lineárńı regrese (viz rovnice (1)) a loss funkćı

pr̊uměrná čtvercová chyba odhadu (viz rovnice (2)). Lineárńı regrese jak název napov́ıdá

řeš́ı regresńı problém. V př́ıpadě, že se ovšem snaž́ıme řešit klasifikačńı problém (např.
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u obnosového pojǐstěńı), by výstupńı hodnota score funkce měla být kategorická, nikoliv

spojitá. Jednou z možnost́ı je rozš́ı̌rit rovnici (1) o sigmoid funkci, značenou σ:

σ(x) =
1

1 + e−x
(4)

Rovnice (1) se tak rozš́ı̌ŕı na:

ŷ = σ(w>x) =
1

1 + e−(w>x)
(5)

Je možné si všimout, že rovnice (5) popisuje logistickou regresi. V odvětv́ı deep learningu

se ovšem častěji než logistická regrese použ́ıvá pojem sigmoid neuron. Sigmoid funkce

je vhodná pro binárńı klasifikace, jelikož má obor hodnot H(σ) = (0, 1). Výstupńı hod-

nota se tak dá volně interpretovat jako binomické pravděpodobnostńı rozděleńı [12] neboli

pravděpodobnost př́ıslušnosti ke kategorii 1 [30]. V konkrétńım př́ıpadě např. obnosového

pojǐstěńı, tj. binárńı klasifikace se 2 kategoriemi (pojistná událost nastala/nenastala) se

dá výstupńı hodnota vyložit jako pravděpodobnost s jakou pojistná událost nastala.

Sigmoid je diferencovatelná funkce s prvńı derivaćı:

d

dx
σ(x) =

d

dx

(
1

1 + e−x

)
=

e−x

(1 + e−x)2
=

1 + e−x − 1

(1 + e−x)

1

(1 + e−x)
=

=

(
1− 1

(1 + e−x)

)
1

(1 + e−x)
= (1− σ(x))σ(x)

(6)

V upravené podobě má derivace sigmoid funkce σ(x) tvar (1− σ(x))σ(x). V tomto tvaru

je o něco intuitivněǰśı, že bĺıž́ı-li se hodnota σ(x) ke krajńı hodnotě 0 nebo 1, pak se hod-

nota derivace bĺıž́ı 0 (viz obrázek (3)). V části o aktivačńıch funkćıch bude bĺıže popsána

praktická implikace této derivace.

Obrázek 3: Pr̊uběh sigmoid funkce v intervalu < −10, 10 >, též logistická křivka (vlevo).

Prvńı derivace funkce sigmoid (vpravo). Zdroj: vlastńı zpracováńı.
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3.2 Feed-Forward neuronová śıt’

Následuj́ıćı sekce se pokuśı vysvětlit architekturu umělé neuronové śıtě. Následuj́ıćı obrázek

představuje jednoduchou vizualizaci konceptu, který bude popsán:

Obrázek 4: Ukázka 2-vrstvé umělé neuronové śıtě. Zdroj: vlastńı zpracováńı.

Než bude koncept popsán obecně, mějme konkrétńı př́ıklad viz obrázek (4) s hodnotami

x = (x1, x2, x3)
>, které jsou vstupńımi hodnotami pro prostředńı 4 neurony. Hodnota

každého neuronu se spoč́ıtá nezávisle na sobě pomoćı rovnice (5), tzn. h1 = σ(w1hx),

h2 = σ(w2hx), apod. Výstupem pak je neuron, jehož vstupńımi hodnotami je vektor

prostředńıch neuron̊u h = (h1, h2, h3, h4) a jeho hodnota se spoč́ıtá následovně ŷ =

σ(whoh).

Obecně pak můžeme můžeme takovou śıt’ zapsat následovně:

ŷ = σ(who(σ(Wihx))) (7)

Kde x ∈ Rn×1 je vektor vstupńıch dat, Wih ∈ Rm×n je matice parametr̊u mezi vstupńımi

hodnotami a prostředńı vrstvou (nazývaná
”
skrytá vrstva”)3 a who ∈ R1×m je vektor

parametr̊u mezi skrytou vrstvou a výstupńı hodnotou4.

Role sigmoid funkce σ v rovnici (7) je d̊uležitá, jelikož zajǐst’uje nelinearitu funkce. Bez

ńı by se rovnice (7) dala zapsat následovně5: ŷ = whoWihx. Pakliže v takovém př́ıpadě

polož́ıme w = whoWih, dostaneme6 ŷ = whoWihx = wx, čož je identický zápis lineárńı

3ih z anglického input - hidden
4ho z anglického hidden - output
5K této rovnici se dostaneme, odstrańıme-li z rovnice (7) funkci σ
6Plyne z asociativity maticového násobeńı.
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regrese (viz rovnice (1)).

Dı́ky nelineárńı funkci σ pak můžeme formovat v́ıcevrstvou neuronovou śıt’ tak, že koncept

rozš́ı̌ŕıme o v́ıce skrytých vrstev, č́ımž se celá śıt’ stane hlubš́ı. Proto se celému konceptu

ř́ıká hluboké učeńı, resp. deep learning, kterým se převážně zabývá tato práce. Cybenko v

roce 1989 dokázal, že neuronová śıt’ s alespoň jednou skrytou vrstvou a konečným počtem

neuron̊u zvládne aproximovat libovolnou spojitou funkci [8]. V části o aktivačńıch funkćıch

budou popsány daľśı nelineárńı funkce.

3.3 Loss funkce

Druhým kĺıčovým komponentem neuronových śıt́ı je loss funkce (též chybová funkce),

která kvantifikuje mı́ru shody mezi predikcemi a skutečnými ćılovými hodnotami.

Jedna z nejběžněǰśıch loss funkćı již byla představena, konkrétně pr̊uměrná čtvercová chyba

odhadu MSE (viz rovnice (2)), která je běžně použ́ıvaná při modelováńı spojitých hodnot,

tj. u regresńıch problémů.

V př́ıpadě modelováńı kategorických hodnot je nejběžněǰśı loss funkćı cross-entropy7:

H(p, q) = −
∑
x

p(x)log(q(x)) (8)

Kde p je skutečná distribuce a q je predikovaná distribuce proměnné x. Skutečnou dis-

tribuci p(x) je nutno interpretovat jako distribuci, kde celá pravděpodobnost́ı mı́ra je

na pozici skutečné kategorie. Jinými slovy p(x) představuje vektor obsahuj́ıćı samé 0 s

vyj́ımkou 1 na pozici i, pakliže se jedná o i-tou kategorii (p(x) = (0, 0, ..., 1, ..., 0))[17].

Pakliže rozeṕı̌seme rovnici (8) pro př́ıpad binárńı klasifikaci, dostaneme:

H(y, ŷ) = −(y ∗ log(ŷ) + (1− y) ∗ log(1− ŷ)) (9)

Kde y ∈ {0, 1} je binárńı ćılová hodnota a ŷ ∈ (0, 1) je predikovaná hodnota (např.

výstupńı hodnota posledńıho sigmoid neuronu).

Pro pochopeńı rovnice (9), mějme konkrétńı př́ıklad, kdy skutečná hodnota y = 1 a

predikovaná hodnota ŷ = 0.01. V takovém př́ıpadě se predikce neshoduje se skutečnou

hodnotou. Dosad́ıme-li do rovnice (9), dostaneme: H(y, ŷ) = −(1 ∗ log(0.01) + (1 − 1) ∗
log(1 − 0.01)) = −log(0.01)

.
= 4.65. S rostoućı mı́rou shody predikce a skutečné hodnoty

bude tato chyba klesat.

Předchoźı dvě části popsaly, jakým zp̊usobem parametricky mapovat vstupńı hodnoty na

výstupńı predikce (score funkce) a jakým zp̊usobem posuzovat shodu (resp. chybovost) této

7log symbolizuje přirozený logaritmus
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predikce (loss funkce). Následuj́ıćı část se zaměř́ı na třet́ı a posledńı část - optimalizaci,

která popisuje, jakým zp̊usobem naj́ıt optimálńı parametry score funkce vzhledem k loss

funkci.

3.4 Optimalizace

Ćılem optimalizace je naj́ıt takovou sadu parametr̊u W, která bude minimalizovat loss

funkci. V př́ıpadě neuronových śıt́ı však nelze optimálńı parametry naj́ıt tak snadno jako

v př́ıpadě lineárńı regrese (viz rovnice (3)).

Téměr všechny metody deep learningu pro optimalizaci využ́ıvaj́ı algoritmus stochastic

gradient descent, který je nadstavbou metody gradient descent (česky též gradientńı se-

stup).

3.4.1 Gradient descent

Předpokládejme, že máme funkci y = f(x), kde x a y jsou reálná č́ısla a ćılem je minima-

lizovat funkci f . Označme f ′(x) derivaci funkce f . Derivace je vhodná, jelikož napov́ıdá

jak změnit hodnotu x tak, abychom sńıžili hodnotu y. Toho můžeme doćılit posunováńım

x v malých kroćıch v opačném směru derivace, neboli pro dostatečně malé γ > 0:

x′ = x− γf ′(x)⇒ f(x′) ≤ f(x) (10)

Pro funkce s v́ıce parametry (označme x) můžeme gradient descent zapsat následovně:

x′ = x− γ∇xf ⇒ f(x′) ≤ f(x) (11)

Kde γ > 0 a ∇xf symbolizuje gradient parametr̊u x vzhledem k funkci f . Gradient je

vektor parciálńıch derivaćı, tj. i-tý prvek gradientu odpov́ıdá ∂
∂xi
f(x). Rovnice (11) plat́ı

za předpokladu, že funkce f je spojitá a diferencovatelná v okoĺı bodu x. Pakliže budeme

krok z rovnice (11) opakovat, bude funkce f konvergovat ke svému minimu.

Parametr γ se v kontextu strojového učeńı často nazývá learning rate.

Současně je nutné zmı́nit, že gradient descent je iterativńı algoritmus a na začátku učeńı

jsou parametry neuronové śıtě náhodně inicializované. V pozděǰśı části této práce jsou

strategie počátečńı inicializace bĺıže rozebrány.
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3.4.2 Stochastic gradient descent

Stochastic gradient descent (SGD) je stochastický odhad gradientńıho sestupu. Jelikož

strojové učeńı (a zejména hluboké učeńı) vyžaduje velké množstv́ı dat, aby bylo schopné

generalizovat, bylo by neefektivńı z pohledu výpočetńıho výkonu upravovat parametry

např́ıč celým data setem. S rostoućım množstv́ım dat by nav́ıc každý jednotlivý krok

úpravy parametr̊u trval déle.

SGD odhaduje gradient pomoćı vzorku ze všech dat. Formálně, v každém kroku vyb́ıráme

podmnožinu dat z rovnoměrně rozděleného trénovaćıho setu a opakujeme gradientńı sestup

viz rovnice (11). Počet prvk̊u této podmnožiny pak stanov́ıme fixńı a neměńı se ani s

rostoućım množstv́ım trénovaćıch dat. [12] Např. můžeme brát podmnožiny o velikosti8

32, na této podmnožině spoč́ıtáme chybu (např. pomoćı rovnice (2) nebo (8)), provedeme

úpravu parametr̊u (rovnice (11)) a postupně opakujeme pro všechny podmnožiny.

Mezi hlavńı výhody SGD patř́ı: [21]

1. SGD je většinou daleko rychleǰśı než gradient descent

2. SGD často najde lepš́ı řešeńı

3. SGD umožňuje sledovat změny (např. měńı-li se v čase distribuce vstupńıch dat)

Optimizačńı proces nezaručuje nalezeńı globálńıho minima, ani lokálńıho minima, nicméně

často najde dostatečně ńızkou hodnotu v krátkém čase. [12]

3.4.3 Backpropagation

V př́ıpadě SGD u neuronových śıt́ı vyvstává otázka jak spoč́ıtat gradient pro jednotlivé pa-

rametry. Mějme funkci f(W,x), kde x je vektor vstupńıch dat, W jsou parametry funkce

a potřebujeme spoč́ıtat gradient funkce f pro W, neboli ∇Wf . V př́ıpadě neuronových

śıt́ı funkce f odpov́ıdá loss funkci, x trénovaćım dat̊um a W parametr̊um neuronové śıtě.

Trénovaćı data jsou ovšem daná a gradient se tak poč́ıtá pouze pro parametry neuronové

śıtě. [17]

Feed-forward neuronové śıtě ze vstupńıho vektoru x přes jednotlivé neurony skrytých

vrstev spoč́ıtaj́ı výstupńı hodnoty ŷ. Při trénováńı se pak spoč́ıtá chyba L(ŷ,y). Backpro-

pagation (backward propagation of errors) umožňuje odzadu spoč́ıtat gradienty vzhledem

k loss funkci L pomoćı řetězového pravidla derivace.

8Často se jako velikost podmnožiny voĺı mocnina 2.
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Řetězové pravidlo derivace slouž́ı pro výpočet derivace složené funkce. V nejjednodušš́ım

př́ıpadě mějme x ∈ R a funkce f : R→ R a g : R→ R. Je-li y = f(x) a z = g(y) = g(f(x)),

pak dle řetězového pravidla:

dz

dx
=
dz

dy

dy

dx
(12)

Tento koncept se pak přirozeně z jednorozměrné podoby dá rozvést. Mějme x ∈ Rn, funkce

f : Rn → Rm a g : Rm → R. Je-li y = f(x) a z = g(y) = g(f(x)), pak:

∂z

∂xi
=
∑
j

∂z

∂yj

∂yj
∂xi

⇒ ∇xz = (
∂y

∂x
)>∇yz,

(13)

kde ∂y
∂x je Jacobiho matice tvaru n×m funkce g [12].

Jakmile pomoćı backpropagation spoč́ıtáme gradienty jednotlivých parametr̊u, můžeme

upravit parametry pomoci SGD (tj. provedeme krok viz rovnice (11) na podmnožině z

trénovaćıch dat). Pakliže zvoĺıme learning rate γ dostatečně malý, bude chyba postupně

klesat až funkce f zkonverguje k nějakému minimu.

3.4.4 Adam

Existuje několik rozš́ı̌reńı pro SGD jako např́ıklad AdaGrad [10] nebo RMSProp [33]. V

praktické části této práce však je použita rozš́ı̌rená verze SGD nazvaná zkráceně Adam (z

anglického adaptive moment estimation) [19].

Adam rozšǐruje SGD o exponenciálńı pohyblivé pr̊uměry gradientu mt a čtvercového gra-

dientu vt. Tyto pohyblivé pr̊uměry slouž́ı jako odhady prvńıho momentu (pr̊uměru) a

druhého momentu (rozptylu) gradientu. Na začátku jsou tyto momenty inicializovány

pomoćı vektoru 0. Označme gt := ∇xt−1f jako gradient funkce f v t-tém kroku s para-

metry xt−1 v (t− 1)-ńım kroku (tj. před úpravou parametr̊u), pak rovnice Adam vypadá

následovně: [19]
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mt = β1mt−1 + (1− β1)gt

vt = β1vt−1 + (1− β1)gt
2

m̂t =
mt

1− β1t

v̂t =
vt

1− β2t

xt = xt−1 − γ
m̂t

v̂t + ε
,

(14)

kde γ je learning rate, obdobně jako v rovnici (11). β1, β2 jsou parametry exponenciálńı

mı́ry poklesu u odhadu 1. a 2. momentu, většinou se voĺı β1 = 0.9 a β2 = 0.999. Parametr

ε se přidává z praktických d̊uvod̊u, aby se předešlo děleńı 0 a voĺı se velmi malé kladné

č́ıslo, např. 10−8.

Motivaćı k zavedeńı moment̊u při optimalizaci je snaha adaptivně snižovat výraz upravuj́ıćı

parametry9, jakmile se funkce přibližuje k optimu a snižuj́ı se tak gradienty. Pakliže by

tento výraz nebyl dostatečně malý bĺızko minima, hodnota funkce by se pohybovala kolem

minima a přestala by se k minimu přibližovat.

Přestože v mnoha př́ıpadech Adam dospěje k lepš́ı sadě parametr̊u s nižš́ı hodnotou loss

funkce a současně rychleji během trénováńı, nedávný výzkum diskutuje, že SGD dosahuje

lepš́ıch generalizačńıch výsledk̊u u reálných dat [18]. Jednoznačně určit, který z těchto

algoritmů je lepš́ı tak nelze.

3.5 Aktivačńı funkce

V části o feed-forward neuronové śıti byl představen koncept skryté vrstvy společně se sig-

moid funkćı (viz rovnice (4)), která mimo jiné zajǐst’ovala nelinearitu celé funkce. Tato část

popisuje aktivačńı funkce, mezi něž patř́ı již zmı́něná funkce sigmoid. Každá aktivačńı

funkce (anglicky též non-linearity) provád́ı fixńı matematickou operaci na jednom č́ısle, v

př́ıpadě vektoru pak na každém prvku zvlášt’ s ćılem zajisti nelinearitu funkce (neuronové

śıtě) [17].

Jak bylo nast́ıněno v předchoźı části, sigmoid funkce má obor hodnot H(σ) = (0, 1), jinými

slovy
”
stlač́ı”reálné č́ıslo mezi 0 a 1. Historicky byla sigmoid funkce obĺıbená, jelikož se

dá interpretovat jako mı́ra vzruchu u neuronu, od žádného vzruchu (0) až po vzruch s

maximálńı intenzitou (1). V současnosti se od sigmoid funkce u skrytých vrstev ustupuje

a to zejména z následuj́ıćıho d̊uvodu: [17]

Sigmoid funkce stlačuje gradienty a zpomaluje učeńı. Nežádoućı vlastnost́ı sig-

9V rovnici (14) je t́ımto výrazem m̂t
v̂t+ε
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moid funkce je, že hodnota derivace je téměř nulová u hodnot bĺızkých krajńım hodnotám

0 nebo 1 (viz obrázek (3)) a současně nejvyšš́ı hodnota derivace je pouze 0,25. Připomeňme,

že během backpropagation algoritmu se uplatňuje řetězové pravidlo, které násob́ı gradi-

ent sigmoid funkce s gradientem jej́ıho výstupu (viz rovnice (13)). Jsou-li však hodnoty

gradientu velmi ńızké, bude pak v d̊usledku násobeńı celý gradient bĺızký nulovému vek-

toru, bude potlačen signál a výrazně se zpomaluje úprava parametr̊u (viz rovnice (11)).

I v nejlepš́ım př́ıpadě se pak při backpropagation gradient zmenš́ı alespoň o faktor 4. V

konečném d̊usledku pak trvá déle než celá funkce zkonverguje ke svému minimu. Tento

efekt se někdy nazývá vytrácej́ıćı se gradient (z anglického vanishing gradient) a jedná se

o palčivý problém zejména u v́ıce-vrstvých neuronových śıt́ı.

Z tohoto d̊uvodu se sigmoid funkce téměř nepouž́ıvá jako aktivačńı funkce u skrytých

(prostředńıch) vrstev neuronové śıtě. I nadále je však hojně využ́ıvaná jako aktivačńı

funkce výstupńı (posledńı) vrstvy v př́ıpadě modelováńı proměnné y s Bernoulliho distri-

bućı, tedy predikce P (y = 1|x) [12], např́ıklad při binárńı klasifikaci.

V současnosti nejrozš́ı̌reněǰśı aktivačńı funkćı je Rectified Linear Unit, neboli ReLU,

která je definována následovně:

ReLU(x) = max(0, x) =

{
x x > 0

0 x ≤ 0
(15)

Funkce ReLU je diferencovatelná na intervalu (−∞, 0) ∪ (0,∞) s prvńı derivaćı:

d

dx
ReLU(x) = 1(x > 0) =

{
1 x > 0

0 x < 0
(16)

Obrázek 5: Pr̊uběh ReLU funkce v intervalu < −5, 5 > (vlevo). Prvńı derivace ReLU

funkce (vpravo). Zdroj: vlastńı zpracováńı.

Na rozd́ıl od sigmoid funkce, ReLU výrazně zrychluje konvergenci optimalizačńıho al-

goritmu (např. SGD), jelikož nestlačuje gradienty během backpropagation. [20] Daľśı
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výhodou ReLU funkce je, že neobsahuje výpočetně náročné matematické operace (ex-

ponenciálu apod.). Pouze porovnává č́ıslo s prahovou hodnotou 0. [17]

Nevýhodou ReLU je, že v některých př́ıpadech může v d̊usledku velkého gradientu doj́ıt k

zásadńı úpravě parametr̊u, která v d̊usledku potlač́ı většinu hodnot pod prahovou hodnotu

0 a neuron se tak nikdy neaktivuje. Hodnota takového neuronu už bude stále nulová a

takový neuron tzv.
”
umře”. To bývá problém zejména v př́ıpadě, kdy parametr learning

rate (tj. γ v rovnici (11)) je moc velký. Při správné volbě hyperparametr̊u (viz. následuj́ıćı

sekce) se však tomuto efektu dá předej́ıt.

Leaky ReLU je jeden ze zp̊usob̊u, jak se dá zabránit efektu
”
umı́raj́ıćıch”ReLU neuron̊u,

stlačuj́ıćıch hodnotu na 0. Mı́sto 0, má Leaky ReLU malý záporný sklon (např. 0.01), je-li

x < 0 [17]. Matematicky lze zapsat následovně:

LeakyReLU(x) = 1(x < 0)(αx) + 1(x ≥ 0)(x) =

{
x x ≥ 0

αx x < 0
(17)

V rovnici (17) je α malá konstanta. Obdobně jako ReLU je Leaky ReLU diferencovatelná

na intervalu (−∞, 0) ∪ (0,∞) s prvńı derivaćı:

d

dx
LeakyReLU(x) =

{
1 x > 0

α x < 0
(18)

Obrázek 6: Pr̊uběh Leaky ReLU funkce v intervalu < −5, 5 > pro α ∈ {0.01, 0.05, 0.1}
(vlevo). Prvńı derivace Leaky ReLU funkce (vpravo). Zdroj: vlastńı zpracováńı.

Alternativńı verźı Leaky ReLU je PReLU (Parametric ReLU) [13], kde parametr α je

součást́ı parametr̊u upravovaných během učeńı pomoćı optimalizačńıho algoritmu a bac-

kpropagation. Matematický zápis je identický jako u Leaky ReLU, s t́ım rozd́ılem, že α

neńı konstanta, ale parametr.

V některých př́ıpadech Leaky ReLU a PReLU funguj́ı lépe než ReLU, avšak výsledky

nejsou konzistentńı a často se v rozcháźı [17]. ReLU tak je nadále pravděpodobně nejběžněǰśı
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aktivačńı funkćı navzdory zdánlivým výhodám, které nab́ıźı Leaky ReLU a PReLU. V

praktické části této práce se však parametrická verze ReLU funkce osvědčila a proto je v

této práci zmı́něna.

Existuje několik daľśıch běžně použ́ıvaných aktivačńıch funkćı, jako jsou např́ıklad hyper-

bolický tangens (tanh) nebo ELU [7], kterými se však tato práce nezabývá. Současně jsou

aktivačńı funkce i nadále předmětem výzkumu [29].

3.6 Hyperparametry

Parametry neuronové śıtě nazýváme ty hodnoty neuronové śıtě, které se upravuj́ı pomoćı

optimalizačńıho algoritmu a backpropagation během učeńı. Na rozd́ıl od toho, hyperpara-

metry nazýváme takové parametry funkce, které se během učeńı neměńı a většinou jsou

fixńı pro daný model. Hyperparametry jsou např́ıklad:

• Počet vrstev neuronové śıtě

• Počet jednotek (neuron̊u) v konkrétńı vrstvě neuronové śıtě

• Learning rate γ

• Velikost podmnožiny (vzorku dat) pro d́ılč́ı krok SGD - běžně o tomto parametru

mluv́ıme jako o batch size

• Volba aktivačńı funkce

• Volba optimalizačńıho algoritmu - např. SGD, Adam apod.

• Dı́lč́ı parametry konkrétńıho optimalizačńıho algoritmu - např. β1 a β2 u Adam

Tyto hyperparametry definuj́ı architekturu konkrétńı neuronové śıtě a jej́ıho učeńı.

Důležitým hyperparametrem, který dosud nebyl popsán je počet tzv. epoch. SGD upra-

vuje parametry po jednotlivých podmnožinách (anglicky též batch). Dı́lč́ı kroky můžeme

nazývat iterace. Jednou epochou pak je kompletńı pr̊uběh iteraćı přes všechna data.

Pro př́ıklad mějme dataset se 100 záznamy a zvolme batch size (velikost podmnožiny) o

velikosti 20. Pak optimalizačńı algoritmus (např. SGD) provede 5 iteraćı po 20 záznamech,

na jejichž konci proběhne úprava parametr̊u. Jednou epochou nazýváme v tomto př́ıpadě

všech 5 iteraćı, jelikož v tu chv́ıli model vyhodnot́ı každý záznam z datasetu alespoň

jednou.

Volba batch size, počtu epoch a learning rate je při učeńı stěžejńı, jelikož se jimi snaž́ıme ba-

lancovat již zmı́ňovaný kompromis mezi underfittingem a overfittingem. Zvoĺıme-li např́ıklad

ńızký learning rate a malý počet epoch, bude se model učit pomalu a pravděpodobně v
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takovém př́ıpadě bude
”
underfitovat”. Na druhou stranu, zvoĺıme-li velký počet epoch,

bude ke konci neuronová śıt’ modelovat trénovaćı data tak přesně až ztrat́ı schopnost ge-

neralizovat na jiná data.

3.7 Inicializace parametr̊u

Optimalizačńı algoritmy postavené na gradientńım sestupu jsou iterativńı a potřebuj́ı

výchoźı bod, ze kterého můžou postupně upravovat parametry. Tento výchoźı bod však

může ovlivnit, zda algoritmus zkonverguje k nějaké minimálńı hodnotě a pokud ano, jak

rychle učeńım zkonverguje. [12]

Intuitivně se nab́ıźı možnost inicializovat všechny parametry pomoćı 0. To ovšem zda-

leka neńı rozumná strategie, jelikož v takovém př́ıpadě všechny neurony spoč́ıtaj́ı stejnou

výstupńı hodnotu, která povede ke stejnému gradientu a všechny parametry tak budou

upravovány identicky. Jsou-li tedy všechny parametry inicializovány stejnou hodnotou,

pak mezi nimi nenastává žádná asymetrie. [17]

Ćılem počátečńı inicializace tedy je narušit asymetrii mezi jednotlivými neurony. Současně

chceme, aby hodnoty parametr̊u byly bĺızké 0. [12] Jednou z možnost́ı je inicializovat

parametry náhodně s normálńım rozděleńım s pr̊uměrem 0 a nějakou malou směrodatnou

odchylkou (např. 0.01). Mı́sto normálńıho rozděleńı je možné zvolit i rovnoměrné rozděleńı.

Empiricky má volba rozděleńı v d̊usledku jen malý vliv na finálńı výsledek. [17]

Existuje několik heuristik jak zvolit rozsah počátečńıch parametr̊u s m vstupńı dimenźı a n

výstupńı dimenźı. U feed-forward neuronových śıt́ı je asi nejběžněǰśı tzv. normalizovaná

inicializace (z anglického normalized initialization) podle Glorota a Bengia [11], která

inicializuje počátečńı parametry z rovnoměrného rozděleńı následovně:

Wi,j ∼ U

(
−
√

6

m+ n
,

√
6

m+ n

)
(19)

Ćılem této heuristiky je inicializovat váhy tak, aby všechny vrstvy měly stejný rozptyl

hodnot i gradient̊u [11]. Rovnice (19) byla odvozena s předpokladem, že se neuronová śıt’

skládá výhradně z maticového násobeńı (tzn. neobsahuje žádné aktivačńı funkce). Přestože

je tento předpoklad u neuronových śıt́ı porušen, se tento zp̊usob inicializace vah osvědčil.

[12]

23



3.8 Regularizace

Hlavńım ćılem ve strojovém učeńı je doćılit generalizace, tj. přesné fungováńı modelu

i u dat, která nebyla využita při trénováńı. Za regularizaci se dá považovat jakákoliv

modifikace uč́ıćıho algoritmu, jej́ıž ćılem je sńıžit generalizačńı ztrátu avšak ne trénovaćı

ztrátu [12]. Existuje několik regularizačńıch metod, tato práce však krátce popisuje pouze

2 zp̊usoby - Dropout a Ensembling.

Dropout

Dropout je regularizačńı technika, která umožňuje trénovat podśıtě dané neuronové śıtě

tak, že během trénováńı náhodně ignoruje některé neurony a jejich spoje [32]. Jinými

slovy, během trénováńı neuron z̊ustane aktivńı (je ponechána jeho hodnota) jen s určitou

pravděpodobnost́ı p, v opačném př́ıpadě je jeho hodnota položena rovno 0. [17] Tato me-

toda se provád́ı pouze během trénováńı, během predikce pak z̊ustávaj́ı všechny neurony

aktivńı (pravděpodobnost p = 1).

Obrázek 7: Standardńı neuronová śıt’ se 2 skrytými vrstvami (vlevo). Užš́ı neuronová śıt’

po aplikaci dropout metody, neurony s kř́ıžkem jsou ignorovány (vpravo). Zdroj: [32]

Ensembling

Ensembling je metoda, která trénuje několik r̊uzných model̊u zvlášt’ a následně kombinuje

predikce jednotlivých model̊u do jedné ve snaze doćılit přesněǰśı predikce. [12] Existuje

v́ıce zp̊usob̊u, jak několik model̊u kombinovat. Pravděpodobně nejrozš́ı̌reněǰśı je tzv. Bag-

ging metoda (z anglického bootstrap aggregation) [3]. U bagging metody jsou predikce

jednotlivých model̊u jednoduše pr̊uměrovány do výsledné predikce.
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Důvod, proč pr̊uměrováńı v́ıce model̊u funguje je ten, že jednotlivé modely většinou

nedělaj́ı stejné chyby u testovaćıho data setu [12].

3.9 Shrnut́ı a obecné poznámky k části o strojovém učeńı

Neuronová śıt’ se skládá ze 2 část́ı - score funkce a loss funkce. U score funkce předem stano-

vujeme počet vrstev śıtě, počet neuron̊u v rámci každé vrsty, voĺıme aktivačńı funkci a daľśı

hyperparametry. Parametry śıtě inicializuje náhodně z rovnoměrného nebo normálńıho

rozděleńı s malým rozsahem. Při volbě loss funkce je d̊uležitý typ úlohy, kterou řeš́ıme. V

př́ıpadě regresńı úlohy se většinou voĺı pr̊uměrná čtvercová chyba odhadu, u klasifikačńıch

úloh se pak ve většině př́ıpad̊u použ́ıvá cross entropy. Pro optimalizaci existuje několik

podob SGD, v současnosti jednou z nejběžněǰśıch je Adam. Aby se při učeńı předešlo

overfittingu, může neuronová śıt’ obsahovat Dropout. Pro finálńı predikci se dále může

využ́ıt v́ıcero model̊u v rámci ensemble metody, př́ıpadně i ve spojeńı s K Fold kř́ıžovou

validaćı. Pro libovolnou modelovaćı úlohu jsou metody deep learningu vhodné, jelikož

jakkákoliv neuronová śıt’ s alespoň jednou skrytou vrstvou a konečným počtem neuron̊u

dokáže aproximovat libovolnou spojitou funkci [8].

Deep learning se osvědčil i v daľśıch př́ıpadech, např́ıklad konvolučńı neuronové śıtě pro

zpracováńı obrazu [13] [20] nebo rekurentńı neuronové śıtě pro zpracováńı přirozeného

jazyka [25] [34] a modelováńı časových řad [31].
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4 Modelový př́ıklad

Praktická část této práce se zabývá modelováńım severity škod u dopravńıch nehod mo-

torových vozidel pomoćı neuronových śıt́ı. Modelový př́ıklad této práce byl vypracován

v programovaćım jazyce Python [28], zejména pomoćı programovaćı knihovny PyTorch

[27] [26]. Zdrojový kód k této práci je veřejně dostupný na adrese https://github.com/

danielhavir/claims-severity-model.

4.1 Dataset

Pro modelový př́ıklad v této práci byla použita data od americké pojǐst’ovaćı společnosti

AllState. Data byla zveřejněna v rámci soutěže AllState Claims Severity hostované na

platformě Kaggle [14].

Online projekt Kaggle se zaměřuje na úkoly náročné na práci s daty. Ćılem je dospět k

prognóze, která je lepš́ı než základńı výchoźı prognóza společnosti. Nejednalo se o prvńı

soutěž vypsanou pojǐst’ovaćı společnost́ı AllState. V jedné z předchoźıch soutěž́ı, kde ćılem

byla predikce pojǐstěńı odpovědnosti za škodu na základě charakteristik pojǐstěného vozi-

dla, pak v́ıtězný model byl o 270% lepš́ı než výchoźı model společnosti [4] [16]. Účastńıci

soutěž́ı dle předem stanovené metriky na datech zveřejněných organizacemi [35]. Odměny

jsou většinou finančńıho rázu, od nižš́ıch jednotek tiśıc dolar̊u až po jednotky milion̊u

dolar̊u. V př́ıpadě AllState Claims Severity se však jednalo o soutěž náborovou.

Ve snaze vyvinout lepš́ı vyhodnocováńı predikce škod a jejich rozsahu organizovala ame-

rická pojǐst’ovna zmiňovanou soutěž. Predikce se týkala škod zp̊usobených dopravńımi

nehodami. V jádru soutěže byla snaha zodpovědět otázku ”Jak závážný je rozsah škod

pojistné události?”. Jak bylo popsané v pojistné části této práce, tato otázka je d̊uležitá

pro stanoveńı výše RBNS rezerv.

Dataset obsahuje 131 proměnných a byl předem rozdělen na trénovaćı a testovaćı set.

Trénovaćı set obsahuje 188 318 záznamů včetně ćılové hodnoty. Testovaćı set obsahuje

125 546 záznamů a ćılové hodnoty k němu nejsou známy. Ze 131 proměnných je 116

kategorických a 14 spojitých. Data jsou částečně anonymizovaná. Jednotlivé proměnné

jsou označeny cat1, cat2 až cat116 u kategorických proměnných a cont1, cont2, až cont14

u proměnných spojitých. Můžeme předpokládat, že všech 131 proměnných je relevantńıch

pro daný problém, tj. kvalifikovanou predikci rozsahu škod.

Soutěž prob́ıhala v 2.polovině roku 2016. V čase psańı této práce je soutěž již vyhodnocena.

Vı́tězné řešeńı bylo popsáno v diskuzi, avšak nebylo publikováno. [15]
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4.2 Vyhodnocovaćı metrika

Jako metrika pro vyhodnoceńı nejúspěšněǰśıho modelu byla pojǐst’ovnou zvolena středńı

absolutńı chyba odhadu (Mean Absolute Error, MAE):

MAE =

∑n
i |yi − xi|
n

=

∑n
i |ei|
n

(20)

Kde yi je skutečná výše škod, xi je predikovaná výše škod a n je počet predikovaných

událost́ı.

Vyhodnocováńı testovaćıho setu zaštit’ovala společnost Kaggle a prob́ıhalo na

jejich infrastruktuře na základě odeslaného souboru s identifikačńım č́ıslem testovaćıho

záznamu a predikovanou hodnotou. Skutečné ćılové hodnoty pro testovaćı set nejsou

známy.

Výchoźı hodnota MAE metriky zadaná pořadatelem soutěže pro daný testovaćı set byla

1227.74973.

4.3 Modely

Jelikož data byla již předem rozdělena na trénovaćı a testovaćı set, bylo třeba za účelem

odhadu generalizačńı (testovaćı) chyby vytvořit podmnožinu dat z trénovaćıho souboru,

tzv. validačńı set. Máme tak 3 podmnožiny dat viz obrázek:

Obrázek 8: Zjednodušená vizualizace rozděleńı na trénovaćı, validačńı a testovaćı set.

Zdroj: vlastńı zpracováńı.

Při volbě nejlepš́ıho modelu byl nejprve fixně oddělen validačńı set o velikosti 10% z

trénovaćı setu anotovaných dat10.

Kategorické proměnné byly převedeny do tzv.
”
dummy”proměnných, tzn. i-tá kategorie

proměnné s k kategoriemi byla reprezentována vektorem nul s vyj́ımkou 1 na i-té pozici.

1010% ze 188 318 záznamů je 18 832 záznamů. Zmenšený trénovaćı set tak obsahoval 169 486 záznamů.

27



Pro demonstraci koncept̊u z části o strojovém učeńı jsou dále popsány 3 modely a poté

jejich výsledek na daném datasetu.

Model 1: 2-vrstvá feed-forward neuronová śıt’

Při experimentech byl výchoźı model 2-vrstvá neuronová śıt’ s 1 skrytou vrstvou, kterou

následovala ReLU funkce a výstupńı vrstva. Jelikož se jedná o regresńı úlohu, po výstupńı

vrstvě již nebyla žádná aktivačńı funkce. Skrytá vrstva obsahovala 64 jednotek. Žádná

regularizace nebyla aplikována.

Model 2: 4-vrstvá feed-forward neuronová śıt’

Přirozenou nádstavbou výchoźıho modelu je přidat v́ıce skrytých vrstev a
”
prohloubit”ho

tak. Model 2 tak obsahoval 3 skryté vrstvy, každá následovaná ReLU aktivačńı funkćı.

Skryté vrstvy obsahovaly 384, 256 a 64 jednotek.

Model 3: 4-vrstvá feed-forward neuronová śıt’, Dropout, PReLU

Model 2 se dá dále rozš́ı̌rit o Dropout. Počet vrstev i jednotek z̊ustal stejný, mı́sto ReLU

jakožto aktivačńı funkce však byla použita PReLU (Parametric ReLU) aktivačńı funkce.

Obrázek 9: Model 1 (vpravo), Model 2 (uprostřed), Model 3 (vlevo). (Č́ıslo popisuje di-

menzionalitu) Zdroj: vlastńı zpracováńı.
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4.3.1 Trénovaćı hyperparametry

U všech model̊u byly pro trénováńı stanoveny následuj́ıćı hyperparametry:

• Batch size - 1024

• Počátečńı learning rate γ - 0.003

• Počet epoch - 15

Současně hodnota learning rate klesla o polovinu každých 5 epoch. Pakliže byl jako opti-

malizačńı algoritmus použit Adam, hyperparametry β1 a β2 byly ponechány na výchoźı

hodnotě, tj. β1 = 0.9 a β2 = 0.999.

Různé hodnoty parametr̊u byly testovány během experiment̊u. Po 15. epoše trénovaćı

a validačńı chyba klesala jen zanedbatelně. Vyšš́ı learning rate pak urychlil trénováńı v

počátku, avšak výsledná hodnota byla horš́ı, než při hodnotě 0.003.

Na obrázku ńıže je vidět pr̊uběh učeńı 4-vrstvé śıtě s PReLU aktivačńı funkćı a Dropout

regularizaćı. Trénovaćı chyba je po celou dobu učeńı vyšš́ı než validačńı chyba, současně

však konstantně klesá. Model neprojevuje známky overfitting-u. Učeńı bylo stabilńı a při

opakovaném běhu výsledná chyba dospěla k podobné hodnotě.

Obrázek 10: Vývoj trénovaćı a validačńı chyby v pr̊uběhu učeńı modelu 3. Zdroj: vlastńı

zpracováńı.
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4.3.2 Adam vs SGD

Z obrázku (11) je vidět, že pr̊uběh učeńı s optimalizaćı Adam je stabilněǰśı. Od prvńı

epochy je trénovaćı i validačńı chyba nižš́ı ve srovnáńı s SGD. Výsledná validačńı chyba

je taktéž nižš́ı v př́ıpadě metody Adam.

Obrázek 11: Srovnáńı pr̊uběhu učeńı za použit́ı optimalizačńıho algoritmu Adam (vlevo)

a SGD (vpravo). Zdroj: vlastńı zpracováńı.

4.3.3 Výsledky jednotlivých model̊u

Každý model byl vytrénován 10x a nejlepš́ı dosažené výsledky jsou zobrazeny v tabulce

ńıže. Metrika MAE byla vyhodnocena stránkou Kaggle na testovaćıch datech. Zvolený

optimalizačńı algoritmus při učeńı byl Adam.

Model MAE Počet parametr̊u Doba 1 epochy

Výchoźı hodnota zadaná pořadatelem 1227.74973 - -

2-vrstvá śıt’ 1177.53523 73 921 ∼ 28.01s

4-vrstvá śıt’ 1144.02269 558 209 ∼ 28.13s

4-vrstvá śıt’, Dropout, PReLU 1136.32526 558 212 ∼ 29.14s

Tabulka 1: Výsledky učeńı jednotlivých model̊u se stejnými trénovaćımi parametry. Zdroj:

vlastńı zpracováńı.

Je vidět, že i nejjednodušš́ı model 2-vrstvé neuronové śıtě dokázal daná data modelovat

s lepš́ım výsledkem než byla výchoźı hodnota. Výsledek se dále zlepšuje s v́ıce skrytými

vrstvami a zavedeńım Dropout regularizačńı techniky.
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4.4 Ensemble a kř́ıžová validace

Do tohoto bodu byl validačńı set pro odhad generalizačńı chyby fixně stanoven na 10% z

anotovaných dat. Prakticky jsme se tak omezili na 90% dostupných dat. V části o stro-

jovém učeńı byl popsán koncept kř́ıžové validace a ensemble metoda. V této části

ukážeme aplikaci K-Fold kř́ıžové validace, která rozděĺı všechna anotovaná data na k

podmnožin a následně vytrénuje k model̊u, kde vždy jedna z podmnožin slouž́ı jako va-

lidačńı set a zbylých (k − 1) podmnožin jako trénovaćı set.

V modelovém př́ıkladu této práce bylo stanoveno k = 10. V takovém př́ıpadě se každý z

10 model̊u uč́ı na 90% ze všech dat a zbylých 10% slouž́ı k validaci. Těchto 10% se však

lǐśı pro každý z model̊u. Současně se také aplikuje Bagging metoda popsaná v části o regu-

larizaci, jelikož se uč́ı 10 r̊uzných model̊u a finálńı predikce je pr̊uměrována přes všechny

modely. Jednotlivé modely převzali architekturu modelu 3 popsaného v předchoźı části.

Přestože jsou hyperparametry a celková architektura neuronové śıtě identické, jsou mo-

dely navzájem odlǐsné, jelikož každý model se uč́ı z r̊uzných dat11 a současně každý model

má r̊uzné počátečńı parametry12 a tedy jiný výchoźı bod, ze kterého zač́ıná optimalizace.

V tabulce (1) vid́ıme počty parametr̊u pro jednotlivé modely, 4-vrstvá neuronová śıt’ s

Dropout regularizaćı a PReLU aktivačńı funkćı obsahuje 558 112 parametr̊u. Z d̊uvodu

vysoké dimenzionality daného prostoru, ve kterém optimalizačńı algoritmus hledá ideálńı

parametry, je vysoce nepravděpodobné, že by se výsledné parametry jednotlivých model̊u

shodovaly.

Na testovaćıch datech dosáhl ensemble model̊u hodnoty 1131.23558 a překonal tak výsledky

jednotlivých model̊u. Potvrdil tak hypotézu, že pr̊uměrováńı v́ıce model̊u vytvář́ı přesněǰśı

predikci.

Na obrázku ńıže je vidět, že vývoj trénovaćı chyby jednotlivých ensemble model̊u byl velice

podobný a výsledná hodnota dospěla při učeńı k téměř identické hodnotě mezi 1190 až

1200. Oproti tomu pr̊uběh validačńı chyby jednotlivých model̊u byl poněkud odlǐsný a

také výsledná hodnota validačńı chyby na konci učeńı se lǐsila.

11K-Fold kř́ıžová validace generuje r̊uzné validačńı sety a ve výsledku jsou tak i trénovaćı sety odlǐsné.
12Všechny ensemble modely byly inicializovány podle heuristiky Glorota a Bengia.
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Obrázek 12: Pr̊uběh učeńı ensemble model̊u. Zdroj: vlastńı zpracováńı.

Koncept v́ıce model̊u a kř́ıžové validace jde rozš́ı̌rit i dále, např́ıklad pro každý krok kř́ıžové

validace vytrénovat m model̊u a celkem tak vytrénovat k ×m model̊u. Daľśı rozš́ı̌reńı je

však nad rámec této práce a jeho skutečný př́ınos je diskutabilńı.

4.5 Srovnáńı výsledk̊u

Praktická část této práce popisovala modely a jejich výsledky na datech o dopravńıch

nehodách pro havarijńı pojǐstěńı. Základńı 2-vrstvá neuronová śıt’ dokázala dosáhnout

lepš́ıho výsledku než byla výchoźı hodnota zadaná pořadatelem soutěže. Tento výsledek

se dále zlepšil s v́ıce skrytými vrstvami, parametrickou ReLU aktivačńı funkćı a zave-

deńım regularizačńıch metod, nejprve technikou Dropout a dále Bagging metodou, která

vytrénovala 10 model̊u na r̊uzných podmnožinách dat pomoćı K-Fold kř́ıžové validace.

Výsledný ensemble model̊u vytvář́ı o 7.8% přesněǰśı predikce než výchoźı model pořadatele

soutěže AllState Claims Severity Challenge [16]. Ve srovnáńı s ostatńımi účastńıky dané

soutěže by se pak výsledný model umı́stil na 1271.mı́stě z 3056 účastńık̊u13.

Zásadńı nevýhodou prezentované metody pak je jej́ı interpretovatelnost. Počet parametr̊u

jednotlivých model̊u (viz tabulka (1)) prakticky znemožňuje pochopit jak model k výsledné

predikci dospěl. V některých př́ıpadech pak možnost interpretovat model a jeho predikčńı

schopnost může mı́t větš́ı prioritu než jeho samotná přesnost. Je-li však ćılem modelovat

data s co největš́ı přesnost́ı, je neuronová śıt’ vhodným nástrojem.

13Toto srovnáńı je čistě ilustrativńı. V čase psańı této práce je již soutěž vyhodnocena a uzavřena.
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5 Závěr

Ćılem této práce bylo představit vybranou skupinu metod strojového učeńı a demonstrovat

jejich aplikaci v pojǐst’ovnictv́ı na př́ıkladu modelováńı severity škod u dopravńıch nehod.

V úvodńı části byly popsány základńı pojmy z pojǐst’ovnictv́ı, bylo představeno členěńı

pojǐstěńı a popsány technické rezervy s ćılem naznačit, kde mohou být dané metody v

rámci pojǐst’oven užitečné. Jednou z hlavńıch motivaćı pro vyhodnocováńı výše škod u

dopravńıch nehod je stanoveńı výše technických rezerv, zejména pak rezerv na pojistná

plněńı z událost́ı nahlášených, ale nezlikviodaných (tzv. RBNS rezervy).

Část o strojovém učeńı nejprve uvedla tento obor a představila základńı koncept lineárńı

regrese. Na tento koncept poté bylo navázáno v části o hlubokém učeńı, jemuž se tato práce

primárně věnovala, a které zahrnuje zejména neuronové śıtě. V navazuj́ıćıch sekćıch pak

byly popsány jednotlivé části neuronových śıt́ı - feed-forward neuronová śıt’ generuj́ıćı pre-

dikce, chybová funkce kvantifikuj́ıćı mı́ru shody mezi predikcemi a skutečnými hodnotami

a optimalizačńı metody uplatněné při hledáńı ideálńıch parametr̊u. Dále byly představeny

nelineárńı aktivačńı funkce, zp̊usob inicializace parametr̊u a dvě základńı regularizačńı

metody.

V praktické části se tato teorie spojila a představené metody byly aplikovány na mode-

lovém př́ıkladu. Pro tento př́ıklad byla použita data od americké pojǐst’ovaćı společnosti

AllState, která je sd́ılela v rámci pořádané soutěže Claims Severity Challenge, hostované

na online soutěžńı platformě Kaggle. Na tomto př́ıkladu se všem prezentovaným model̊um

podařilo překonat výchoźı hodnotu kĺıčové metriky zadanou pořadatelem. Touto metri-

kou byla středńı absolutńı chyba odhadu. Výsledný ensemble deseti 4-vrstvých neuro-

nových śıt́ı s PReLU aktivačńı funkćı a Dropout regularizaćı vytrénovaný pomoćı K-Fold

kř́ıžové validace pak dosáhl o téměř 8% přesněǰśı predikce než výchoźı model pořadatele

dané soutěže. Tato práce tak ukázala, že metody strojového učeńı mohou být vhodným

nástrojem pro vyhodnocováńı pojistných událost́ı a mohou rozš́ı̌rit současné metody

použ́ıvané v pojistné matematice. S největš́ı pravděpodobnost́ı už se alespoň částečně

v pojistné praxi použ́ıvaj́ı.

Teorie popsaná v této práci může mı́t značné uplatněńı v rámci pojistné praxe nad rámec

demonstrovaného př́ıkladu. Strojové učeńı má potenciál posunout odvětv́ı pojǐst’ovnictv́ı

a přinést tak kýženou inovaci pro poněkud konzervativńı odvětv́ı.

33



Zdroje
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[6] CIPRA, Tomáš. Pojistná matematika: teorie a praxe. Ekopress, 2006.
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kaggle.com/c/allstate-claims-severity. 2017.

[15] Kaggle. AllState Claims Severity competition discussion. 1st place solution. [online]
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Zdroj: [32] . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 24
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