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Abstrakt

Nazev prace: Socialni zdzemi a nezaméstnanost mladych v Evropé: analyza pomoci SEM
modeld Autor:  Bc. Vojtéch Pastor
Katedra: Katedra ekonometrie

Vedouci prace: doc. Ing. Jan Zouhar, Ph.D.

Charakterové vlastnosti clovéka jsou soucésti jeho identity. Tyto vlastnosti se ve velké mife
pfejimaji od rodicd, ktefi jsou nejvétsim zdrojem vlivu na charakter. Souvislost mezi
vlastnostmi rodict a déti je jiz zndmym a potvrzenym faktem. Tato zaveérecna prace se zabyva
otazkou, zdali otec a matka pfedavaji své vlastnosti ditéti ve stejné miie. K modelovani
kauzalniho vztahu je pouzit model strukturnich rovnic, zkracen¢ SEM. SEM je casto
vyuzivanym prostiedkem v psychometrii, ekonometrii, socialnich studiich atd., kdy je potfeba
pouziti latentnich proménnych a modelovat ne explicitné vyjadiené faktory. Ty jsou poté
navazany do strukturnich rovnic, které nesou kauzalni strukturu modelu.

Klic¢ova slova: SEM, CUPESSE, Velka pétka, kauzalita, charakter

Abstract

Title: Social background and youth unemployment in Europe: analysis with SEM
Author: Bc. Vojtéch Pastor

Department: Department of Econometrics

Supervisor: doc. Ing. Jan Zouhar, Ph.D.

Personality traits are part of each person’s identity. These traits are mainly passed from parents
to children as parents are the greatest source of influence on personality traits. Connection
between parental and child traits is already known and proven fact. This master thesis aim is to
research if mothers and fathers are passing their traits equally to their children. Structural
equation model, also known as SEM, is used to model the causal relationship. SEM is
commonly used in psychometric, econometric, social studies etc., where latent variables are
needed in order to model not-explicitly expressed factors. These are later on bound into
structural equations, which carries the causal structure of the model.

Keywords: SEM, CUPESSE, Big Five, causality, traits
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Uvod

Uvod

Milion lidi, milion osobnosti. Podle Turkenheimera (2000) je charakter clovéka souhrnem
vnéjsich vlivl, vychovou a predanim genetické vybavy rodici. Praveé posledni dva aspekty maji
nejvetsi dopad na formovani identity ditéte. U obou aspekta 1ze nalézt stejny jmenovatel, a to
Na zaklad¢ analyz Podermana a kol. (2015) o genetické dédi¢nosti charakterovych vlastnosti
a analyz Crocettiho a Branje (2017) o dopadu vychovy na identitu ditéte dokonce plati ptislovi,
7e jablko nepada daleko od stromu. Dalsim dulezitym zavérem posledné jmenovaného
vyzkumu je, Ze kazdy rodi¢ ovliviiuje dité zvIast. Otazkou vSak zlistava, jak silna je zavislost
mezi charakterovou vlastnosti rodicu a jejich détmi? Ma matka stejny efekt na dité jako otec,
¢i jsou mezi rodic¢i rozdily? Jmenované vyzkumy potvrdily existenci vztahu mezi charakterem
ditéte a rodicu, ale zddny z nich tento vztah nezméfil skrze otce a matku zvIast.

M¢éfenymi charakterovymi vlastnostmi jsou pracovitost a cilevédomost. Vybrané
vlastnosti lze zatadit pod vétev ,,svédomitost* v ramci rozdéleni Big Five, neboli Velké pétky
(Friedman a kol., 2016). Rozdé€leni Velké pétky mapuje charakter ¢lovéka do péti faktoru;
otevienost vici zkuSenostem, svédomitost, extraverze, piivetivost a neuroticismus. Podle studii
je prave charakterova vlastnost svédomitost nejdilezitéjsim faktorem pro uspéch na pracovnim
trhu (Barrick a Mount, 1991). Svédomitost a dalsi 4 faktory nejsou oznacenim pro jednu
konkrétni definovanou vlastnost. Jsou to souhrnné nazvy, nazvy faktort, které pod sebou, jako
destnik, skryvaji spoustu dalSich, uz Iépe uchopitelnych, vlastnosti. Pravé mezi tyto
,»podvlastnosti* svédomitosti patii pracovitost a cilevédomost (Goldberg, 1992).

Pro odhad efektu cilevédomosti a pracovitosti rodi¢ii na détech pouziji model strukturnich
rovnic. Model strukturnich rovnic, zkracené¢ SEM (structural equation modeling) se pouziva
pro zachyceni a , méfeni* kauzality mezi latentnimi proménnymi. Predchozi véta odrazi
podstatu statistickych modeltl a zejména SEM. Pokud sestavujeme model, jakkoliv komplexni
s pouzitim pro jakoukoliv metodu, musime vzdy ctit, Ze kauzalita nevyplyva z modelu, ale
model vyplyva z kauzality. V prub&hu prace je tato podstata statického modelovani nékolikrat
zminéna a obecné, a zarovein spravné, je kladen dliraz na to, aby kazdy vyzkumnik SEM dokézal
obhdjit vSechny své hypotézy. Bez toho, aniz by vyzkumnik dokézal obhdjit své hypotézy,
nedostava model prakticky rozmér a je jen smésici proménnych nahodné na sobé zavisejicich.
Bohuzel i takovy model se mize jevit jako statisticky vyznamny, ale o tom vice az v dalSich
¢astech diplomové prace.

Diplomova préce je rozdélena na tii hlavni ¢asti: hypotézy a datové vstupy, metodologie
a vysledky.

Prvni ¢ast, hypotézy a datové vstupy, slouzi k piedstaveni dat a teoretického konceptu
vyzkumu. Cilem této Casti je predstavit projekt CUPESEE a definovat teoreticky ramec,
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na kterym definuji zkoumané hypotézy. Poté je sestaven koncept statistického modelu, ktery
bude zkouman v posledni, tfeti ¢asti.

V metodologickeé ¢asti je ctenaf nejdiive uveden do SEM. Jde o kratky popis metody, jeji
podstatu a zakladni pozadavky. Dalsi kapitolou je specifikace a identifikace. Specifikace
a identifikace jsou prvnimi kroky v pouziti SEM. V téchto krocich je vystavén statisticky model
na zaklad¢ teoretického vyzkumu a stanovenych hypotéz. Cilem této kapitoly je vysvétlit
dilezitost téchto dvou kroki a jejich odraz na dalsi ¢asti vyzkumu. Nasleduje kapitola lokalniho
testovani, kde je priblizen postup odhadu SEM a jakou metodu odhadu zvolit. Nakonec posledni
kapitolou je globalni testovani. V této kapitole je pfedstaveno nékolik nejvice pouzivanych
indexu, podle kterych mizeme spravng, ¢i nespravné posoudit validitu modelu.

Posledni c¢asti je jiz zminény vlastni vyzkum. Cilem vyzkumu je zjistit dopad
charakterovych vlastnosti pracovitosti a cilevédomosti matky a otce na dité. Vyzkum je
rozdélen do né€kolika ¢asti a je strukturovan stejné jako publikované ¢lanky s pouzitim SEM.
StéZejnim tématem ve vlastnim vyzkumu bude aplikace SEM v praxi. Aplikace bude odrazem
predstavené teorie a hypotéz v prvni ¢asti diplomové prace. Pred samotnym odhadem modelu
bude zapotiebi validovat model vzhledem k sesbiranym datim. Nakonec ptejdu k samotnému
odhadu modelu a jeho globalni validaci. Po odhadu interpretuji ziskané vysledky a nastinim
diskuzi vzhledem k celkovému vystupu.



Hypotézy a datové vstupy

1 Hypotézy a datové vstupy

1.1 Projekt CUPESSE

Vlastni vyzkum je =zalozen na datech projektu CUPESSE, coz je empiricky
multidisciplinarni vyzkum nezameéstnanosti mladych ve c¢lenskych statech Evropské Unie
a zejména ve statech zaGlenénych do projektu CUPESSE (napi. Rakousko, Ceska republika,
Dénsko, Némecko, Mad’arsko, Italie, Spanélsko, Svycarsko, Turecko a Spojené kralovstvi).
Ceské republika je do vyzkumu zapojena skrze Vysokou $kolu ekonomickou a n&kolik jejich
kateder.

Projekt CUPESSE se zabyva nasledujicimi péti oblastmi:

1. Ziskani lepsiho ptfehledu o nabidce zaméstndni mladych dospélych v kontextu
rodiny.

2. Vyzkum jak faktory na strané nabidky a poptavky ovliviiuji nezaméstnanost
mladych. Do jaké miry postoje a dovednosti mladych odpovidaji pozadavkim
zaméstnavateld.

3. Pochopeni disledkli nezaméstnanosti mladych v dlouhodobém horizontu, v¢etné
dopadu na nezaméstnané osoby a na spolecnost jako celek.

4. Provéfeni, jak cClenské staty prijimaji a podporuji rozhodnuti v boji proti
nezaméstnanosti mladych. Do jaké miry evropské staty podporuji zaklddani
podnikii a samostatnou vydéleénou c¢innost, vzdélavani, odborné ptipravy
a posouzeni jejich dopadu na nezaméstnanost mladych.

5. Predstaveni navrhii novych opatteni a formulovani strategie pro zlepSeni

nezaméstnanosti mladych v Evropé.

1.1.1 Data CUPESSE a uplné rodiny

Setteni CUPESSE bylo provadéno v deseti evropskych zemich. Piivodni soubor zahrnuje
odpovédi respondentil ze zdpadnich zemich, Ceské republiky, Mad’arska a Turecka viz tabulka
1.1. Zkazdé zem¢ bylo vybrano vice neZ tisic respondentll a celkovy pocet ¢ini 17 786
respondentii. Vékové rozmezi odpovidajicich na otazky jejich postoje k zaméstnani, respektive
zamé&stnanosti, je mezi sedmnacti az tficeti péti lety. DileZitym aspektem vyzkumu bylo
zapojeni rodict do dotazovani. Rodi¢lim byly poloZeny stejné otazky jako jejich détem, avSak
ne uz vSech primarnich piivodnich respondentt (déti) byly ziskany odpovédi obou rodicu.

Vyzkum je zaloZen na vzorku Gplnych rodin, to znamena, Ze beru v potaz jen ty odpovédi
déti, které zahrnuji odpovédi obou rodict. Podsoubor tplnych rodin obsahuje 275 pozorovani
obsahujicich odpovédi ditéte, matky i otce. Tyto tiplné rodiny pochézeji z Ceské Republiky,
Spanélska a Némecka viz grafy 1.2 a 1.3. Neptedpokladim, Ze pivod bude mit vliv na
zkoumanou otazku, proto redukce zemi neni omezujici. Také vékoveé rozvrzeni v tplnych rodin
je mozno vidét v grafech 1.2 a 1.3. Zde se skoro zachovala pivodni struktura obsahujici

-3-
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vSechny veékové kategorie od sedmnécti do tficeti péti let. Posledni demografickou proménnou
je rozvrzeni z hlediska pohlavi, viz tabulka 1.1. Vidime, ze Gplny pocet zen a muzl se témét
nelisi.

Pocet responentli v zemich
Ceska republika T ——
Dansko I—
Italie EETT—
Madarsko I——
Némecko I
Rakousko mo—
Spojené kralovstvi
Spanélsko  E——
Svycarsko EE—
RVl Rl ———
0 500 1000 1500 2000 2500 3000 3500

Graf 1.1: Pocet respondentti v zemich ve vyzkumu CUPESSE

Pohlavi Pocet Procenta
Zena 131 47,64 %
Muz 144 52,36 %

Celkem 275 100 %

Tabulka 1.1: Pocet respondentii podle pohlavi v uplném vzorku

Ceska republika

10

30 35

25
Vek

Graf 1.2: Rozlozeni respondenttl v Ceské republice podle véku
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Graf 1.3: Rozlozeni respondentil v Némecku a Spanélsku véku

1.2 Vyzkumné otazky

Uz dlouhou dobu je zkouman vliv rodiny na utvareni identity jednice. Jak jiz popsal
Erikson ve své Teorii délky zivota (Erikson, 1950), utvareni identity jedince v mladi je jedno
zejména matka a otec. Toto prostiedi neni neutralni pidou, coz znamena, ze kazda rodina utvaii
vlastni identitu, a tedy vlastnosti ditéte nejsou ovlivnéné jen genetickou vybavou, ale
I kazdodennim souzitim v roding a stylem vychovy rodi¢i (Scabini a Manzi, 2011). Empirické
studie tuto teorii potvrzuji. Podle vysledkti analyzy Crocetti kol. (2017) existuje vyznamna
zavislost mezi identitou ditéte a vychovou rodict. Zavérem jejich analyzy je také potvrzeni
hypotézy, ze kazdy ¢len rodiny dokaze zvlast’ ovlivnit vyvoj ditcte.

Dal8im pivodnim aspektem charakteru je samotna dédi¢nost. Geny spolu s prostfedim,
zavislosti mezi geny a charakterem se nejCastéji provadi vyzkumem jednovajenych
i dvouvajeénych dvojcat. Polderman a kol. (2015) provedli metaanalyzu 17 804 vlastnosti
z 2 748 ¢lanka zahrnujicich dohromady 14 558 903 dvojcat. V analyze zkoumali publikované
Clanky na téma dédi¢nosti charakterovych vlastnosti. Vystupem jejich analyzy je potvrzeni
ptedpokladaného znacného vlivu genl na charakterové vlastnosti ditéte. O krok dale posunul
teorii Turkheimer (2000), ktery ve své studii spojuje vliv prostiedi (rodiny) a dédicnosti
do komplexniho celku. Podle Turkheimera lze ptivod charakteru rozdélit podle tii zakoni:

1. VSechny lidské vlastnosti jsou dédicné.
2. Efekt vychovy ve stejné rodiné je mensi nez efekt genti.

-5-
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3. Znacny podil na lidskych vlastnostech neni efektem genti ani rodiny.

Tyto tii zdkony se daji znazornit nasledujicim diagramem:

GEN 1
GENY GEN 2
GEN 3

VRSTEVNICI .. i
RODICE LIDSKY VYVOJ I
|
|

PROSTREDI

PORADI
NAROZENI

Obrazek 1.1: Schéma vyvoje osobnosti

Osobnost ¢loveka je komplexni pojem. Tento pojem se psychologové snaZzi rozdélit
do nékolika faktori, které dokazi blize popsat. Tyto snahy se datuji uz od roku 1884, kdy Sir
Francis Galton zavedl taxonomii pro charakterové vlastnosti (Shrout a Fiske, 1995). Puvodni
model prodélal vyvoj a dnes se predev§sim muzeme setkat s modelem The Big Five, ¢esky Velka
pétka. Tento model je vysledkem rozsahlé faktorové analyzy piidavnych jmen pouzivanych pro
popis osobnosti a stejné rozsahlé faktorové analyzy rtiznych osobnostnich testli a stupnic.
Celkové bylo definovano nasledujicich pét faktort:

1. Otevienost vii¢i zkuSenosti (Openness to experience): Otevieni lidé se obecné
zdaji byti népaditi, vtipni, originalni a umélecti. Lidé, ktefi tuto dimenzi nemaji
jsou mélci, prosti nebo jednodussi.

2. Svédomitost (Conscientiousness): Svédomiti lidé jsou obecné opatrni, spolehlivi,
vytrvali, organizovani a zodpovédni. Impulsivni lidé maji tendenci byt
bezstarostni, nepofadni a nepoddajni.

3. Extraverze (Extraversion): Extrovertni lidé maji tendenci byt energiéti, nadSeni,
dominantni, spolecensti a upovidani. Introvertni lidé maji tendenci byt stydlivi,
nespolecensti, submisivni a klidni.

4. Privétivost (Agreeableness): Piivétivi 1idé jsou pratelsti, kooperujici a daverivi.
Lide, ktefi tuto dimenzi nemaji jsou studeni, hadavi a nelitostni.

5. Neuroticismus (Neuroticism): Neuroticti lidé maji tendenci byt nervozni, napjati,
volatilni, ndladovi a znepokojeni. Emo¢né¢ stabilni lidé jsou klidni a spokojeni.

Vyse uvedenych pét faktort popisuje lidsky charakter podle teorie Velké pétky (Friedman
a kol., 2016). Otazkou vSak zlstava, je néjaky ztéchto péti faktord dominantnim, nebo
jedinecnym, prediktorem pro uspéSnost na pracovnim trhu? Timto problémem se zabyva
nékolik studii. Podle studie Barricka a Mounta (1991) je pro tspéch na pracovnim trhu

vvvvvv

svédomitost nalézt Gzce spojenou s vili, a to pod nézvy jako ,,ville dosahnout®, ¢i ,,Vile®.
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Nov¢jsi studie potvrzuji jejich zavér a rozsifuji toto téma o dalsi aspekty, které maji dopad
na pracovni vykon.

Vsechny faktory v modelu Velké pétky, jsou jen vSeobjimajici nazvy pro podsoubor
dalSich charakterovych vlastnosti. Goldberg (1992) definoval postup pro méfeni vlastnosti
modelu Velké pétky. Pro kazdou charakterovou vlastnost z Velké pétky navrhl nékolik dalsich
vlastnosti, které sméfuji stejnym smérem spolecné definuji danou vlastnost. Dotazany pak
na skale 1 az 5 odpovida, jak dobfe ho dotazovana vlastnost popisuje.

1.2.1 Hypotézy

Nejvetsi vliv na vyvoj ditéte ma matka a otec (Erikson, 1950). Tyto vlastnosti se dédi
genetickou vybavou, ale jsou také ptedavany vychovou rodi¢l (Turkheimer, 2000).
Predstaveny koncept se zabyva vztahem mezi charakterovymi vlastnostmi rodicli a stejnymi
vlastnostmi ditéte z hlediska vlastnosti potfebnych pro uplatnéni na pracovnim trhu.
Pro uplatnéni na pracovnim trhu je potieba zejména charakterova vlastnost jako je svédomitost
z Velké pétky (Barrick a Mount, 1991). Svédomitost ma né¢kolik dil¢ich vlastnosti, mezi ty patii
cilevédomost a pracovitost (Goldberg, 1992). Zékladni myslenka pro vybudovani teoretického
konceptu tedy je, jak dokédze cilevédomost a pracovitost matky a otce ovlivnit cilevédomost

a pracovitost ditéte?

V zavislosti na vystupech z pfedstavenych ¢lankt stanovim nékolik piedpokladi, o které
budu opirat predstaveny model. Podle (Scabini a Manzi, 2011), ptedpokladam, ze dit¢ piebira
vlastnosti nejblizsiho okoli, v tomto pfipadé rodic¢t. Ti jsou bezesporu vzorem a nejvetSim
zdrojem ovlivnéni ditéte. Kazdy z nas se v urCitém aspektu podoba vice ¢i méné jednomu
z rodi¢h. Predpokladam tedy, Ze sila onoho aspektu je stejna jak u rodice, tak u ditéte. Naptiklad
pokud jsou oba rodi¢e dobrosrde¢ni, potom piedpokladam, ze dit€ bude ptejimat tuto vlastnost
ve stejné mife. Otazkou vsak je, jestli vSechny vlastnosti dité pfejima ve stejné mife jak od otce,
tak od matky. Vybrané charakterové vlastnosti, cilevédomost a pracovitost, nemusi nutn¢
spliovat predpoklad ptrejimani ve stejné mite od obou rodicti. V modelu rodiny, ve kterém zili
moji rodice a rodi¢e respondentli vyzkumu CUPESSE, ptfedpokladam tradi¢ni rodinu. Otec
chodi do préce, vydelava penize. Matka také chodi do prace, ale tak, aby jeSt€ méla Cas starat
se o rodinu. Z hlediska pracovniho trhu a vlastnosti cilevédomosti soudim, Ze otec se bude jevit
jako ten cilevédomé;jsi, protoZe chodi do prace a buduje kariéru. Naopak matka zlistdvad doma
a nezastava tak pracovné dulezité pozice, jako otec. Je tedy mozné, ze se otec bude jevit jako
ten cilevédoméjsi v ramci mého vyzkumu? Co se tyce pracovitosti, nepfedpokladam rozdil.
Rozdéleni rodict na matku a otce je hlavnim rozdilem oproti pfedchozim vyzkumim. Ty se
vénovaly rodin€ jako celistvé entité, ktera souhrnné ovlivituje vyvoj ditéte. DalSim rozdilem je
vydefinovanim dil¢ich charakterovych vlastnosti cilevédomosti a pracovitosti z obecnéjsiho
pojmu svédomitosti.

Dulezité je definovat rozdil mezi cilevédomosti a pracovitosti, protoZe tyto dva pojmy
jsou sobé blizké. Zakladni rozdil je v tom, Ze pracovity ¢lovék ne nutné musi svou praci
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nasledovat vytyCeny cil. Na druhou stranu cilevédomy ¢lovék miize jit za cilem pomalu, ale
jiste.

Na zékladé¢ ptredchozich zjisténi a predpokladi, stanovuji tyto ¢tyti hypotézy:

H1: Cilevédomost matky pozitivné€ ovliviiuje cilevédomost ditéte.
H2: Pracovitost matky pozitivn€ ovliviiuje pracovitost ditéte.
H3: Cilevédomost otce pozitivné ovliviiyje cilevédomost ditcte.

H4: Pracovitost otce pozitivn€ ovlivituje pracovitost ditéte.

Tabulka 1.2: Stanovené hypotézy

Strukturni model je zndzornén na obrazku 1.2. Kazdy obd¢lnik predstavuje charakterovou
vlastnost otce, matky, nebo ditéte. Sipky jsou nositelé hypotéz Hl — H4. V odhadovaném
modelu jsou pracovitost a cilevédomost modelovany jako exogenni latentni proménné

a hypotézy jako strukturni rovnice endogennich latentnich proménnych.

Matka Matka Otec Otec
Pracovitost Cilevédomost Pracovitost Cilevédomost
H2 H1 H3 H4
Dité Dité
Pracovitost Cilevédomost

Obrazek 1.2: Strukturni model s hypotézami

1.3 Data uplnych rodin

Pfed odhadnutim modelu, je potieba se dobie seznamit s daty. SEM je citlivy na vstupni
data a je dilezité znat vlastnosti dat, aby pifi odhadu byla pouzita sprdvna metoda.

V seznamu otazek polozenych respondentim nejsou otazky pifimo ukazujici
na cilevédomost, nebo pracovitost. Zvolim piistup typicky pro SEM a charakterové vlastnosti
formuluji jako faktory (latentni proménné) na zéklad¢ nékolika otazek ze souboru. Tyto otazky
byly polozeny celé rodiné, a proto nebude chybét informace od rodici. Otazky a faktory jsou
V nasledujici tabulce 1.3.
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Faktor Kod otazky
Otazka Dité Matka Otec
Cilevédomost
Casto si stanovim cil, ale nakonec jdu za jinym. YQ25 a PMQ22_a PFQ22_a
Mam problémy udrzet pozornost na projektu déle nez
nekolik tydni, YQ25 b PMQ22_b PFQ22_b
Nf)ve rolapady odvadi moji pozornost od diivéjsich YQ25. ¢ PMQ22 ¢ PFQ22 c
napadu.
Pracovitost
Jsem tvrdé¢ pracujici. YQ25 f PMQ22 f  PFQ22 f
Vétim, ze se dokazi vyporadat s neéekanymi situacemi. YQ25 g PMQ22 g PFQ22 g
Vétsinou udélam vice nez je zadano. YQ25_h PMQ22_h  PFQ22_h

Tabulka 1.3: Faktory cilevédomost, pracovitost

Vsechny vybrané otazky odpovidaji Likertové skale. V kazdé z nich ma respondent
na vybér z nasledujicich moznosti; 1 — velice nesouhlasim, 2 — spiSe nesouhlasim, 3 — spise
souhlasim, 4 — velice souhlasim. Tento typ dotazovani je typicky pro dotazniky, kde respondent
musi vyjadfit postoj k polozenému dotazu. Je dobré se podivat na smér otazky. Jestli je otazka
poloZena negativné, nebo pozitivné. U otazek a, b, ¢ (neuvaddim cely kéd otazky, pokud je
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Graf 1.4: Histogramy proménnych
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souhrnn¢ oznacena stejnd otazka pro dité i rodice, napt. YQ25_a, PMQ25_a, PFQ25 a
je otazka a) je smér negativni. Cim vice respondent souhlasi, tim horsi je jeho dana vlastnost.
Pro zjednoduseni interpretace rekoduji negativné polozené otdzky tak, aby vSechny otazky

smérovaly pozitivnim smérem (rekddované proménné maji prefix ,,r*).

Je zfejmé, ze proménné jsou kategorialniho typu. VSechny proménné nabyvaji hodnot 1—
4, tak jak to lze vidét na grafu 1.3. Jelikoz jeden z piedpokladiit SEM je, Zze proménné jsou
spojité a normaln¢ rozdélené, je pro odhad potieba pouzit robustnéjsi techniku nez standardni
metodu maximalni vérohodnosti. Jedinou moznosti, jak zdanliveé splnit piedpoklad normalniho
rozd¢leni je, pokud by ordinalni proménna obsahovala vet$i mnozstvi kategorii, napt. vice jak
15 (Schumacher a Lomax, 2010), coz ale neni tento piipad.
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2 Metodologie

2.1 Definice SEM

Structural equation modelling, ¢esky model strukturnich rovnic a zkracené SEM, je
modelem pouzivanym zejména v psychologickych a sociologickych studiich. Protoze jen
samotny uvod do SEM by vydal na obsahlou knizku, pokusim se v této diplomové praci
vysvétlit principy na kterych metodika SEM stoji a prakticky ukazat na ptikladu. Pro analyzu
modelu budu pouzivat statisticky program Stata, do kter¢ho byl zabudovan nastroj ,,SEM
builder®. Tento nastroj nabizi, na rozdil od jinych statistickych programu, velkou vyhodu,
jelikoz umoznuje konstruovat modely v grafické podobé.

V nejjednodussi form& se SEM nelisi od regresnich modelt. Stejné jako v regresnim
modelu je zakladem kvantitativné analyzovat vztahy mezi proménnymi na zakladné predem
stanovenych hypotéz. Jak jiz bylo nastinéno, nejcastéj$i vyuziti najde SEM v psychometrii,
nebo sociologii. Pomoci SEM se zkoumaji kauzalni vztahy mezi pozorovanymi proménnymi
ajejich konstrukty. Konstrukty jsou latentnimi proménnymi, které piimo nedokizeme
pozorovat, ale dokazeme sdruzit jednotlivé pozorované proménné do skupin (stejné jako
ve faktorové analyze) a tim odvodit latentni proménnou. Piikladem miize byt vyzkum, kdy
zjistujeme, jak domaci prostiedi ovliviiuje studentiiv uspéch ve Skole. Nebo naptiklad
v marketingu mizeme zkoumat, jak se odrazi divéra ve spole¢nost do prodeji spolecnosti.
Ve zdravotnictvi to mize byt vyzkum dopadu diety a cviceni na riziko infarktu (Schumacker
a Lomax, 2010).

V kazdém =z piikladi provaddime vyzkum na zakladé¢ hypotézy, teorie (stanovené
na predchozich vyzkumech), ze urcita sada proménnych dokaze dobie definovat konstrukty
(latentni proménné) a proménné spolu ,,néjak* souvisi. Cilem této analyzy je zjistit do jaké miry
ziskana data podporuji teoreticky model. Judea Pearl popisuje SEM jako kauzalni inferenci,
ktera vyuziva tfi vstupl a generuje tii vystupy (Pearl, 2012). Vstupy jsou:

Vstup 1: Sada A kvalitativnich kauzalnich hypotéz, které je fesitel ptipraven hajit. Model M,
ktery zahrnuje tyto hypotézy, typicky ve formé grafickych diagrami a sady strukturnich rovnic.
Hypotézy jsou obvykle zaloZeny na pfedpokladech, které ne vSechny lze ovéfit, ¢i otestovat
pomoci dat.

Vstup 2: Sada Q dotazt tykajicich se kauzalnich a kontrafaktualnich vztahti mezi zahrnutymi
proménnymi. Typicky, Q predstavuje silu pfimého efektu strukturni proménné X na Y (X —
Y). Napftiklad:

Q1: Jaky je efekt opatfeni X na vysledku Y?
Q,: Diskriminuje tento zaméstnavatel zaméstnance podle pohlavi?
Teoreticky vSechny dotazy Q; € Q by se mély dat spocitat z pIné specifikovaného modelu M.

Dotazy, které se nedaji spocitat, jsou neptipustné.
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Vstup 3: Sada D experimentalnich nebo neexperimentalnich dat.
Vystupy SEM jsou:

Vystup 1: Sada vyrokti A* vazanych na hypotézy stanovené ve vstupu, resp. logickych
implikaci A, napt. X nema efekt na Y pfi konstantni hodnoté¢ Z. Tyto vyroky nemusi pfimo
korespondovat s uré¢itym parametrem, ale mizou byt testovany na datech.

Vystup 2: Sada tvrzeni C obsahujici velikosti odhadi Q, v zavislosti na A. C zahrnuje odhady
strukturnich parametra, priimeéry, rozptyly, nebo efekty opatteni.

Vystup 3: Soubor T testovatelnych statistickych implikaci A a jejich Giroven souladu s daty.

Cela struktura SEM se d4 zndzornit diagramem na obrazku 2.1:

A - KAUZALNI KAUZALNI A* — Logické
PREDPOKLADY MODEL (M 4) implikace A

; : Kauzalni
! : inference
Q — Dotazy . ;

O(P) — Identifikované ¢ 1 T(M,) — Testovatelné
— —
dotazy | implikace
el ] ! Statisticki
| : inference
Data (D) ————¢ ;
| — !
| J
. . Q(D,A) g™ Posouzeni kvality
@ - Odhady O(F) odhadu

Podminéné zavéry Testovini modelu

Obrazek 2.1: Diagram SEM. Zdroj: (Kline, 2016).

2.1.1 Dulezitost teorie

Stejné jako v jinych statistickych technikach zavisi kvalita vystupi SEM na kvalité
hypotéz vyzkumného pracovnika. Cilem SEM je testovat teorii specifikovanim modelu, ktery
definuje piijatelné konstrukty, métené vhodnymi pozorovanymi proménnymi (Kline, 2016).
Pokud takovy model v konecném diisledku nepasuje do dat, je i tak vysledek zajimavy, protoze
existuje-li takto sestaveny model, muize zpochybnit testovanou teorii.

Vyzkumnici nékdy myln¢ véfi, ze tsttednim bodem SEM je najit model, ktery odpovida
datim, ale takovyto vysledek sam o sobé neni moc piisobivy. Je tomu tak proto, Ze kazdy model,
dokonce i ten, ktery je opravdu Spatny (nespravné specifikovany), mize byt ptizptisoben datim
pfidanim parametrd. Ve skutecnosti, je-li model strukturalnich rovnic specifikovan tak, aby byl

o 24

-12-



Metodologie

modelovani, nikoliv pouze SEM (Kline, 2016). Uspéch v SEM je uréen podle toho, zda se
analyza zabyva vécnymi teoretickymi otdzkami bez ohledu na to, zda je model zachovan.
Irelevantni model, ktery dokonale pasuje na data je védecky bezvyznamny (Millsap, 2007).

2.1.2 SEM jako konfirmaéni, nebo exploraéni nastroj

Pti praktickém modelovani SEM a psanim modelu do softwarového ndastroje musi
vyzkumnik poskytnout mnoho informaci o modelu. Informace typu o sméru kauzalnich efekta
mezi proménnymi X Y atd. Tyto a priori specifikace odrazeji hypotézy a celkové tvoti model,
ktery je analyzovan. V tomto smyslu lze SEM povazovat za konfirmac¢ni. Data v§ak mohou byt
v rozporu s modelem, a proto musime opustit ptivodni model nebo upravit hypotézy, na nichz
je zaloZen. V piisné konfirmacnim pfistupu ma vyzkumnik jeden model, ktery je bud’ zachovan
nebo odmitnut na zakladné globalniho testovani (Joreskog, 1993). Tento piistup je v praxi
témert neredlny, a proto je jen malo studii tohoto typu.

Druhy, ponékud mén¢ ptisny postup, zahrnuje testovani alternativnich modela a vztahuje
se na situace, kdy je k dispozici vice nez jeden a priori model (Joreskog, 1993). Alternativni
modely obvykle zahrnuji stejné pozorované proménné, ale jinou strukturu efektli mezi nimi.
Tento koncept vyzaduje dostate¢né teoretické zéklady pro definovéni vice nez jednoho modelu.
Je zachovan pouze konkrétni model s pfijatelnou shodou s daty a zbylé modely jsou odmitnuty.
Tteti ptistup je pravdépodobné nejbéznéjsi. Pocatecni model se neshoduje s daty a je nasledné
upraven. Respecifikovany model je poté znovu testovan na datech (Joreskog, 1993). Cilem
tohoto procesu je ,,objevit takovy model, ktery ma teoreticky vyznam a ptijatelnou shodu
s daty.

2.1.3 Pravdépodobnostni kauzalita

Modely analyzované SEM obecné piedpokladaji pravdépodobnostni kauzalitu, nikoliv
deterministickou kauzalitu. Deterministickou kauzalitou rozumime, Ze zména kauzalni
proménné, zména na vstupu, vZdy vyvola zménu v dalSich pozorovanych proménnych, zménu
na vystupu. Tedy pokud A zpasobuje B, pak A je vZzdycky nasledovano B. Piikladem v tomto
smyslu mize byt, ze valka nezplsobuje mrtvé, koufeni nezptisobuje rakovinu (Byrne, 2009).
Naopak pravdépodobnostni kauzalitou rozumime, kdyZ zména na vstupu vyvola zménu
na vystupu jen s pravdépodobnosti mensi nez 1. Odhady téchto pravdépodobnosti (efekttr) se
obvykle zakladaji na ptedpokladech o rozlozeni efektii ve vzorku, napf. normalité a jinych
pravdépodobnostnich rozdélenich. Z tohoto pohledu zistava kauzalita zachovana, A potad
zpusobuje B, ale ptredpokladame, ze kauzalni efekt, sila vystupu, se pohybuje v souladu
s pravdépodobnostnim rozdélenim (Mulaik, 2009).

Ptiklad pravdépodobnostniho kauzalniho modelu mtlize byt nasledujici ukazka. Existuje
funkéni zavislost mezi dvéma proménnymi definovana rovnici 2.1 a zndzornéna na grafu 2.1:
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Graf 2.1: Ptiklad pravdépodobnostniho vztahu mezi dvéma spojitymi proménnymi.
Zdroj: (Kline, 2016).

Proménnd Y je vystup, zavisla na vstupu, kauzalni proménné X, ktera ovliviiuje hodnotu
Y. V ptikladu znazoriiuje ¥ odhadnutou hodnotu na zakladné X, pfiemz pozorované hodnoty
Y jsou rozmistény okolo odhadnuté hodnoty s normalni distribuci. TaktéZ lze pozorovat, Ze Y
roste se zvetSujici se hodnotou X, ale nejsme schopni piesné urcit hodnotu Y. Pouze pomoci
pravdépodobnosti odhadnout vysi Y.

2.1.4 Pozorované a latentni proménné

Klicovym prvkem SEM je jasné rozliSeni mezi pozorovanymi proménnymi a latentnimi
proménnymi. Pozorované proménné predstavuji data, tedy promeénné, které jsme shromazdili
a zadali do datového souboru. Tyto proménné mohou byt kategorické nebo spojité, ale vSechny
latentni proménné v SEM jsou spojité. Existuji statistické metody pro analyzu kategorickych
latentnich proménnych, ale SEM se zabyvad pouze spojitymi latentnimi proménnymi.
Jak popisuje Kline (2016), mizeme rozdélit proménné do nékolika skupin:

Latentni proménné v SEM obecné odpovidaji hypotetickym konstruktiim, o téchto
konstruktech se ptedpoklada, ze odrazeji vysledky néceho, co neni pifimo pozorovatelné.
Ptikladem konstruktu je inteligence. Inteligenci, jako takovou, nemizeme zméfit. Dokazeme ji
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odvodit z dalsich pozorovanych proménnych, ale neexistuje jeji pfimé méfeni. Védci pouzivaji
ruzné typy pozorovanych proménnych, jako jsou slovni ulohy nebo kapacitu paméti, aby
posoudily jednotlivé aspekty inteligence. Latentni proménné v SEM mohou piedstavovat
Sirokou skalu jevii. Napiiklad konstrukty o atributech lidi (napf. inteligence, iizkost), nadifazené
oblasti, vyssi rovné (napft. skupiny, Ctvrti, geografické oblasti), nebo zdroje informaci (napf.
ucitelé vs. studenti). VSechny tyto aspekty mohou byt reprezentovany latentni proménnou
v SEM.

Pozorované proménné, které slouzi jako nepiimé mefeni konstruktl se nazyvaji
indikatory. Poslednim prvkem jsou faktory, které jsou odrazem statistického méfeni vsech
indikatorti jednoho konstruktu. Jasné rozliSeni mezi indikatory a faktory v SEM umoziuje
testovat Sirokou skalu hypotéz o méfeni. Pfredpokladejme, Ze vyzkumny pracovnik se domniva,
ze proménné X1-X3 odrazi spole¢nou vlastnost ¢loveka, kterd je odlisné od toho, kterou méfi
X4-Xs. V SEM je pomérné snadné urcit model, kde X1-X3 jsou indikatory jednoho faktoru a Xs-
Xs jsou indikatory jiného faktoru. Pokud je odhad modelu, jenz byl pravé popsan, Spatny, poté
hypotéza, na zaklad¢ které byl model specifikovan, bude odmitnuta. Schopnost analyzovat
pozorované 1 latentni proménné rozliSuje SEM od vice standardnich statistickych metod, jako
je analyza rozptylu (ANOVA) a vicenasobnad regrese, kterd analyzuje pouze pozorované

proménne.

Dalsi kategorie latentni proménné v SEM odpovida residuim nebo chybam, které mohou
byt spojeny bud’ s pozorovanymi proménnymi, nebo s faktory specifikovanymi jako vystupy
(zé&vislé proménné). V piipadé indikatorti residuum odpovida rozptylu, ktery neni vysvétlen
faktorem, ktery ma odpovidajici indikator méfit. Cast této nevysvétlené odchylky miize byt
zpiisobena nahodnou chybou méfeni. Explicitni vyjadieni chyby meéfeni je zvlastni
charakteristikou SEM. To vSak neznamend, ze SEM muze kompenzovat hrubé psychometrické
vady (zadna technika nemiize), ale tato vlastnost pfidava analyze realné¢jSi charakter. Nékteré
konvencni statistické techniky vytvareji v této oblasti nepfimétené piedpoklady. Naptiklad
ve vicenasobné regresi se predpoklada, ze vSechny prediktory jsou méfeny bez chyby. Tento
predpoklad je v praxi rutinné porusovan. Ve schématech modelt strukturnich rovnic mohou byt
zbytkové terminy oznaceny stejnymi symboly jako u latentnich proménnych. Je to proto, Ze je
tieba odhadnout odchylku chyb, vzhledem k modelu a datim. V tomto smyslu chyba, rozptyl

neni pfimo pozorovatelna v sesbiranych datech a je tak latentni.

2.1.5 SEM potiebuje velké soubory

Obecn¢ vzato pii pouzivani SEM je potieba ziskat soubory s velkym poctem pozorovani.
Vzhledem k tomu, Ze velikost vzorku je diileZitou otazkou, je potieba poloZit si zékladni otazku:
Jaka je ,,dostatecna velikost* souboru v SEM? Na tuto otazku nelze poskytnout jednoduchou
odpovéd'. Podle Klina (2016) nize uvedené faktory ovliviuji pozadavky na velikost vzorku:

1. Slozit€j$i modely nebo modely s vice parametry vyzaduji vétsi velikost souboru
nez jednodussi modely s mén¢ parametry. Je tomu tak proto, ze modely s vice
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parametry vyzaduji vice odhada a vétsi soubory jsou nezbytné, aby pocita¢ mohl
odhadnout dal$i parametry s pfiméfenou piesnosti.

2. Analyzy, ve kterych jsou vSechny vysledné proménné spojité a normalné
distribuované, vSechny efekty jsou linearni a neexistuji zadné interakce vyzaduji
mensi velikosti vzorkl ve srovnani s analyzami, u nichz nékteré vysledky nejsou
spojité, nebo maji nepravidelné¢ rozlozeni. Tento problém také hovoii
0 pouzitelnosti rtiznych metod odhadu v SEM, z nichz nékteré vyzaduji velmi
velké soubory z ditvodu predpokladi, které pfijimaji, nebo nepfijimaji, o datech.

3. Vétsi velikosti soubori jsou potieba, pokud je nizkd spolehlivost skore.
To znamena, ze méné presna data vyzaduji vétsi soubory, aby vyrovnaly
potencialni nezadouci UCinky chyby meéfeni. Mnozstvi chybéjicich dat také
ovlivituje pozadavky na velikost souboru. Jak se da ocekavat, vyssi mnozstvi
chybgjicich dat vyzaduje vétsi velikost souboru, aby se kompenzovala ztrata
informace.

4. Existuji také tivahy o velikosti souboru u konkrétnich modelt strukturnich rovnic.
Napiiklad ve faktorové analyze mohou byt potieba vétsi soubory, pokud existuje
pomérné malo indikatorii na faktor. Faktory vysvétluji nerovhomérné rozdily
rozptylu mezi indikatory, nékteré indikatory mizou mit kovarianci s vice faktory.

Vzhledem k témto vlivim neexistuje jednoduché pravidlo o velikosti souboru, které by
se dalo zobecnit pro v§echny studie. Pozadavky na velikost souboru v SEM lze také posuzovat
z dvou riznych hledisek; pocet pozadovanych pozorovani pro to, aby vysledky mély
odpovidajici statistickou ptesnost oproti minimalni velikosti souboru, potfebnou pro testy
vyznamnosti v SEM s pfimétenou silou. Pro pfipomenuti, sila je pravdépodobnost odmitnuti
nulové hypotézy pii testovani vyznamnosti, pokud plati alternativni hypotéza. V zavislosti
na modelu a analyze mohou byt pozadavky na velikost souboru pro odpovidajici statistickou
silu v SEM mnohem vétsi nez pozadavky na dostate¢nou statistickou piesnost (Jackson, 2003).

Existuje vSak nékolik doporuceni, které davaji navod k minimalnimu poméru velikosti
souboru a po¢tem odhadovanych parametri pro ziskani odpovidajici statistické piesnosti.
Pro latentni proménné modely, kde jsou vSechny proménné spojité a normalné distribuované
a kde metodou odhadu je maximalni vérohodnost (vychozi metoda ve vétsing pocitacovych
nastroji SEM) Jackson (2003) popisuje pravidlo N:g. Touto heuristikou Jackson navrhl, aby
vyzkumnici uvazovali o minimalnich velikostech vzorkt z hlediska poméru poctu pozorovani
(N) k poc¢tu odhadovanych parametrti (q). Doporu¢eny pomér pozorovani k parametrim by m¢l
byt 20:1. Naptiklad mame celkem g = 10 parametri potom se odhaduje, ze minimalni velikost
vzorku by byla 20*q neboli N =200. Mén¢ idealni by byl pomér N:q = 10:1, coz by pro piiklad
g = 10 znamenalo minimalni velikost vzorku 10*q, tedy N = 100. Pokud pomér N:q klesne
pod 10:1 (napt. N =50 pro q = 10), pak poklesne i davéryhodnost vysledki a zvysi se i riziko
technickych problémi v analyze.
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2.1.6 Stata a SEM

Stata je integrované vypocetni prostiedi pro spravu dat, statistickou analyzu, grafiku,
programovani a simulaci pro pocitace platformy Windows, Macintosh a Unix. Obsahuje také
rozsédhlé moznosti pro SEM. Existuji dva hlavni piikazy pro zadani modelu v syntaxi, ,,sem*
a ,,gsem* (generalizované SEM). V zasad¢ ptikaz ,,sem* analyzuje modely se spojitymi vstupy
a vystupy (pozorované nebo latentni proménné). Ptikazy ,,gsem® analyzuji pozorované
proménné, které jsou spojité, binarni, ordinalni atd. Pouze pomoci piikazu ,,sem* miizeme
analyzovat modely pii pouziti n¢kolika ruznych soubort. Statistické modely odhadované
pomoci piikazu ,,gsem* zahrnuji logistickou regresi, probit regresi a Poissonovu regresi. Maji
také schopnosti pro viceuroviiové modelovani v ramci SEM a pro analyzu modeld zalozenych
na teorii odezvy. Oba ptikazy maji specidlni syntaxi pro testovani hypotéz, diagnostiku rezidui,
fizeni vystupu, vypocet robustnich standardnich chyb a bootstrappingu (StataCorp, 2015).

Velikou vyhodou programu Stata je integrace grafického rozhrani, builderu, pro modelaci
SEM. Builder nevyzaduje znalost syntaxe Stata a umoZiuje uZivateli definovat model pomoci
kresleni grafi vjeho rozhrani. Stata automaticky generuje pro builderové diagramy
odpovidajici syntaxi, kterou lze anotovat a ulozit jako textovy soubor. Specialni néstroje
pro kresleni v nastroji Builder automaticky generuji méfici komponentu (faktor a jeho
indikatory) nebo regresni komponentu (zadvisld promeénnd s nékolika prediktory).
V zobecnénych SEM analyzach se pouzivaji zvlastni symboly pro pozorované proménné, které
indikuji distribuci (napt. Gaussovo pro spojité promeénné, Poissonovo pro diskrétni proménné)
a odpovidajici vazebni funkce (napft. logit, probit) (StataCorp, 2015).

2.2 Specifikace a identifikace

2.2.1 Specifikace

Nasledujici ¢asti je specifikace. Piedtim nez zacnu s touto Casti je tfeba upfesnit, ze

vvvvvv

vvvvvv

na zaklad¢ zkoumané teorie a v tomto kroku se také do systému vnasi kauzalni predpoklady
modelu. Tim pddem, pokud vyzkumnik definuje model, ktery neodpovida teorii a realite, potom
1 sebelepsi odhady, jakkoliv statisticky vyznamné, nedaji modelu Zadny prakticky vyznam.
Jasné stanoveni predpokladi a jejich podnéti je klicovym prvkem kazdé studie.

2.2.2 Postup pfi modelovani SEM

Postup pii modelovani SEM mizeme rozdélit do Sesti krokd. Rozlozeni SEM do téchto
krokti pomuze k pochopeni vztahli mezi specifikaci a dal$imi navazujicimi kroky v pozdéjSich
fazich analyzy. Sest zakladnich krok je ve skute&nosti iterativnich, protoZe problémy nalezené
Vv pozdé&jsi fazi mizou vratit cely proces do predchozich krokti viz znazornéni na obrazku 2.2.
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Podle Klina (2016) t¢mito Sesti kroky jsou:

1. Specifikace modelu.
2. Evaluace identifikace modelu (pokud neni model identifikovan, jdeme zpét
do kroku 1).
3. Vybér promeénnych, sbér, pfiprava a kontrola dat.
4. Odhad modelu
a. Evaluace odhadu modelu: pokud je model Spatné odhadnuty, je potieba
respecifikovat model, za predpokladu, ze respecifikace je odivodnitelna
(krok 5). Pokud neni mozna respecifikace, nezachovdme model
a prejdeme na krok 6.
b. Za ptedpokladu, Ze je model zachovan, interpretujeme vysledky.
C. Zvazime ekvivalentni, nebo velice podobny model, piejdeme na krok 6.
5. Respecifikace modelu. Pfedpokladame, ze novy model bude identifikovan.
6. Interpretace ziskanych vysledkl a poznatki.

1. Specifikace
modelu
2. Model
identifikovan?

3. Vybér proménnych,
sbér dat

5. Respecifikace
modelu

Odtvodnitelna
respecifikace?

4a. Adekvatni
odhad?

4b. Interpretace
odhadu

: f

4c. Ekvivalentni model? ‘I 6. Report vysledki

Obrazek 2.2: Diagram zakladnich kroktit SEM. Zdroj: (Kline, 2016).

Specifikace

SEM jsou casto vyjadfeny pomoci grafickych koncepcnich modelti, které poskytuji
vizudlni reprezentaci proménnych a vztahli mezi nimi. Zavislé proménné v SEM jsou
0znacovany jako endogenni proménné. Kazda endogenni proménna ma alespon jednu pficinu,
ktera se obvykle nachazi v levé ¢asti diagramu. Nékteré z téchto pficin jsou nezavislé proménné,

-18-



Metodologie

které se v SEM nazyvaji exogenni proménné (Millsap, 2007). To, co zpusobuje exogenni
proménné, neni v modelu zastoupeno, jejich pficiny jsou neznamé.

Specifikace je nejdilezitéjsSim krokem. Toto tvrzeni se zakladd na tom, ze vysledky
Z pozd¢jsich kroktu predpokladaji, ze model (hypotéza vyzkumného pracovnika), jsou v zasadé

vvvvvv

vvvvvv

odiivodnén teorii nebo empirickymi vysledky. Z tohoto diivodu je dobré v pocate¢nim modelu
ptredstavovat jen ty nejkriti¢téj$i hypotézy. Je to proto, ze je Casto nutné respecifikovat modely
(krok 5) a respecifikace by méla respektovat stejné zasady jako plivodni specifikace.

Identifikace

I kdyZ grafické koncepéni modely jsou uzite¢né heuristiky pro organizaci proménnych
areprezentaci hypotézy, musi byt nakonec ptelozeny do statistického modelu, ktery lze
skute¢né analyzovat. Statisticky model je popsan fadou rovnic. Tyto rovnice definuji parametry
modelu, které odpovidaji pfedpoklddanym vztahiim mezi proménnymi, které pocita¢ nakonec
analyzuje.

Statistické modely musi obecné respektovat ncktera pravidla nebo omezeni. Jednim
Z pozadavki je identifikace. Model je identifikovan, pokud je teoreticky mozné, aby pocitac
odvodil unikatni odhad kazdého parametru modelu (Kenny a Milan, 2012). V opa¢ném piipad
model neni identifikovan. Slovo ,,teoreticky" zdaraznuje identifikaci jako vlastnost modelu
anikoli dat. Napfiklad pokud model neni identifikovan, zlstane tak bez ohledu na velikost
vzorku (N = 100, 1000, atd.). Proto modely, které nejsou identifikovany, by mély byt
respecifikovany (navrat ke kroku 1). V opa¢ném piipadé by pokusy o jejich analyzu mohly byt
neuspesné.

Piedpokladejme, Ze specifikujeme model, ktery je odpovidéa konkrétni teorii, ale vysledny
model neni identifikovan. V tomto pfipadé mame moznost respecifikovat model tak, aby byl
identifikovan, ale respecifikovani ptivodniho modelu miize zpasobit rozpor s ptivodni teorii.

Shér, priprava a kontrola dat

Tento krok je identicky napfi¢ vSemi statickymi metodami. Pted piistoupenim k odhadu
modelu je potieba se ujistit, Ze data sesbirand v rdmci vyzkumu odpovidaji ndmi zvolenym
pozadavkliim. Je potieba ocistit data a pfipravit k nasledujici ¢asti, tedy odhadu modelu.

Odhad modelu

Tento krok zahrnuje pouziti poc¢itatového nastroje SEM k provedeni analyzy. Odhad
modelu mizeme rozdé¢lit na nékolik fazi:

1. Vyhodnoceni vlastnosti modelu, coz znamena urcit, jak dobfe model vysvétluje
data. Casto se stane, e piivodni strukturni rovnice nevysvétluji dobie model. Poté
je potieba polozit si otdzku, zdali dokdZeme opodstatnit respecifikaci modelu
vzhledem k relevantni teorii?
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2. Za ptedpokladu, Ze prvni krok byl uspésny, piejdeme ke kroku 2: interpretovat
odhady parametrq.

3. Zvazeni ekvivalentnich nebo témét ekvivalentnich modelti. Pro dany model muize
existovat mnoho, a v nékterych ptipadech nekonecné mnoho, ekvivalentnich
modeld. Je proto dobré vysvétlit, pro¢ zvoleny model nema byt zamitnut
ve prospéch jinych ekvivalentnich modeld. Mohou existovat také témet
ekvivalentni modely, které odpovidaji stejnym datiim, stejné jako zvoleny model,
ale ne tak docela.

Respecifikace

K tomuto kroku obvykle pfejdeme, pokud je nas zvoleny plivodni model Spatny.
V procesu generovani modelu je mozné pouzit jiz zminéné mozné Upravy modelu, které se
stanovily pii specifikaci. Respecifikace modelu by méla byt zaloZena spiSe na racionélnich
uvahach nez Cisté nad statistickymi uvahami. Jakykoliv respecifikovany model musi byt
identifikovan, jinak hrozi ,,uviznuti" v tomto kroku, dokud nenajdeme model, ktery se da

odhadnout.
Interpretace vysledki

Poslednim krokem interpretace vysledkl a poznatkii.

2.2.3 ldentifikace

A4

konceptem, ktery vyzkumnici v modelovani strukturnich rovnic (SEM) musi pochopit.
Identifikace neni jen technicky problémem, ktery muze byt ponechan odbornikiim, aby
uvazovali nad jeho problematikou. Pokud model neni identifikovan, potom vyzkum neni
mozny. Pokud by vyzkumnik planoval studii, shromazdil data a poté zjistit, ze model nelze
jednoznaéné odhadnout, ptiSel by o hodn¢ ¢asu a usili. Védei musi dobie védét predem, zda
uvazovany model, je ve skutecnosti identifikovan. Proto porozuméni problémtim je klicové
pro vsechny vyzkumniky, a to nejen SEM (Kenny a Milan, 2012).

2.2.4 Minimalni stupen volnosti

Pozadavek dfy, = 0 je zékladni pravidlo pro identifikaci modelu. V modelech, které toto
pravidlo spliuji, existuje alespon tolik pozorovani, jako je volnych parametrii. Naopak pokud
toto pravidlo model nesplituje, potom je model podidentifikovany. Ptikladem podidentifikace
muze byt nasledujici rovnice:

a+b=6 (2.2)

Divejme se na tuto rovnici jako na model, a a b jsou volnymi parametry a 6 je vysledkem
pozorovani. Protoze rovnice (2.2) ma vice volnych parametrii nez pozorovani, existuje
nekonec¢né mnozstvi feseni, a tedy nejsme schopni najit set jedine¢nych odhadi. Mezi feSenimi
jenapt.(a =4,b =2),(a =8,b=—-2)a(a=2,5>b = 3,5) atd. Stejna situace nastane, kdyz
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se pokusime odhadnout podidentifikovany model strukturnich rovnic. Je to nemozné a odhad
selhava.

Dalsi ptiklad ukazuje, Ze ani stejny pocet pozorovani a volnych parametrii nemusi zajistit
identifikaci modelu. Piedpokladejme nasledujici rovnice:

a+b=6

2.3
3a+3b=18 (23)

I pfes to, Zze tento model ma dvé pozorovani (6, 18) a dva volné parametry (a, b), nema
jednoznacéné teSeni, protoze rovnice jsou linedrné zavislé. I pro tento model je mozné nalézt

nekonecné mnoho feSeni pro tento set rovnic.

Nasledujici priklad ukazuje dvé linearné nezavislé rovnice s dvéma volnymi parametry

a dvéma pozorovanimi.

a+bh=6

2.4
2a+3b=10 2.4)

Tento dvouparametrovy model ma jedine¢né feSeni (a = 4,b = 2) a je tedy ptesné
identifikovan.

Poslednim ptipadem je pieidentifikace modelu, viz nasledujici rovnice.

a+b=6
2a+3b=10 (2.5)
3a+b=12

Neexistuje Zadné jedinecné feseni, které by vyhovovalo vS§em tfem rovnicim. Naptiklad feSeni
(a = 4, b = 2) plati pouze pro prvni dvé rovnice a feseni (a = 2,b = 6) plati pro posledni dvé
rovnice. Na rozdil od podidentifikovanych modeld, u tohoto typu stanovit statistické kritérium,
skrze které budeme hledat feseni rovnic. Na rovnice (2.5) se mizeme koukat jako na regresni
rovnice a stanovené kritérium je ctvercova vzdalenost od pozorovanych hodnot.
Modifikovanou ulohou tedy je hledani takovych hodnot a a b, které minimalizuji ¢tvercovou
vzdalenost od pozorovanych hodnot v rovnicich (2.5). Nalezené feSeni bude jednoznacné, ale
nebude perfektné odraZzet pozorované hodnoty (6, 10 ,12).

Pojmy presné identifikovany a pieidentifikovany neplati automaticky, pokud model
nesplituje oba potiebné pozadavky uvedené na zacatku této ¢asti a dalsi dodate¢né pozadavky
fadové a hodnostni podminky. Plati tedy:

1. Presné identifikovany model strukturni rovnice je identifikovan a ma stejny
pocet pozorovani jako volnych parametri (dfy; = 0).

2. Preidentifikovany model strukturni rovnice je identifikovan a ma vice
pozorovani nez volné parametry (dfy; > 0).
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3. Podidentifikovany model je takovy, pro ktery nelze dopocitat jeho jednoznacné
odhady.

Vice se lze o identifikaci obecné, nebo fadové a hodnostni podmince docist v Bollen
(1989).

2.3 Odhad a lokalni testovani

Tato kapitola velice stru¢né uvede téma odhadu a lokalniho testovani. Ve vétsiné modela
SEM se pouziva estimator minimalizujici funkci maximalni vérohodnosti. Tato funkce vsak
predpokladd normalitu, kterd v praktickém ptikladu nemusi byt vzdy splnéna. Vhodna volba
estimatoru je proto jednim z kli¢ovych krokli v modelovani SEM. Od tohoto bodu se poté odviji
testovani modelu, které je tématem dalsi kapitoly.

2.3.1 Typy estimatoru

Existuji dvé hlavni metody odhadu SEM. Prvni kategorii jsou jednorovnicové metody,
také znamé jako metody s ¢asteCnou informaci nebo limitovanou informaci, které analyzuji
rovnici pro samostatnou endogenni proménnou v ¢ase. Tyto metody neptedpokladaji normalitu,
ani identifikaci modelu, a navic oproti simultannim metodam nejsou tak ovlivnitelné chybou
ve specifikaci. Naopak nevyhodou jednorovnicovych metod jsou chybéjici testy vyznamnosti
globalniho testovani. Z tohoto divodu je v pfipadé pouziti jednorovnicovych metod Kladen
vétsi diraz na lokalni testovani. Vice o jednorovnicovych estimatorech viz Bollen (2012).

Druhou kategorii jsou simultanni metody neboli metody s Uplnou informaci, které
odhaduji vSechny volné parametry modelu najednou. Tyto metody pozaduji identifikovany
model a v zavislosti na podminkach jsou obecné vydatnéjsi nez jednorovnicové metody.
Pii analyze spravné specifikovanych modeld a nahodnych vybérii mé vydatny estiméator mensi
rozptyl odhadovanych parametrii oproti méné vydatnym estimatorim. Pravé kvuli této
vlastnosti se simultani metody pouzivaji vice nez jednorovnicové metody.

2.3.2 Kauzalni efekty v analyze cest

Predpokladejme, ze kazda endogenni proménna modelu cesty je spojita a bez zadnych
interakci. Piimy efekt kvantifikuje citlivost Y na zmény v X pfi fixaci ostatnich proménnych
s vyjimkou pfimé vazby X — Y, pro kterou neexistuji zadné mediatory (Pearl, 2009). Je to také
sklon tecny pro funkéni vztah mezi X a Y, pfi fixaci ostatnich proménnych ovliviiujici Y.
V linearnim ptipade¢ je tento sklon konstantni pti vSech trovnich X a strukturni koeficient cesty
je odhadem piimého ucinku X — Y. V nelinearnich ptipadech se sklon te¢ny méni
Vv jednotlivych urovnich X, tj. pfimy G¢inek neni konstantni. Z tohoto pohledu jsou nelinearni
vztahy zvlastnim druhem efektu, kdy velikost nebo smér vztahu mezi X a Y se méni v zavislosti
na trovnich X. V takovych ptipadech pifimy efekt nemize byt odhadnut jedinym ¢islem.

Strukturni koeficient cesty pro linedrni efekt je interpretovan stejné jako regresni
koeficient, ktery mulze byt bud Vv nestandardizované nebo standardizované formé.
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Nestandardizované koeficienty odhaduji zménu Y, vzhledem Kk jednotkové zméné exogenni
proménné X, pii fixaci ostatnich proménnych s dopadem na Y. Standardizované koeficienty
reprezentuji zménu v Y jako pomér smerodatné odchylky, vzhledem k zméné X o celou jeho
smérodatnou odchylku.

Bez interakci se nepiimy uéinek X — Y odhaduje jako soucin individualnich koeficienta
vSech pfimych G¢inkl na nepiimé kauzalni draze Tento soucin je interpretovan stejné jako
regresni koeficient zmény Y, vzhledem k jednotkové zméné v X ovliviyjici Y skrze nepiimou
cestu (bez uvazovani ptimé cesty). Pokud je v modelu vice nepfimych efekti X na Y, potom
celkovy nepiimy efekt je odhadnut jako soucet vSech jednotlivych neptimych efekti (Pearl,
2009). Stejné jako ostatni koeficienty, koeficient celkového nepiimého efektu je interpretovan

jako regresni koeficient (bez uvazovani piimé cesty).

Celkovy kauzalni u¢inek X na Y je souctem vSech pfimych a nepiimych efekth X na'Y,
pii fixaci ostatnich proménnych ovliviwgjicich Y. Celkovy efekt je interpretovan jako regresni
koeficient, a tedy jako celkova zména Y pii jednotkové zmené X.

2.3.3 Odhad pomoci maximalni vérohodnosti

Metoda ML (angl. maximum likelihood, neboli maximalni vérohodnosti) mize byt
aplikovana na celou fadu modeld strukturnich rovnic. Metoda ,,vi“ jak pouZzivat instrumenty,
aby odhadla nerekurzivni kauzalni vztahy v modelech cest. Termin maximalni vérohodnost
popisuje princip, ktery je zakladem =ziskani odhadt parametri, a tedy maximalizaci
pravdépodobnosti, ze data byly vybrany z populace. Zakladni ML odhad je z rodiny normalnich
teorii, které predpokladaji normalitu rozdéleni endogennich proménnych vzhledem exogennim
proménnym. Normalni rozdéleni mohou mit pouze spojité proménné, a proto pokud nejsou
endogenni proménné spojité, pak je potieba pouzit jinou alternativni metodu.

Minimalizované kritérium v odhadu maximalni vérohodnosti je spojeno s nesrovnalostmi
mezi kovariancemi ve vzorku a témi co jsou specifikovany v modelu. Finalni sada odhadi
parametri minimalizuje ¢tverce rozdili mezi pravé zminénymi maticemi. Parametry jsou
odhadnuty iterativné nelinearnim optimalizaénim algoritmem, minimalizujici odhadové
kritérium. MiiZeme najit 1 urcité body shody s metodou nejmensich ¢tverctl, jako napiiklad
témet identické odhady strukturnich koeficient, nebo odhad rozptylu disturbanci ve velkych
souborech.

2.3.4 Alternativni estimatory

Standardni odhady pomoci ML funguji dobie v mnoha aplikacich SEM, avsak pokud
nejsou splnény predpoklady a neni vhodné jejich pouZiti, je potfeba nalézt jiné alternativy.
Nekteré z téchto alternativ jsou urceny pro spojité endogenni proménné s nenormalni distribuci,
jiné jsou uréeny pro kKategorialni proménné, véetné ordinalnich nebo nominalnich proménnych.
V nékterych oborech, jako je vzdélavani nebo epidemiologie, kategorialni proménné mohou
byt analyzovany stejné tak ¢asto jako spojité proménné. Vice se mizeme docist v Kline (2016).
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2.3.5 Moznosti analyzy kategorialnich vysledk

Endogenni proménné jsou Castokrat tézce meéfitelné a nejsou vzdy spojité. Piikladem
muzou byt binarni proménné s 0—1 vysledkem, uspéch/netspéch. Dalsim, pomérné Castym,
prikladem jsou ordinalni proménné s vice urovnémi, které se zaznamenavaji na Likertov¢ Skale:

Jsem spokojen se svym zivotem (1 = nesouhlasim, 2 = neutralni, 3 = souhlasim)

Stupnice pro tuto otazku (1, 2, 3) rozliSuje mezi tiemi urovnémi spokojenosti. Bylo by témér
nemozné predpokladat, ze Cisla piid€lena témto tiem alternativnim odpovédim tvoii spojitou
Skalu s identickymi rozestupy. Neexistuje zadné zlaté pravidlo tykajici se minimalniho poctu
pozadovanych urovni predtim, nez Skala miZze byt prohldSena za pfiblizn€¢ normalné
rozdélenou. Obecné se bere v potaz hranice okolo 15 nebo vice Grovni. V praktickém piikladu
je v8ak velice t€Zké pouzit stupnici s minimalné€ patnacti urovnémi. Pokud respondent odpovida
na otdzku, ktera obsahuje vice nez 5 Girovni, zacina byt tézké rozlisit rozdily mezi jednotlivymi
urovnémi. Proto jsou typicky pouzity Skaly v rozmezi 5 az 10, které jesté odrazi rozdily mezi
jednotlivymi Grovnémi.

Ciselné hodnoty spojené s uréitou Likertovou stupnici, jako jsou hodnoty "1", "2" a "3"
pro nesouhlas, neutrdlni a souhlas, jsou libovolné. To znamena, ze nemaji zadny objektivni
Ciselny ani teoreticky zaklad. Napiiklad hodnoty (-1, 0, 1) pro stejné odpovedi by fungovaly
stejn¢ dobfe jako u jakékoliv jiné sady tfi Cisel ve vzestupném nebo sestupném potadi, kde je
vzdalenost mezi po sob¢ jdoucimi kategoriemi je stejna. Znamena to, stiedni hodnoty, odchylky
a kovariance v Likertové skale jsou také libovolné. Odhady v SEM pro spojité vysledky obecné
analyzuji kovarian¢ni matice, proto souhrnné statistiky pro Likertovu §kale jsou bezvyznamné.
Dalsim problémem je, ze kovariance zahrnuji Pearsonovy korelace, které jsou pro spojité

proménné.

Vysledky nékterych simulacnich studii naznacuji, Ze pfi analyze binarnich proménnych
nebo ordindlnich s malo urovnémi nebo kategoriemi mohou byt odhady pomoci maximalni
vérohodnosti nepfesné (DiStefano, 2002). Tyto simulace obecné piedpokladaji populacni
model se spojitymi indikatory. U generovanych vzorkd jsou indikatory kategorizovany tak, aby
ptipominaly diskrétni data. Obecné¢ plati, ze ML odhady a jejich standardni chyby mohou byt
prili§ malé pii analyze dat na kategorialnich proménnych. Stupefi tohoto negativniho zkresleni
se zvySuje s mensicim poctem kategorii. Pokud je v populaci pouze jeden faktor, ale indikatory
maji malo kategorii, potom jsou jednofaktorové modely Casto zamitany. Kategorizace tedy
muze fale$né ,,naznaCovat™ vice faktori. Naopak pokud je pouzito vice kategorii (6-7)
a symetrické rozdéleni, potom mize byt odhad pomoci ML ve velkych vzorcich relativné
piesny. Vysledkem vSech téchto studii je, ze maximdalni vérohodnost pravdépodobné neni
vhodna metoda pro analyzu diskrétnich proménnych s malym poctem kategorii nebo siln¢
asymetrickymi distribucemi.
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Podle autorti Finney a DiStefano (2013) celkové existuji tii moznosti analyzy modeld
s kategorialnimi vysledky:

1. Uplny WLS estimator (angl. weighted least squares, ¢esky vazené nejmensi
¢tverce), ktery neptfedpoklada urcitou formu distribuce, a tedy dokaze analyzovat
spojité i diskrétni proménné. Odhad pomoci WLS je stejné vypocetné slozity jako
ADF odhad, vyzaduje velké soubory a podléha technickym problémim v analyze,
jako naptiklad moznost selhani pfi odvozeni inverzni matice vah.

2. Robustni odhad WLS, ktery pouzivéa jednodussi maticové vypoCty nez metoda
uplné WLS. Konkrétné metody robustnich WLS pouzivaji pouze diagonalu
v matici vah z uplného odhadu WLS. Robustni WLS odhad se také skryva
zanazvy jako diagonalné vazené nejmensi Ctverce nebo modifikované vazené
nejmensi ¢tverce. Tyto metody obecné dobie funguji v pocitacovych simulacich,
s vyjimkou pfipadi, kdy je velikost vzorku jen N = 200 nebo s kategorialnimi
proménnymi jejichz distribuce jsou zna¢né zkosené.

3. K dispozici je také metoda pouzivajici uplné informace ML odhadu
pro kategorialni proménné, ktera analyzuje hruba data a je spjata s metodami
pouzivanymi v logistické nebo probit regresi.

2.3.6 Shrnuti

Stejné jako v jinych studiich, vybrani spravné metody v odhadu SEM je dulezitou
soucasti analyzy. Velké mnozstvi metod pro odhad neptiddva SEM na ptehlednosti, nicméné
kazdy vyzkumnik by mél nejdfive porozumét t€ém nejjednodusSim a poté se soustiedit
WLS pro kategorialni proménné, potiebuji vétsi soubory, aby vysledky byly piesné. Pokud
zvolend metoda neni vhodné k pouZiti, poté je nasnad¢ zvazit alternativni metody. Dal§im
dialezitym faktorem je, ze vysledky mohou byt specifické pro konkrétni metodu. To znamena,
ze pro stejny model, miizou mit dvé stejné metody zietelné odlisné vysledky. To plati zejména
pro vysledky testll vyznamnosti, na které malé rozdily v odhadnutych standardnich chybach
muzou mit velky dopad. Pfedné je vzdy dileZité respektovat cil vyzkumu a volit metodu, ktera
je vhodna pro typ pouZitych dat, a ne tu, kterd je vhodna pro lepsi vysledky globélniho testovani
modelu.

2.4 Globalni testovani

Nasledujici kapitola dostane vice prostoru nez piedchozi, protoze vefim, Ze vétSina
vyzkumnikl se bude zabyvat spiSe ukazateli ,,spravnosti modelu®, nez samotnou konstrukci
SEM. Z tohoto diivodu je dobré znat dobie indexy poskytnuté v ramci post-analyzy modelu,
testovani hypotéz a jejich pfijmuti, ¢i zamitnuti. V této kapitole budou predstavené testovaci
statistiky modelu a aproximativni indexy odhadu. Vystupem zhodnoceni modelu by mél byt
souhlas o zachovani modelu, nebo jeho odmitnuti a navrzeni respecifikace. Globalni testovani

-25-



Metodologie

poskytuje zaklad pro tuto diskuzi, ale presun do dal§iho kroku by mél byt vice racionalné nezli
statisticky podlozeny.

2.4.1 Pohled na globalni testovani

Bezmala 40 let trvajici diskuze o posouzeni vhodnosti modelu neni jest¢ zdaleka
uzavienou kapitolou (Kline, 2016). Stejné jako pfedchozi kapitoly, i tato kapitola je aktivné
rozvijena védci a pokud ¢lovek vice pronikne do SEM snadno zjisti pro¢. V SEM neexistuje
zadny vSeobjimajici index, ktery by dokazal zhodnotit odhadnuty model a na jehoz zakladé¢
bychom jej dokazali zamitnout ¢i piijmou. Nékteré indexy se tomuto snazi piiblizit, nicméné
v SEM existuji spousty specifickych indexd, které testuji uréitou ¢ast nezli jeden robustni index.
Z tohoto duivodu je téma globalniho testovani aktivni soucasti vyzkumu, ale obecné vzato se
pouziva set statistik, které budou pozdéji predstaveny.

Pokud se ptate, pro¢ neexistuje jeden souhrnny index, jsou nasnad¢ dva hlavni divody.
Prvni diivod je ryze statisticky, druhy spis filozoficky, ale oba dva odrazi spolecnou myslenku.
Idedlni model neexistuje. Realita, kterou vnimédme neni zdaleka explicitnim odrazem
skutecnosti, ale spise implicitni shodou udalosti a ndhod. V tomto pohledu je kazdy statisticky
model jen piiblizenim reality, kterou je nedostizné zachytit a popsat. Pokud udélame model
moc jednoduchy, potom nikdy nezachytime podstatu skutecnosti, naopak pfilis slozity model
také moc uzitku nepfinese. Proto neexistuje, a asi ani existovat nebude, jeden souhrnny index,
ktery by hodnotil, jakkoliv komplexni modely pouzité za riznych podminek. Ve skute¢nosti
v SEM neexistuje zadna testovaci statistika poskytujici jednoduché ano nebo ne na otadzku, zda
by mél byt model zachovan. Existuji jen doporuceni a zazit¢ postupy, které pomahaji
interpretovat testovaci statistiky. Ty se nedaji aplikovat na vSechny modely SEM, proto je
dilezité znat jejich zaklady a pouZiti.

Existuji desitky testovacich statistik a dalSi jsou vyvijeny. S tim souvisi zejména dva
problémy. Za prvé v riznych studiich jsou pouzivany razné statistiky. Za druhé, lze vybirat
testovaci statistiky podle ptiznivosti jejich vysledku. Pfi pouziti SEM je nutné se soustiedit
na kazdy krok v celé studii, a nejen na souhrnné statistiky testovani modelu. Pted popisem
individualnich testovacich statistik je dobré mit na paméti nasledujici omezeni (Kline, 2016),
které jsou pfitomny v podstaté ve vSech globalnich testovacich statistikach:

1. Hodnoty testovacich statistik jsou pouze pramérnym odhadem. Typicky jsou
Vv pribéhu odhadu vSechny nesrovnalosti kumulovany do primérné hodnoty a
poté model miize vypadat jako spravny i ptes jeho neadekvatnost. Doporucuje se
reportovat specifi¢téj$i informace ohledné odhadu modelu, a nejen testovaci
statistiky. Vice napt. v diskuzi autord Tomarken a Waller (2003).

2. Vzhledem k tomu, Ze jedna statistika odrazi pouze urcity aspekt odhadu, potom
pfiznivd hodnota této statistiky sama o sob& neznamend, Ze je cely model
piijatelny. Neexistuje zadné kouzelné cislo, které celkové zhodnoti spravnost
modelu.
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3. BohuZzel globalni testovaci statistiky neodrazi vztah mezi vhodnosti modelu
a mirou Spatné specifikace. To znamend, ze zadny index ndm netekne, jak moc se
model lisi od dat. Naptiklad nemizeme zjistit, zdali jsme zvolili spravné smér
Vv strukturnim modelu, nebo spravny pocet faktori v méficim modelu.

4, Statistiky neindikuji, zdali jsou vysledky teoreticky vyznamné. Naptiklad smér
nekterého ze strukturnich koeficientd muaze byt opacny, nez se prepoklada, ale
statistiky odhadu v potadku. Potom je potieba najit a vysvétlit divody této
anomalie.

5. Statistiky fikaji malo o tom, jak model dokéze predikovat na tirovni jedince.

2.4.2 Testovaci statistiky modelu

Plivodnimi testovacimi statistikami jsou obecné chi-kvadrat statistiky, které testuji, zdali
existuji rozdily mezi kovarianci odhadnutych parametri a kovarianci v populaci. Zamitnutim
nulové hypotézy fikdme, ze na zakladé naseho odhadu mame dtikazy, které jsou v neprospéch
modelu. Zaroven by bylo vhodné vysvétlit rozdil mezi uvazovanym modelem a realitou.

Takto navrzeny ,,akceptacni® test predpokladd spravnost modelu a nezamitnuti nulové
hypotézy podporuje ponechdni modelu. Zamitnuti nulové hypotézy je tedy odmitnutim modelu
pii nizké statistické vyznamnosti (p = 0,05). Tato ,,zamitaci* logika je pfevracena oproti
klasickému testovani, kdy zamitnuti nulové hypotézy (p < 0,05) podporuje stanovenou teorii.
Z té&chto dvou pristupt je prvni logicky slabsi, protoZe v piipadé nezamitnuti nulové hypotézy
nic nefika o tom, zdali je tvrzeni spravné, nebo ne (Schumacker a Lomax, 2010). Nizka sila
»akceptacnich® testi znamena malou Sanci detekovat Spatny model, coz se mlze projevit
zejména pii malych souborech, kdy je vétsi Sance, Ze Spatny model bude zachovan. Naopak
V ,,zamitacich* testech maly soubor znamena vétsi Sanci odmitnuti modelu. Stanoveni nizsich
hodnot o v zamitacich testech brani pfijimani faleSnych tvrzeni. Je to proto, Ze chyba typu I
Vv tomto kontextu znamena, Ze stanovena je teorie je Spatna. V akceptacnich testech se musime
zabyvat chybou typu I, protoZze nepravdivé tvrzeni v tomto kontextu vyplyva z nezamitnuti
nulové hypotézy. V tomto ohledu stanoveni nizSich hodnot o nepomaha pfijimat spravna
tvrzeni.

Rozhodnuti, zdali zamitnout, ¢i nezamitnout nulovou hypotézu ndm muze jen napoveédet,
zdali chceme zachovat, ¢i odmitnou cely model. Kromé vysledku testu musime také piihlédnout
k velikosti vzorku, na kterém model odhadujeme. V malych souborech je snazsi nezamitnout
Spatny model, naopak ve velkych mizeme odmitnout spravny model. Tento test je jen jednim
z mnoha kritérii, podle kterych posuzujeme samotny model. Pokud model neprojde chi-kvadrat
testem, neznamena to, Ze i hned zamitneme cely model. Je to spi$ prvni varovani v celkovém
komplexnim hodnoceni spravnosti modelu.

2.4.3 Aproximativni indexy odhadu

Aproximativni indexy odhadu nejsou testy vyznamnosti, takze pro né neexistuje
jednoznaéné rozhodnuti, jestli chceme zachovat, nebo odmitnout nulovou hypotézu a cely
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model. Misto toho jsou tyto indexy zamysleny jako spojité ukazatele korespondence modelu
s daty. Neékteré z téchto indext jsou Skalovany jako ,,Spatnost odhadu®, kde vyssi hodnoty
ukazuji hor$i odhad, dalsi jsou Skalovany jako ,,spravnost odhadu®, tedy ¢im vyssi hodnota, tim
1épe. Hodnoty nékterych indexti spravnosti jsou vicemén¢ standardizovany a jejich rozmezi je
mezi 0 az 1, kde 1 oznacuje nejlepsi vysledek (Kline, 2016).

Dale jsou popsany cCtyti kategorie aproximativnich indexti odhadu. Tyto kategorie nejsou
vzajemné vylucéné, protoze nékteré indexy mohou byt zafazeny do vice nez jedné:

1. Absolutni indexy méti jak dobie a priori model vysvétluje data. Pokud model
odpovida datim, jesté¢ to samo o sobé neznamend, ze je to adekvatni model.
Dtivodem je, ze kazdy Spatné specifikovany model mtize byt upraven ptfiddnim
parametrti az do bodu, kdy dfy, = 0 a tedy pfesné identifikovany model bude
dokonale vysvétlovat pozorované kovariance.

2. Inkrementalni (relativni, srovnavaci) indexy méfi relativni zlepSeni odhadu
modelu oproti zdkladnimu modelu. Zékladni model je obvykle nezavisly model,
ktery ptredpoklada, ze proménné nejsou korelované — kromé exogennich
proménnych, pokud jsou v modelu i1 endogenni proménné. V podstaté
inkrementalniho indexy fikaji, jak si vede odhadnuty model v porovnani
s nejhorsim (nejjednodussim) modelem, ktery bychom mohli specifikovat.

3. Upravené indexy ,,Setrnosti“ zahrnuji do svych vzorct korekci o komplexnost
modelu. Mulaik (2009) definuje Setrnost modelu jako ¢etnost volné odhadnutych
parametrti vzhledem k poétu pozorovani. Setrnost souvisi s dfy, ale nejde
0 synonyma, jelikoZ dfy, neni proporcionalni mirou vztahu mezi pozorovanim
a parametry. Napftiklad hodnota df;; mlze byt relativné vysoka pti velkém poctu
pozorovanych proménnych, ale zaroven proporéné mala ve srovnani s poctem
pozorovani s mnoho volnymi parametry v komplexnim modelu. Mulaik (2009)
stanovil ,,Setrnostni® pomér jako pomér mezi df,, odhadovaného modelu a dfp
zakladniho modelu. Idedlni model by poté mél index rovny jedné, a tedy stejny
stupen volnosti jako v zdkladnim modelu.

4. Prediktivni indexy posuzuji odhad na zdkladé¢ replikaci hypotetickych vzorka
stejné velikosti a ndhodné vytaZzenych z populace jako ptivodni soubor.

Vzorce néekterych aproximativnich indextt zahrnuji testovaci statistiky modelu.
V standardni datové analyze existuje podobny vztah mezi testovacimi statistikami a méfenim
velkosti efektu (dopadu). Mnoho méfeni dopadu muze byt vyjadieno funkci testovacich
statistik a naopak (Byrne, 2009). Vztah mezi testovacimi statistikami a aproximativnimi indexy
je zalozen na stejném piedpokladu o distribuci. Pokud tyto pfedpoklady nejsou dodrzené,
potom hodnoty obou mlizou byt neptesné.

Zakladni otdzkou pro aproximativni indexy je, jaké hodnoty jsou jeSté¢ pro odhad
pfijatelné a na zdkladé jakych mlZu odmitnout model. Na tuto otizku neni jednoducha
odpoveéd’, protoze neexistuje zadna piima souvislost mezi hodnotami indexi a chybou
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specifikace. V praxi se vSak pouzivaji mezni hodnoty, které jsou obecné piijaté za pravdivé
a které byly odvozeny ze simula¢nich studii. O téchto meznich hodnotach se vedou historicky
diskuze, zdali jsou pravdivé ¢i ne, obecné vzato vSak zatim neexistuje lepsi zpisob hodnoceni
modelu nez pravé podle téchto hodnot.

2.4.4 Chi-kvadrat statistika

V zavislosti na konkrétnim pocitacovém nastroji SEM chi-kvadrat se vypocita jednim
Z nasledujicich dvou zptsobti:

(N-1)F, nebo N(F, ) (2.6)

kde F,; je hodnota minimalizované funkce v odhadu pomoci maximalni vérohodnosti.
Pti velkych vzorcich jsou souciny pifedchoziho vzorce asymptotické a za predpokladu
normalniho rozdéleni maji oba dva souéiny chi-kvadrat rozdéleni se stupni volnosti modelu
dfy. Z tohoto diivodu je ptedchozi vyraz nazyvan minimalni chi-kvadrat funkci odhadu, nebo
chi-kvadrat vérohodnostni pomér a oznacovan jako yz. Hodnota yz pro piesné identifikovany
model se rovna nule, ale technicky neni metoda definovana pro pfipady, kdy model nema stupné
volnosti. Pokud y% = 0 model perfektn& odpovid4 datiim. V pieidentifikovanych modelech,
pokud hodnota yZ vzroste, potom ocekdvame $patné specifikovany model. Tedy yZ je index
»Spatnosti“ odhadu.

Ve velkych souborech, a za ptedpokladu normalni distribuce, je hypotéza o zadnych
rozdilech mezi kovarianci odhadnutych parametrii a populaci testovana pomoci yZ
pro ptedidentifikovany model. Pro spravné specifikovany model, analyzovany skrze nahodné
vybéry z populace, by ogekdvana hodnota yZ méla byt stejna jako stupeii volnosti df),
bez ohledu na velikost souboru.

Musime vsak brat v potaz, ze model a data jsou konzistentni v mezich vybérové chyby
a pokud je hypotéza HO o ptesné shod¢ zachovana, potom poiad nevime, zdali je model
spravny. Model muze byt stale Spatné specifikovany, nebo soucasti mnoha dalSich
ekvivalentnich, nebo témét ekvivalentnich modeld, které maji kovarian¢ni matice stejné, nebo
velice podobné pozorovanym datim. Hodnota yi se da lehce snizit piidanim volnych
parametri do modelu, které generuji komplexnéjsi model. Naptiklad Stata dokaze posoudit
vhodnost volnych parametrii s dopadem na yZ. P¥idanim téchto parametrii se miizou zasadné
zlepsit statistiky odhadu, problémem vSak zlstava, zdali pfidani parametri do modelu je
v souladu s testovanou teorii.

Podle Klina (2016) hodnota yZ mize byt ovlivnéna:

1. Nenormdlnim rozdélenim proménnych: x% je vychylené v zavislosti na typu
nenormalniho rozdé€leni. Muze byt vétsi, takze odhad se bude zdat horsi, nez
ve skuteénosti je, nebo yZ mize byt mensi, takZze odhad vypada lepsi, nez je.
Z tohoto diivodu je dilezité pred zaciatkem odhadu projit data a zjistit mozné
problémy, pokud chceme pouzit metodu piedpokladajici normalitu. Dalsi
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moznosti je pouzit jinou metodu pro chi-kvadrat statistiky, kterd dokaze ocistit
odhad od nenormaélnosti.

2. Velikost korelace: Ve $patnych modelech obecné vedou vétsi korelace mezi
pozorovanymi proménnymi k v&tsim hodnotam y4. V piipadé vétsich korelaci je
vetsi Sance diskrepanci mezi pozorovanymi proménnymi a predikovanymi
korelacemi (i kovariancemi).

3. Unikatni rozptyl: Analyza proménnych s vysokym podilem jedine¢né rozptylu
vede ke ztraté statistické sily. Pokud test ma nizkou statistickou silu detekovat
problémy v modelu, potom vysledky testu mohou vést ke Spatnym zavérim
a vybéram méticich komponent.

4. Velikost vzorku: Jak jiz bylo popsano, velikost vzorku ma vliv na vysledek chi-
kvadrat testu. Hodnota yz roste s velikosti vzorku, a tedy modely s velkym
poctem pozorovani budou spiSe zamitnuty nez ty s mensim.

2.4.5 Chi-kvadrat pro ostatni estimatory

Chi-kvadrat statistika je spojena s odhadem pomoci maximalni vérohodnosti, ale tento
model ma obdobnou formu i za pouziti jinych metod. Napiiklad symbol 3,z oznaluje chi-
kvadrat model pii pouziti estimatoru ADF (asymptoticky volné distribuce). Ten se rovna
sou¢inu N-1 nebo N a F,;pp, hodnoty minimalizované odhadové funkce v metodé ADF
(DiStefano, 2002). Stupeii volnosti se rovna dfy,.

Chi-kvadrat testovaci statistikou Vv robustni maximalni vérohodnostni metod¢ (MLR) je
obecné §kalovany Saatoriiv-Bentlertiv chi-kvadrat, oznacovany jako yZz. Ten se spocita
zapomoci $kalovaciho kore¢niho faktoru ¢ a neSkalované chi-kvadrat statistiky (Finney
a DiStefano, 2012):

2
o =2 (2.7)
c
Hodnota c reflektuje primérnou $picatost v hrubych datech. Distribuce y2%; skrze nahodné
vybéry jen aproximuji chi-kvadrat rozdéleni, ale maji asymptoticky spravné primérné hodnoty
(sttedni hodnota je dfy,).

Upraveny Saatorav-Bentleriv chi-kvadrat je zaloZen na korekci méfitka tak, aby jeho
distribuce byla blizsi chi-kvadrat rozd€leni s asymptoticky spravnymi priméry a rozptyly. Tato
statistika ma typicky odhadnuty stupeii volnosti vyjadieny desetinnym cislem, které se dale
vyuziva pro spocitani p-hodnoty (Finney a DiStefano, 2012). Obecné se ale vice pouziva
skalovana Saatorova-Bentlerova statistika oproti upravené verzi.

2.4.6 RMSEA

RMSEA (root mean square error of approximation), oznaovana jako €, je absolutni
index odhadu méfici jeho Spatnost, tedy 1 znamena nejhor$i mozny vysledek, a naopak O
nejlepsi mozny. Obecné RMSEA vychazi 1épe v modelech s vétsim poctem stupnit volnosti,
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nebo v modelech, které jsou odhadovany nad velkym pocétem pozorovani. Standardné je
RMSEA po odhadu vykazovana s 90 % intervalem spolehlivosti, tedy:

[£,..80] (2.8)

kde €; je dolni hranice odhadu € a €; je horni hranici odhadu €. Pokud € = 0, potom €, = 0
acely interval se stane jednostrannym, piiemz €; > & (Schumacker a Lomax, 2010).
To vysvétluje, proc je typicky pouzivan devadesati procentni interval spolehlivosti namisto 95
%, pro oboustranny interval. Pokud € > 0, potom €, > 0 a zaroven hodnota € obvykle nespada
do presného sttedu mezi horni a dolni hranici.

Statistika chi-kvadrat méfi vzdalenost odhadu modelu od perfektniho, nebo ptresného
odhadu. Oproti tomu € méfi vzdalenost odhadu modelu od blizkého, nebo aproximativniho
odhadu. Tedy & = 0 neznamena, Ze odhad je perfektni, ale naznacuje jen to, Ze diskrepance
mezi modelem a daty neptekrocila limit blizkého odhadu. Limit blizkého odhadu je definovan
jako (Byrne, 2009):

Ay =max(0, x4 —dfy, ) (2.9)

a je roven maximu vyrazu, tedy nule, nebo rozdilu mezi chi-kvadrat statistikou modelu a jeji
sttedni hodnotou (tzn. dfy,) V chi-kvadrat rozdéleni, predpokladajici perfektni odhad.
Pokud:

22 <df,, (2.10)

potom A,= 0 a neni rozdil mezi odhadem a blizkym odhadem (jinak Ay> 0 a xZ > dfy).
Pokud je distribuce necentralni, vektor hodnot neni normalizovan se stfedni nulovou hodnotou,
a potom A,, reprezentuje necentralizovany parametr A,; v rozdé&leni:

20 (dfy . Ay) (2.11)

které popisuje rozdéleni € kdykoliv model neni pfesnym odhadem v Souladu s kovarianéni
matici populace (tedy Ay > 0) (Byrne, 2009). Pokud je vsak odhad perfektni (Ay,= 0), potom
€ ma centralizované chi-kvadrat rozdéleni se stupni volnosti dfy,.

Kdyz A,> 0, potom & > 0 a vzorec pro £ je nasledujici (Byrne, 2009):

A

Ay

L IND) (2.12)

€=

Obecné se pouzivaji hrani¢ni hodnoty 0,01, 0,05 a 0,08 pro indikaci excelentniho,

dobrého a primérného odhadu. RMSEA vétsi nez 0,1 se povazuje za indikator Spatného

odhadu. Pokud je dolni hranice mensi nez 0,05, potom neni mozno zamitnout hypotézu o tom,

ze odhad je dobry. Naopak, pokud je horni hranice nad 0,1, potom neni mozno zamitnout
hypotézu o tom, ze odhad je Spatny (Kline, 2016).
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2.4.7 CFI

Bentlertiv index CFI (comparative fit index) je inkrementalni index a fadime jej mezi
indexy spravnosti odhadu. Hodnoty tohoto indexu se pohybuji mezi 0 a 1, kdy 1 je nejlepsi
mozny vysledek. CFI porovnava vzdalenosti blizkosti odhadu mezi odhadovanym modelem a
zékladnim, nulovym, modelem. Pro modely, kde x% < dfy, (tedy A, = 0) je CFI =1 (zadny
rozdil od blizkého odhadu). V dalsich ptipadech je vzorec CFI nasledujici:

CFl=1- AAM (2.13)
AB
kde Ag je definovano pro zakladni model jako:
Ay =max (0, z§ —dfy) (2.14)

kde 2 a dfy je chi-kvadrat statistika a stupné& volnosti zdkladniho modelu (Schumacker
a Lomax, 2010). V pouziti na realnych datech je vétSinou hodnota y3 velka, takze situace kdy
X% < dfp nastava jen vzacné. Interpretace vysledku je potom nasledujici. Napiiklad pokud CFI
=0,9 potom CFI tika, Ze odhadovany model je 0 90 % lepsi nez zékladni model.

V disledku je CFI upravenou verzi ,relativniho necentralniho indexu®, pro ktery se
hodnoty mizou pohybovat i1 pfes normalizovanou hranici 0—1. Souvisejicim a pouZivanym
indexem je ,,Tuckeroviv-Lewisiv index“, zkraicen¢ TLI a jeho obdobna verze NNFI
(nenormovany index odhadu). Ty jsou upravené o fixaci stupiii volnosti pro jak zékladni, tak
odhadovany model (Widaman a Thompson, 2003). Oba dva indexy muzou piesahnout hranici
1,0 a ve vysledném reportu by mél byt jen jeden, protoze jejich vysledky jsou siln¢ korelovany.

VSechny inkrementalni indexy jsou kritizovany z hlediska pouZiti nulového, nebo
nezavislého modelu jako zakladniho modelu, coz je skoro vzdy pravda. Pfedpoklad nulovych
kovarianci je viceméné nemozny ve vSech studiich. Je vSak mozZné specifikovat jiny
realistictéjsi zakladni model, nez je nezavisly model. Pfikladem muze byt panelovy nezéavisly
model, ktery se pouziva v panelovych studiich srepeticemi proménnych v méfticich
komponentech. V zakladnim modelu jsou vSechny kovariance zafixované na nulu, ale praiméry
a rozptyl proménnych v méficich komponentech jsou stanoveny podle dalSich ¢asovych
obdobich panelu, vice Widaman a Thompson (2003).

Pouziti CFI je spjato s dal§im piedstavenym indexem a to SRMR. Diivodem pro pouziti
dvou index1 je ten, ze CFI se zda byt nejcitlivéjsi na Spatnou specifikaci strukturniho modelu,
pficemz SRMR se zda byt nejcitliveéjsi na Spatnou specifikaci kovarianci faktort pfi testovani
CFA méficich modeli. Kombinaci téchto dvou indexii posuzujeme, zdali mame odhad
akceptovat, pficemZz indexy by se mély pohybovat v nasleduji hladiné¢ CFI > 0,95 a
SRMR < 0,08 (Kline, 2016).

-32-



Metodologie

2.4.8 SRMR

SRMR je absolutni index, ktery méii Spatnost odhadu. Jedna se o standardizovanou verzi
RMR, coz je stfedni absolutni hodnota kovarianci rezidui. Pokud by model perfektné odpovidal
datiim, potom RMR = 0 a tedy ¢im vyssi hodnota, tim horsi je odhadovany model. Problémem
RMR je, Ze je pocitan skrze nestandardizované hodnoty proménnych, takze jeho hodnota zavisi
na jejich skale. Tim paAdem RMR muize byt Spatn¢ interpretovatelny a misto ného se pouziva
standardizované SRMR. SRMR je tedy mirou stfedni absolutni korelace rezidui, celkového

rozdilu mezi pozorovanymi a predikovanymi korelacemi. Spatny odhad indikuji hodnoty
SRMR vétsi nez 0,10 (Kline, 2016).
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3 Analyza a vysledky

3.1 Analyza méfriciho modelu

3.1.1 Rovnice mériciho modelu

Zaklady strukturniho modelu byly stanoveny v kapitole 2. Kromé strukturniho modelu,
je potieba definovat jesté tzv. métici model (measurement model). Tento model je stejny jako
faktorova analyza, tudiz propojuje indikatory (viz popis kapitola 2.4.1) a latentni proménnou.
Muzeme se na néj divat jako na komponenty celkové modelu.

Prvni takovou komponentou je méfeni proménné cilevedomost ditéte. Model lze

znazornit a prepsat jako:

D

=

rYQ25 a| [rYQ25 b ryQ25 ¢

© © ©

Obrazek 3.1: Méfici model — cilevédomost ditéte

rYQ25_a= A, x d_cilevédomost + &,
rYQ25_b =4, xd _cilevéedomost + ¢,, (3.1)
rYQ25_c = A4, x d _cilevédomost + &,

Druhou komponentou je méfeni proménné pracovitost ditete. Model lze znazornit

a prepsat jako:

YQ25 f | | YQ25 g | | YQ25 h

© © ©

Obrazek 3.2: Mé&fici model — pracovitost ditéte
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rYQ2s5_ f =4, x d _ pracovitost + &,
ryQ25_g =4, xd _ pracovitost + &, (3.2)
rYQ25_h= 4, x d _ pracovitost + &,

Obecné lze model piepsat jako:

my=4xf+g =123 j=1.6 (3.3)

1]

Pricemz m je pozorovana proménna, f je faktor a ¢ je chyba. Index i znaci otazku v ramci faktoru
a index j faktor.

3.1.2 Faktorova analyza

Prvnim krokem dvoustupiiové analyzy je provedeni faktorové analyzy. Jejim cilem je
validovat méfici komponenty, kvalitu odhadu latentnich proménnych.

Pro kazdy faktor je spocitana reliabilita (Cronbachovo alfa) a faktorové zatéze (DeVellis,
2012). Protoze faktorova analyza ptedpoklada normalitu dat, latentni proménné jsou spojité
a moje data ordinalni, je potieba pouzit polychorické korelace, aby byly spravné vypocitany
jednotlivé vahy faktoru. Jelikoz v mé studii znam pocet faktord a k nim ptifazené indikatory,

tak zvolim pfistup CFA — konfirmaéni faktorovou analyzu.

Jednotlivé vysledky reliability a faktorovych zatézi jsou shrnut v tabulce 3.1. U proménné
cilevedomost vysla reliabilita (Cronbachovo alfa, v tabulce jako c-alfa) nad 0,7 u ditéte, matky
i otce. U proménné pracovitost vysla reliabilita okolo 0,7. Pro moji studii jsou tyto hodnoty
piijatelné (DeVellis, 2012). Dale faktorové zatéze, spocitané po polychorické korelaci, vysly
vSechny nad 0,4, takZe ani v nich neni problém.

Faktor Dit¢ Matka Otec Dité Matka Otec
. Vah Vah Vah
Otizka faktoru faktoru faktory C-alfa C-alfa C-alfa
Cilevédomost 0,834 0,740 0,704
Casto si stanovim cil, ale nakonec jdu
za jinym. 0,665 0,585 0,557
Mam problémy udrzet pozornost na projektu
déle nez nékolik tydni. 0,754 0,613 0,575
Nové napady odvadi moji pozornost
od drivéjsich napadu. 0,716 0,646 0,622
Pracovitost 0,735 0,676 0,651
Jsem tvrde pracujici. 0,794 0,684 0,633
Vétim, ze se dokazi vyporadat s ne¢ekanymi
situacemi. 0,688 0,420 0,537
Vétsinou udélam vice, nez je zadano. 0,800 0,623 0,604

Tabulka 3.1: Faktorova analyza — cilevédomost, pracovitost
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3.2 Analyza SEM

Posledni ¢asti je analyza strukturniho modelu. Nejdiive je potieba postavit konecny
model, ktery pak odhadnu pomoci SEM v programu Stata a poté validuji.

3.2.1 Strukturni model

Strukturni model se sklada z cest mezi latentnimi proménnymi. Jak jiz bylo zndzornéno
na obrazku 1.2, tento model obsahuje 6 spojitych latentnich proménnych, z toho 4 exogenni
a 2 endogenni. Jednotlivé cesty mezi latentnimi proménnymi jsou rovnice postavené na zaklade
hypotéz stanovenych na zacatku vyzkumu, tj. cilevédomost matky i otce pozitivné ovliviiuje
cilevédomost ditéte, pracovitost matky i otce pozitivné ovliviiuje pracovitost ditéte. Celkove
tedy lze strukturni model zapsat rovnicemi jako:

d _cilevedomost = 5, xm _ cilevédomost + f,, x o _ cilevédomost + &,

) . . 3.4
d _ pracovistost = B, xm _ pracovistost + f3,, x0 _ pracovistost + &, (34
pfi¢emz f znaci strukturni koeficienty (path coefficients).
Matka Matka Otec Otec
Pracovitost Cilevédomost Pracovitost Cilevédomost
Dité Dité
Pracovitost Cilevédomost

Obrazek 3.3: Strukturni model

Strukturni model je znadzornén na obrazku 3.3. Celkovy model lze tedy graficky znazornit
jako graf na obrazku 3.4, ktery se nachazi na dalsi strance. Takto vypada model v grafickém
prostiedi SEMbuilder v programu Stata. Do modelu jsou pfidany kovariance cilevédomosti
a pracovitosti. Lze predpokladat, ze tyto dvé proménné jsou spolu spjaty a cilevédomy clovek
bude pracovity a naopak.
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3.2.2 Odhad strukturniho modelu

Cely model je odhadnut v programu Stata. Pro odhad byla pouzita funkce sem. Data jsou
ordinalniho typu, proto je pouzit robustnéjsi estimator, ktery nepfedpokladd normalitu dat
a spojitost dat method(adf) (ADF = asymptotic distribution free). VSechny uvedené koeficienty
jsou standardizovany.

Odhadnuty strukturni model:

Matka
Pracovitost

Matka
Cilevédomost

0,390%**

Ditg
Pracovitost

Otec
Pracovitost

0,246% %%

Dité
Cilevédomost

Otec
Cilevédomost

0,302%**

Obrazek 3.5: Odhadnuty strukturni model

Jednotlivé cesty jsou nositelé hypotéz, tedy:

Koeficient p-hodnota

H1: Cilevédomost matky — Cilevédomost ditéte -0,030 0,587

H2: Pracovitost matky — Pracovitost ditéte 0,302 0,000***
H3: Cilevédomost otce — Cilevédomost ditéte 0,390 0,000***
H4: Pracovitost otce — Pracovitost ditéte 0,246 0,000***

Tabulka 3.2: Odhadnuty strukturni model a hypotézy

Na prvni pohled je zfejmé, Ze aZ na cestu mezi cilevédomosti ditéte a matky, vySly
strukturni koeficienty vyznamné a kladné. Na velikosti koeficienti nezalezi tolik, jako na sméru
koeficientu. Pokud se model jako celek bude jevit vyznamny, budu moci fici, ze jsem ziskal
dostatek diikazl pro potvrzeni hypotéz H2 — H4. Na druhou stranu strukturni koeficient na cesté
mezi cilevédomosti ditéte a matky vySel statisticky nevyznamny a zaporny (p= 0,587,
L= —0,030) a je vrozporu vV mnou stanovenou hypotézou. V modelu byla odhadnuta i
kovariance mezi cilevédomosti a pracovitosti matky. Jelikoz cilevédomost matky se jevi jako
statisticky nevyznamna, jiz podle o¢ekavani, 1 kovariance mezi t¢mito dvéma proménnymi je
statisticky nevyznamna (p = —0,174). Dtavod pro¢ podle modelu matka nema piimy vliv
na cilevédomost ditéte, mize byt zajimavym namétem k diskuzi.
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3.2.3 Validace modelu

Az na vyse uvedené vyjimky, vSechny koeficienty vysly statisticky vyznamné a kladné.
Dalsi validaci provedu oproti testovacim statistikdm, ktera jsou dostupné po odhadu zadanim
ptikazu estat gof, stats(all). Sumarni tabulka s testovacimi statistikami je nasledujici:

Hodnota

Vérohodnostni pomér

x%(182) 292,080

p > x? 0,000

x%(210) 1223,221

p > x? 0,000
RMSEA

RMSEA 0,068

dolni hranice 0,058

horni hranice 0,079

pclose 0,002
Ziakladni model — porovnani

CFlI 0,847

TLI 0,817
Velikost rezidui

SRMR 0,182

CD 0,995

Tabulka 3.3: Statistiky globalniho testovani

Vérohodnostni pomér

e P-hodnota u x2(182) vySla mensi nez 0,05. Mohu zamitnout nulovou hypotézu,
ze odhadnuty model je stejné dobry, jako saturovany model (saturovany model je takovy,
ktery pfedpokladd kovarianci mezi vSemi proménnymi), ktery vysvétluje kovarianci
perfektné.

e P-hodnota u x2(210) vysla mensi nez 0,05. Tato statistika testuje zakladni model
(zakladni model ptedpoklada, ze proménné nejsou korelované — kromé exogennich
proménnych, pokud jsou v modelu i endogenni proménné) oproti saturovanému modelu.
Mohu tedy na pétiprocentni hladin¢ vyznamnosti, i na jakékoliv jiné, zamitnout nulovou
hypotézu o tom, ze zdkladni model je stejné dobry jako saturovany.

Bohuzel tato statistika byva Gasto zkreslena charakterem dat i velikosti souboru. Cim vice
je pozorovani, tim sice se tato statistika jevi jako statisticky vyznamna a naopak (Kline, 2016).
Proto modely s velkym pocet pozorovani byvaji skoro vzdy zamitnuté. Je dobré se podivat
I na dalsi indexy.

RMSEA

e RMSEA =0,068, spada tedy do oblasti primérného odhadu. Nemohu vsak odhad oznacit
za Spatny, jako v pfipad¢ chi-kvadrat statistiky.
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e Pokud je dolni hranice mensi nez 0,05, potom neni mozné zamitnout hypotézu o tom,
ze odhad je dobry. Naopak, pokud je horni hranice nad 0,1, potom neni mozné zamitnout
hypotézu o tom, Ze odhad je Spatny. Podle téchto kritérii tésn¢ zamitam hypotézu o tom,
ze je odhad dobry (dolni hranice = 0,058) a naopak zamitam hypotézu o tom, ze je odhad
Spatny (horni hranice = 0,079). Posledni hodnota pclose udava pravdépodobnost,
7e RMSEA < 0,05. Tedy, Ze odhadnuté momenty se blizi momentim populace. Podle
pclose (pclose = 0,002) se tento model neblizi momentiim populace.

CFI TLI

e TFI a CFI jsou podobné statistiky, které porovnavaji odhadnuty model se zakladnim
modelem. Obecné, ¢im blize se koeficient blizi k jedné, tim 1épe. Dobré hodnoty jsou
brany od 0,95, nebo 0,9 vyse. V. mém modelu jsou CFl = 0,847 a TLI = 0,817, a proto
nepokladam tyto hodnoty za dostacujici.

SRMR, CD

e SMRM je mira primérného rozdilu mezi pozorovanymi a implicitnimi korelacemi. Cim
blize nule, tim lépe, pfiCemz obecné povazovana hranice je 0,08. V mém modelu se
SRMR = 0,182 a tedy model nespliiuje stanovenou hranici.

e CD je podobné R?, &im blize jedné, tim 1épe. CD = 0,995 a tedy vypocitana hodnota se
blizi jedné.

Celkové model vychazi rozporuplng. Na zdklad¢ testovacich statistik a spocitanych
indexti nemohu fici, Ze odhadnuty model je dobry. Na druhou stranu vétSina hodnot je tésné
pod obecné uvazovanymi hranicemi a v n€kterych ptipadech jsem zamitl Spatnost odhadu.
SpiSe, neZ na pouzité techniky bych pfi€iny tohoto vysledku hledal v logické vystavbé modelu.
Testovany model bude vzdy tak dobry, jako je jeho puvod. V diskuzi se tedy pokusim nastinit
nékteré aspekty, které mohou celkovy vysledek ovlivnit.

Dalsim krokem proto mtize byt ladéni modelu a snaha modifikovat model tak, aby 1épe
vychazel. To se da provést v programu Stata pomoci piikazu estat mindices, ktery navrhne
zmény v modelu tak, aby byl model celkové statisticky vyznamnégjsi. Tyto zmény jsou vSak
mozné jen za splnéni piedpokladu, Ze jsou v souladu s teorii, nebo jsou logicky odivodnitelné.
Pokud bych do modelu pfidaval cesty mezi proménnymi (rovnice) bez ohledu na teorii, kterou
model testuje, potom by model sice vychazel statisticky vyznamny, ale z logického hlediska by
byl nepouzitelny. Ostatné mohu zde ukazat piiklad, kam vede neustalé piidavani cest
do modelu. Model na obrazku 3.6 vykazuje 0 mnoho lepsi statistiky neZ mnou uvazovany
model. Z praktického hlediska je vSak tento model nepouzitelny, jelikoz komplexita modelu je
tak vysoka, ze neni interpretovatelny.
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Obrazek 3.6: Respecifikovany model

3.3 Diskuze

Vyse uvedend studie zkoumd zavislosti mezi charakterovymi vlastnostmi rodict

astejnymi vlastnostmi jejich déti. Tato studie je pokracovanim velkého poctu vyzkumi
osobnosti jedince, pficemz charakterové vlastnosti jsou definovany pomoci modelu Velké
pétky. Mnou vybrana vlastnost byla svédomitost, kterou jsem vybral na zakladé nejvétsiho
piinosu pro zaméstnani (Barrick a Mount, 1991). Podle Goldberga (1992) muZzeme méfit
kazdou charakterovou vlastnost dal§imi vlastnostmi, které ukazuji na spole¢ny faktor. Z téchto
menSich vlastnosti svédomitosti vlastnosti jsem vybral pracovitost a cilevédomost.

Bez piihlédnuti k vyznamnosti modelu, odhadnuty model potvrdil mnou stanovené
hypotézy o pieneseni vybranych charakterovych vlastnosti rodi¢e na dité. To se shoduje se
zavery analyzy Crocetti a Branje (2017) i Turkheimera (2000). Prekvapivy byl vSak vysledek
cesty mezi cilevédomosti matky a cilevédomosti ditéte. Tato cesta vysla statisticky nevyznamna
a nepotvrdila hypotézu H1. Crocetti a Branje ve své studii uvadi, Ze i pfes malé rozdily, oba
rodice ovliviiuji takika stejné vychovu ditéte a oba maji stejny vliv. Existuji vSak 1 jiné studie,
které predpokladaji jiny efekt pro matku a otce (Beyers a Goossens, 2008).

Diivodi, pro¢ by dité nemélo piejimat tuto vlastnost od matky, ale pouze od otce miize
byt nékolik. Z hlediska dédicnosti podle Polderman a kol. (2015) dité ziskava genovou vybavu
obou rodici, a proto je matka i otec stejné diilezity. Jako nejpravdépodobné;si varianta, proc¢
tomu tak neni, mi pfipada jiz stanoveny model klasické rodiny. Otec jako hlava rodiny chodi
do préace a jeho primarnim tkolem je zivit rodinu. Buduje kariéru, aby se rodina méla Iépe a
V podstaté plni svou spolecenskou roli. Naopak matka se staré o dité, pecuje o rodinu a ma jinak
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stanovené priority na rozdil od otce. To je model rodiny, ve kterém vétSina respondenti
vyrostla. Velice zajimavé by mozna bylo zkoumat posun téchto hodnot v dob¢, kdy samotni
respondenti budou rodici. V dnesni dob¢ jsou mladi muzi a zeny takika rovnocennymi souperi
na trhu prace. Pfedpokladdm, ze model rodiny se posune od téchto tradi¢nich hodnot a jak muz
tak i Zena budou zastavat stejnou roli v rodin€. Oba dva budou budovat kariéru a uz nebude
vysadni postaveni muze, jako Zivitele rodiny a matky pecovatelky. To je vSak predmétem jiné
debaty. Dal$i moznosti, pro¢ cesta mezi cilevédomosti matky a ditéte je nevyznamna, mize byt
specifickym vzorkem respondentu.

Urcitou oblasti pro zlepseni je volba indikatorii. Model je postaven na tfech indikéatorech
pro kazdou vlastnost. Modelace téchto vlastnosti miize nabyvat mnoha poloh, a to naptiklad
zahrnutim dal$ich indikatoru jako jsou vzdélani, pfijem apod. S tim souvisi i celkova validace
modelu. Model nemohu oznacit za dobry, avsak ani jednoznaéné za $patny. Vychodiskem je jiz
naznaCené pridani dal§ich exogennich proménnych, respecifikace, nebo mozna i zvétSeni
souboru. Jak respecifikace, tak ptidani proménnych vzdy musi byt v souladu s testovanou
teorii. Dokazi si vSak predstavit pfidani dalsich proménnych, které¢ by dokazaly rozsifit teorii
0 dalsi prvky a vystavély by robustnéjsi zédklad. Na druhou stranu respecifikace je Cisté vec
psychologického vyzkumu. Pro pfidani dalSich cest, korelaci, nebo zmény strukturniho
schématu a tim pddem budovani nové teorie, by bylo potfeba stavét na zdkladech
psychologického vyzkumu, ktery by jasn¢ stanovil testovanou teorii. To by mélo byt
samoziejmosti kazdého pouziti SEM a jak jsem jiz jednou napsal, kazdy model je stejné dobry
jako teorie, na které se zaklada.
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Cilem této prace bylo predstaveni a pouziti strukturnich modeli, SEM. Tyto modely jsou
Casto vyuzivany v psychometrii, sociologii a jinych oborech, kde je potieba flexibilné¢
modelovat realitu latentnimi proménnymi, které nejsou explicitné€ vyjadieny ve vyzkumu. Tuto
vlastnost jsem vyuzil v piedstavené studii, kdy za pomoci latentnich proménnych byly
zkoumény charakterové vlastnosti cilevédomost a pracovitost a jejich prenositelnost z otce
a matky na dité.

Prvni Césti prace byla Cast teoretickd s cilem uvést ¢tenaie do tématu SEM. Teoreticka
¢ast byla strukturovana tak, aby ¢tenai postupné ziskaval informace krok po kroku, stejné jako
by postupoval v praxi.

Cilem praktické casti bylo zkoumat, zdali existuje rozdil v dopadu, Vv ptredavani,
charakterovych vlastnosti matkou a otcem. Byly stanoveny 4 hypotézy:

H1. Cilevédomost matky pozitivné¢ ovliviiuje cilevédomost ditéte.
H2. Pracovitost matky pozitivné ovliviiuje pracovitost ditcte.

H3. Cilevédomost otce pozitivné ovlivituje cilevédomost ditéte.
H4. Pracovitost otce pozitivné ovliviiuje pracovitost ditéte.

Na zaklad¢ teorie by vSechny hypotézy mély byt potvrzeny a charakterova vlastnost
rodi¢e by méla mit pozitivni dopad na stejnou vlastnost ditéte. Podle oc¢ekavani byly vysledky
odhadu v souladu s hypotézami 2—4. Piekvapivy byl vysledek u prvni hypotézy, kterou se
nepodafilo potvrdit. Strukturni koeficient naznaCoval zaporny smér dopadu cilevédomosti
matky na cilevédomost ditéte, coz by nebylo v souladu s teorii a zaroven se tento vztah nejevil
jako statisticky vyznamny. Duvody pro¢ tomu tak je, mohou byt na strané statistické, tak
I teoretické. Predpokladam vsak, ze model nema dostatek evidence pro silny odhad této
vlastnosti. Divodem muze byt maly soubor, charakter proménnych, specificky vzorek nebo
Spatné€ zvoleny estimator.

Cilem vsak bylo zkoumat, zdali existuje rozdil v pfedavani charakterovych vlastnosti
matkou a otcem. Na zékladé¢ ziskanych vysledkti nemohu potvrdit domnénku o stejném dopadu
otce a matky na charakterové vlastnosti ditéte. Pokud by doopravdy existoval takovy rozdil,
bylo by zajimavé sledovat dalsi vyvoj vyzkumu a zjistit diivody pro¢ tomu tak je.

Domnivam se, ze v ramci diplomové prace se mi podafilo pfedstavit SEM v ucelené
formé¢, kterd dokaze Ctenare provést vSemi kroky vyzkumu. Pfedmétem nebyl detailni popis,
nybrz srozumitelnou a stravitelnou formou popsat zédklady vyzkumu s vyuziti SEM. Déle se mi
podafilo pouzit SEM ve vlastnim vyzkumu, ktery mél za cil zkoumat dopad charakterovych
vlastnosti rodi¢li na déti.
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