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Abstrakt 

Názov práce:  Stanovenie vhodného plánu návštev módnych castingov pomocou úlohy 

obchodného cestujúceho 

Autor: Berenika Tužilová 

Katedra: Katedra ekonometrie 

Vedúci práce: Ing. Adam Borovička, Ph.D. 

Bakalárska práca sa zaoberá stanovením najvhodnejších trás pre modelov, ktorí v rámci svojej 

práce navštevujú castingy a iné udalosti, s cieľom zefektívniť ich rozvrh. Na základe 

disponibilných dát hľadá optimálne trasy trinástich rôznych dní s počtom udalostí od troch do 

deviatich za deň. Na tento účel využíva model úlohy obchodného cestujúceho s časovými 

oknami, aplikovaný a riešený pomocou optimalizačného softwaru MPL for Windows. Práca 

prostredníctvom stručného zhrnutia známych teoretických poznatkov uvádza do problematiky 

úlohy obchodného cestujúceho, opisuje použité modely a porovnáva  výsledky. Využíva dve 

modifikácie účelovej funkcie za troch rôznych predpokladaných dôb čakania, pričom všetkých 

týchto šesť situácií je porovnávaných s výsledkami metódy zoradenia castingov podľa 

počiatočných časov, ktorá je na základe pozorovania momentálne v praxi najčastejšie 

používaným spôsobom určenia poradia návštev. Z porovnania vidieť, že pomocou 

optimalizácie bola doba trvania skrátená, čo následne umožňuje návštevy viacerých udalostí. 

Klíčová slova: časové okná, rozvrh catingov, úloha obchodného cestujúceho 

Abstract 

Title: Determination of an appropriate plan of visits of fashion castings via the 

traveling salesman problem 

Author: Berenika Tužilová 

Department: Department of Econometrics 

Supervisor: Ing. Adam Borovička, Ph.D. 

The Bachelor thesis deals with determining optimal tours for fashion models, whose job 

includes visiting castings and other events, with the purpose of creating more effective 

schedules for them. Based on available data, we searched for optimal tours for thirteen different 

days with three to nine events per day. For this purpose, the model of the traveling salesman 

problem with time windows was applied and solved with MPL, an optimization software for 

Windows. The Bachelor thesis introduces the traveling salesman problem in a brief summary 

of well-known theoretical facts, describes the models used and compares the results. Two 

modifications of the objective function were used in cases of three different expected waiting 

times and all six situations are compared with the results of a method of ordering castings 

according to the starting times of events, which is currently observed as the most common way 

to set the order of visits. This comparison shows that by the optimization the duration of tours 

was shorten, what leads to the possibility of more castings visits. 

Keywords: schedule of castings, time windows, traveling salesman problem  
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Úvod  

Módny priemysel je jednou z oblastí, ktorá často vyvoláva v širokej verejnosti mylné dojmy 

a vedie tak k nesprávnym záverom o jeho atribútoch. Vďaka agentúre 2w Scout a Independent 

model management som mala možnosť zúčastniť sa na časti príprav týždňa módy aj na 

samotnej udalosti priamo v jednej z najatraktívnejších lokalít, akou je Miláno v Taliansku. Je 

samozrejmosťou, že organizácia podujatia takýchto rozmerov vyžaduje mnoho času 

a finančných prostriedkov, preto je efektivita práce všetkých zúčastnených veľmi žiadúca. 

Táto práca sa zameriava na jednu z mnohých súčastí prípravy udalosti, a to organizáciu 

castingov a následne skúšok a prehliadok alebo fotení. Na problém je nahliadané nie z pohľadu 

organizátorov, ale priamo z pohľadu  účastníkov castingov. Napriek rastúcej snahe zvýšiť 

povedomie o prístupe či už samotných agentúr alebo viac i menej známych značiek 

a spoločností módneho priemyslu, nie je raritou neohľaduplné alebo hrubé správanie voči 

modelom a modelkám v procese ich výberu na ponúkanú prácu. 

Mnoho ľudí sa z rôznych pozícií snaží o zlepšenie tejto situácie a aj ja by som rada prispela 

aspoň malým zefektívnením úsilia modelov, ktorá často zostáva neodmenená. Cieľom tejto 

práce preto je nájdenie optimálnych trás absolvovania denných rozvrhov, ktoré minimalizujú 

v prvom prípade dĺžku trvania cestovania a dĺžku čakania, a v druhom prípade celkovú dĺžku 

trvania pracovných pochôdzok. Na tento účel bol použitý model obchodného cestujúceho 

s časovými oknami, pričom pri výpočtoch v optimalizačnom softwari MPL for Windows bolo 

počítané s troma rôznymi možnosťami dĺžky čakania na jednotlivých miestach. Počet udalostí 

v rámci jedného dňa sa pohybuje od troch do deviatich. Vďaka tomuto nízkemu počtu miest je 

možné dôjsť vo všetkých prípadoch k exaktnému riešeniu.  

Práca po teoretickom úvode do problematiky úlohy obchodného cestujúceho, ktorý zahŕňa 

stručný prehľad histórie a riešiteľnosti, modifikácií a aplikácií vrátane aspoň okrajovo 

podobného prípadu, popisuje využitie variácie problému obchodného cestujúceho s časovými 

oknami na vytvorenie optimálneho  rozvrhu pre trinásť dní z obdobia pred a počas týždňa módy 

vo februári 2017. Porovnanie výsledkov rozvrhu dosiahnutého pomocou optimalizačného 

softwaru MPL for Windows s výsledkami, ktoré sú dosahované súčasným postupom je uvedené 

v niekoľkých rôznych variáciách zohľadňujúcich možné rozdielne priority modelov a rozdielnu 

predpokladanú časovú náročnosť absolvovania castingov v rámci dňa. Účelom porovnania je 

poukázanie na možné zlepšenie v tejto oblasti a priestor na vytvorenie napríklad mobilnej 

aplikácie alebo inej pomôcky predovšetkým pre ľudí z rôznych krajín pracujúcich v neznámom 

prostredí zahraničia.  
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1 Úloha obchodného cestujúceho 

Úloha alebo tiež problém obchodného cestujúceho sa zaoberá hľadaním najkratšej cesty 

medzi domovským miestom, kde sa daná osoba alebo objekt nachádza, a určitým počtom 

ďalších miest, pričom každé  z nich je navštívené práve raz a trasa sa končí opäť v mieste, 

odkiaľ sa vyrazilo (Gutin a Punnen, 2002). 

Úlohu možno definovať podľa Flooda (1956) ako hľadanie permutácie celých čísel od 1 do n, 

pričom n je počet miest, ktorá minimalizuje kvantitu reálnych čísel (Flood, 1956). 

2 2 31 1ni i i ia a a         (1.1)  

Definíciu úlohy obchodného cestujúceho pomocou grafu uvádza A.P. Punnen vo svojej 

publikácii Traveling salesman problem and its variations. Nech G je graf G=(V,E). V je počet 

vrcholov grafu a E je počet hrán grafu a F je skupina všetkých Hamiltonovych cyklov v G, 

pričom Hamiltonov cyklus je najkratší okruh prechádzajúci každým vrcholom práve raz. Pre 

každú hranu e ktorá je súčasťou E je predpísaná cena ce. Potom je úlohou obchodného 

cestujúceho nájsť Hamiltonov cyklus taký, že súčet cien hrán tohto cyklu je čo najmenší. 

Predpokladá sa, že G je kompletný graf, pokiaľ nie je, chýbajúce hrany sa doplnia a priradí sa 

im vysoké ocenenie, aby sa zabezpečilo ich nezaradenie do výslednej trasy (Gutin a Punnen, 

2002). 

Problém obchodného cestujúceho známy tiež pod skratkou TSP (Traveling Salesman Problem) 

sa stal veľmi slávnym nielen medzi matematikmi, pretože je kombináciou jednoduchého 

zadania a súčasne komplikovanej riešiteľnosti. I keď nájdenie riešenia môže byť náročné, je 

isté, že riešenie existuje. Keďže medzi vzájomne prepojenými n miestami existuje (n – 1)!  

ciest, jedna alebo viaceré z nich musia byť najkratšie. Pravdepodobne tiež možno povedať, že 

riešením úlohy obchodného cestujúceho je konečná hodnota, keďže je zvykom ohodnocovať 

cesty medzi dvoma miestami konečnými číslami (Little a kol., 1963). Pokiaľ je splnená 

trojuholníková nerovnosť, existuje optimálna trasa, kde bude každý uzol navštívený práve raz. 

Tá je splnená vždy, keď nahradíme ohodnotenia hrán medzi i a j dĺžkami najkratších ciest z i do 

j (Bellmore a Nemhauser, 1968). 

Úlohy obchodného cestujúceho sa delia na dve základné skupiny, symetrické a asymetrické 

úlohy. Pokiaľ nazveme maticu cien hrán medzi všetkými uzlami C, ktorá má rozmery n × n 

(kde n je počet uzlov) a cij je cena hrany medzi uzlom i a uzlom j, potom platí, že pokiaľ je C 

symetrická, ide o symetrickú úlohu obchodného cestujúceho (STSP) a pokiaľ je asymetrická, 

resp. je graf G orientovaný, ide o asymetrickú úlohu (ATSP). Keďže každý graf môže byť 

prevedený z neorientovaného na orientovaný zavedením obojsmerných šípok na neorientované 

hrany, STSP sa pokladá za špeciálny prípad ATSP (Gutin a Punnen, 2002). 

Symetrická úloha obchodného cestujúceho je jasne definovaná ako problém hľadania 

najkratšieho Hamilonovho cyklu vo váženom konečnom neorientovanom grafe bez parciálnych 

cyklov (Padberg a Hong, 1980). pričom poznatok o symetrii problému prináša zníženie počtu 

možných ciest v grafe. Aj keď všeobecne existuje (n – 1)! ciest, pre symetrické problémy 

obchodného cestujúceho stačí brať do úvahy (n – 1)!/2 ciest, pretože dve cesty, ktoré vedú 
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rovnakými miestami, pričom jedna z nich nimi prechádza v presne obrátenom poradí, majú za 

okolností symetrického problému rovnakú dĺžku (Bellmore a Nemhauser, 1968). 

V nasledujúcich podkapitolách je krátko priblížená história TSP, niektoré zaujímavé 

modifikácie, vrátane tej, ktorá bola v tejto práci použitá, modely a algoritmy na riešenie TSP, 

výpočtová zložitosť problému a niektoré aplikácie, vedúce aj k podobnému využitiu, ako v tejto 

práci. Na záver je v podkapitole Software MPL stručne opísaný software použitý na 

optimalizáciu trás. 

 

1.1 Historický vývoj 

Názov pre problém obchodného cestujúceho vznikol pravdepodobne v Spojených štátoch 

amerických v roku 1949 (Gutin a Punnen, 2002), ale prvá zmienka, o ktorej sa všeobecne vie, 

však bola zaznamenaná už takmer 20 rokov predtým. Pochádza od rakúskeho matematika Karla 

Mengera, ktorý predstavil takzvaný messenger problém, nemecky Botenproblem, prezentovaný 

vo Viedni v roku 1930 (Applegate a kol., 2006). 

Problémom sa následne zaoberali na Princetonskej univerzite, konkrétne aj Merill Flood, ktorý 

patrí medzi tých, čo mali na počiatky TSP najväčší vplyv (Applegate a kol., 2006). V roku 1937 

sa zaoberal štúdiou okružnej trasy školských autobusov v New Jersey a o niekoľko rokov 

neskôr zmienil vo svojej práci, že problém obchodného cestujúceho bol predstavený na 

seminári na Princetonskej univerzite v roku 1934 Hasslerom Whitneym. 

Flood (1956) píše tiež o podobnosti úlohy obchodného cestujúceho a priraďovacieho problému 

(angl. personnel-assignment problem), ktorého možnými riešeniami na rozdiel od TSP sú aj 

acyklické permutácie celých čísel od 1 do n, pričom n je počet miest v úlohe (Flood, 1956). 

Možno tiež povedať, že každá cesta, kde je každý uzol navštívený práve raz, je prípustným 

riešením priraďovacieho problému, ale naopak to neplatí (Bellmore a Nemhauser, 1968). Ako 

Flood (1956) ďalej píše, priraďovací problém je zas matematickým ekvivalentom dopravného 

problému (angl. transportation problem), ktorého cieľom je presunúť flotilu transportérov zo 

starých miest na nové. Oba tieto príklady sú zároveň špeciálnou aplikáciou distribučného 

problému formulovaného Hitchcockom v roku 1941 a nezávisle na ňom Kantorovitchom 

v podobnom čase. Zaujímavosťou je, že Julia Robinson vyriešila priraďovací problém počas 

hľadania riešenia TSP problému a po prvýkrát ujasnila povahu prepojenia medzi týmito dvoma 

problémami (Flood, 1956). 

Táto udalosť je príkladom jedného z mnohých vedľajších prínosov skúmania TSP. Vďaka 

hľadaniu riešenia pre TSP bolo objavených dokonca niekoľko všeobecne použiteľných techník 

v aplikovanej matematike. Napríklad MIP (z angl. mix-integer programming) sa stalo jedným 

z najdôležitejších modelov v aplikovanej matematike a svoje počiatky má v práci Dantzinga, 

Fulkersona a Johnsona (Applegate a kol., 2006). 

Pravdepodobne možno povedať, že prácou Danzinga, Fulkersona a Johnsona začalo 

systematické štúdium problému obchodného cestujúceho. Problém 49 miest, tvorených 48 

miestami z každého štátu USA a Washingtonom D.C., ktorý bol vyriešený Dantzingom, 

Fulkersonom a Johnsonom v roku 1954 je jedným z najznámejších prvých väčších riešených 

úloh tohto typu (Applegate a kol., 2006). 
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Ako sa píše v práci Littlea a kol. (1963), TSP sa v tom čase dostal do popredia na národnej 

úrovni, keď bolo zadanie TSP použité ako propagačná súťaž spoločnosti. Gonzalez už rok 

predtým publikoval svoju prácu, ktorá pojednáva o naprogramovanom IMB 1620, ktorý zvládol 

riešiť problémy obsahujúce až do 10 miest. V jeho práci však čas na riešenie problému rástol 

viac ako exponenciálne (Little a kol., 1963). O pár rokov neskôr, v roku 1965, bol vytvorený 

program pre optimalizáciu problémov s až 145 miestami založený na heuristickej metóde, ktorá 

produkuje presne charakterizované lokálne optimálne riešenia za čas kratší než 30n3 

mikrosekúnd, pričom n predstavuje počet miest. Bol tiež naprogramovaný algoritmus na 

riešenie TSP do 13 miest za 1,75 sekúnd a menej (Lin, 1965). 

Od roku 1998 sú softwarom vyriešené aj problémy s desiatkami tisíc miest. Výskum TSP však 

prispel aj k vývoju mnohých výpočtových metód, napr. metóda vetvení a medzí má svoje 

počiatky v práci na riešení TSP. Metóda vetvení a medzí je organizovaný spôsob hľadania 

najlepšieho riešenia v danej množine. Každý vetviaci krok rozdelí množinu na dve alebo viac 

podmnožín s cieľom vytvoriť subproblémy, ktoré môžu byť jednoduchšie než pôvodný 

problém. Predtým, než je preskúmaný daný subproblém je vypočítaná medza ceny okruhov 

v podmnožine. Tým sa zamedzí zbytočným prehľadávaniam vetiev, ktoré neobsahujú lepšie 

riešenie, než je to, čo už máme. TSP zohralo úlohu vo vývoji mnohých heuristických techník, 

ktoré sú navrhnuté tak, aby rýchlo našli nejaké dobré riešenie daného problému. Skúmanie TSP 

je prepojené s local-search algoritmom, simulovaným žíhaním, neurálnou sieťou (angl. neural 

network) a ďalšími (Applegate a kol., 2006). 

 

1.2 Modifikácie úlohy 

Na základe skutočných alebo potenciálnych problémov v praxi, či už v práci alebo bežnom 

živote, bolo vytvorených mnoho variácií úlohy obchodného cestujúceho. V tejto kapitole je 

zmienených niekoľko z nich, podrobnejšie sa o nich píše v (Gutin a Punnen, 2002). 

Doručovací problém (angl. messenger problem) sa líši od TSP tým, že sú dané začiatočný 

a konečný uzol a cieľom je nájsť najkratšiu cestu medzi nimi takú, aby prechádzala všetkými 

ostatnými uzlami. To je možné docieliť dosadením záporného veľkého čísla na miesto 

ohodnotenia hrany od konečného uzla k počiatočnému, čím sa prejde na riešenie klasického 

TSP.  

MAX TSP je problém, ktorý hľadá najdlhšiu cestu. Táto modifikácia môže byť riešená 

prevedením hodnôt hrán na záporné. Za cieľom nájdenia riešenia rovnakým algoritmom je 

možné bez zmeny optimálneho riešenia pripočítať k týmto záporným ohodnoteniam veľké 

kladné číslo a previesť tak čísla na kladné. 

Úzkoprofilový TSP má za cieľ nájsť taký cyklus, aby najväčšia hodnota hrany v cykle bola čo 

najmenšia. To môže byť riešené formuláciou s exponenciálne zväčšenými oceneniami hrán. 

TSP s viacerými návštevami (TSPM z angl. traveling salesman problem with multiple visits) je 

variácia, kde je cieľom prejsť všetky miesta aspoň jedenkrát, na rozdiel od pôvodného TSP, 

kde je nutné prejsť všetky mesta práve jedenkrát, a vrátiť sa na začiatok za čo najnižšieho súčtu 

ohodnotenia hrán. Pokiaľ existujú v grafe záporné cykly, je riešenie tohto problému 

neobmedzené.  
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Problém doručovateľa filmových kópií je problém podobný ako predchádzajúci, s tým 

rozdielom, že je daný počet miest a počet návštev každého miesta. Cieľom je potom navštíviť 

každé miesto toľkokrát, koľko je dané a vrátiť sa pri čo najkratšom celkovom ohodnotení hrán.  

TSP uzavretých skupín (angl. clustered TSP) je modifikácia, ktorá berie do úvahy skupiny 

vrcholov v grafe G, ktoré majú byť prejdené v rámci skupiny za sebou, bez prerušenia vrcholom 

z inej skupiny. To je možné dosiahnuť pridaním veľkého čísla do ohodnotenia hrán 

vychádzajúcich z vnútroskupinových vrcholov a prichádzaujúcich do mimoskupinových. 

TSP uzavretých skupín s poradím (angl. ordered clustered TSP) je veľmi podobný 

predchádzajúcej, rozdiel je len v pridaní poradia skupín. 

Čierno-biele TSP je problém, v ktorom  sú uzly rozdelené na čierne a biele. Ďalej sú dané dve 

podmienky, ktoré musia byť splnené. Prvou je, že počet bielych uzlov navštívených medzi 

dvoma po sebe navštívenými čiernymi uzlami nesmie prekročiť celé číslo 

I, a druhou, že vzdialenosť medzi dvoma čiernymi po sebe nasledujúcimi uzlami nesmie 

prekročiť reálne číslo R. Tento problém má aplikácie napríklad v telekomunikačnom 

a leteckom priemysle. 

Zapojením časových obmedzení do problému obchodného cestujúceho sa vytvorilo hneď 

niekoľko variácií. 

Časovo závislý TSP je problém, v ktorom sú dané ohodnotenia hrán pre všetky hrany v rôznych 

časových intervaloch. Pokiaľ sú pre všetky časové intervaly rovnaké ohodnotenia pre každú 

hranu, ide vlastne o klasický TSP.  

TSP pohybujúcich sa cieľov zahŕňa n objektov nachádzajúcich sa na n miestach a pohybujúcich 

sa rýchlosťou vi po daných miestach pi. Cieľom je stretnúť všetky objekty pri rýchlosti 

v začínajúc na počiatočnom mieste. Problém je podobný časovo závislému TSP. 

TCTSP (z angl. time-constrained traveling salesman problem) alebo problém obchodného 

cestujúceho s časovými oknami je modifikácia, ktorou sa zaoberá aj táto práca. Ako 

v klasickom TSP  je daných n miest a človek v mieste č.1 musí navštíviť n – 1 miest práve raz 

a vrátiť sa do prvého miesta. Navyše však návštevy miest musia byť vykonané v stanovenom 

časovom okne. Teda ak je ti čas, kedy človek miesto navštívi, potom ai  ≤  ti  ≤  bi kde ai je dolná 

hranica a bi horná hranica časového okna. Pre každé miesto môže byť určených niekoľko 

časových okien alebo žiadne časové okná. TCTSP má za cieľ nájsť poradie miest alebo trasu, 

ktorá navštívi každé miesto v stanovenom časovom okne a minimalizuje celkovú dĺžku cesty 

(Baker, 1983). Zaradenie časových okien však dovoľuje špecifikáciu účelovej funkcie na 

realistickejšiu než najkratšia trasa a to napr. minimalizácia času čakania alebo minimalizácia 

času trvania celého okruhu (Savelsbergh, 1992). 

Podobným problémom je vozidlový okružný a plánovací problém s časovými oknami (angl. 

vehicle routing and scheduling problem), ktorý zahrňuje použitie niekoľkých vozidiel. Tento 

problém má využitie hlavne v bankách, na poštách, pri zbere odpadu a podobne. Solomon vo 

svojej práci z roku 1987 tvrdí, že až dovtedy bolo zohľadnenie časových okien väčšinou 

spracované dodatočne manuálnymi úpravami (Solomon, 1987). 
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1.3 Algoritmy a modely 

K hľadaniu riešenia problému obchodného cestujúceho sa dá pristúpiť viacerými spôsobmi. 

Jedným z nich je eliminácia parciálnych cyklov (angl. subtours elimination). V tomto prípade 

je najprv nájdené optimálne riešenie priraďovacieho problému, a ak je to trasa bez parciálnych 

cyklov, je to optimálne riešenie pre TSP. Ak nie je, eliminuje sa nájdený parciálny cyklus 

(Bellmore a Nemhauser, 1968). 

Parciálny cyklus je cyklická permutácia o r uzloch pričom r  <  n, kde n je počet miest, ktoré je 

potrebné navštíviť (Padberg a Hong, 1980). Dĺžka každej takéhoto parciálneho cyklu musí byť 

nezáporná, inak by mohla byť celková trasa akokoľvek malá, čo by bolo dosiahnuteľné 

viacnásobným zaradením záporného parciálneho cyklu do celkového cyklu. Malo by sa teda 

predpokladať, že dĺžka každej hrany musí byť nezáporná. Exaktnou metódou na elimináciu 

parciálnych cyklov je napríklad celočíselné lineárne programovanie (Bellmore a Nemhauser, 

1968). 

Formulácia algoritmu na riešenie TSP pre celočíselné lineárne programovanie bola vytvorená 

Dantzigom, Fulkersonom and Johnsonom v roku 1954.  Alternatívna formulácia tohto 

algoritmu s menším počtom obmedzení, ale väčším počtom premenných bola formulovaná 

Millerom, Tuckerom a Zemlinom v roku 1960 (Laporte, 1992). Exaktnými metódami 

fungujúcimi na tomto princípe je tiež metóda vetvení a medzí a Gimore-Gomoryho metóda. 

Model pre riešenie celočíselným lineárnym programovaním, ktorý je uvedený v (Miller, 

Tucker, Zemlin, 1960): 

Minimalizovať: 

1 1

n n

ij ij

i j

d x
 

      (1.2) 

Za podmienok: 

1

1,
n

ij

i

x


      j = 1...n, i ≠ j   (1.3) 

1

1,
n

ij

j

x


      i = 1...n, i ≠ j   (1.4) 

1,i j ijpx p          i,j = 11...n, i ≠ j   (1.5) 

kde dij (i,j = 1...n, i ≠ j) je vzdialenosť medzi mestami i a j, xij je nezáporné celé číslo stanovujúce 

medzi ktorými mestami povedie trasa a τi (i = 1...n) a τj (j = 1...n) je ľubovoľné reálne číslo a p 

je číslo menšie alebo rovné počtu miest n, pričom pre štandardný TSP je p ≥ n. Účelová funkcia 

(1.2) sčítava dĺžky použitých trás a podmienky (1.3) a (1.4) zabezpečujú, aby z každého miesta 

vychádzala práve jedna trasa a do každého vchádzala práve jedna. Podmienka (1.5) zamedzuje 

vytváranie parciálnych cyklov. 

V tejto práci je použitý model úlohy obchodného cestujúceho s časovými oknami, ktorého 

rozmery dovoľujú použiť exaktné metódy výpočtu. Použitý model je rozšírený o časové okná 

a čakaciu dobu, takzvanú dobu obsluhy o ktorej sa píše aj v (Montemanni a Gambardella, 

2009), kde je uvedený aj model problému. Ten zohľadňuje dobu obsluhy na mieste a to úpravou 
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podmienky (1.5) pridaním premennej Si do podmienky zabraňujúcej vzniku parciálnych cyklov 

nasledujúcim spôsobom, pričom P označuje množinu ciest: 

(1 )k k k

i ij i ij jd S M x           k ∈ P   (1.6) 

Tento model sa síce nevzťahuje na TSP, ale na orientačný problém, ktorý bol prvýkrát 

predstavený Tsiligridesom, avšak s TSP je v mnohom podobný. Na základe toho je nazývaný 

aj výberový TSP, ako o ňom hovoria napríklad Laporte a Martello (Montemanni 

a Gambardella, 2009). 

V modeli použitom v tejto práci sa berie do úvahy aj doba čakania na začatie udalosti i na mieste 

i. Ako sa píše v (Savelsbergh, 1992), dorazenie na miesto i pred počiatočným časom ei nevedie 

k neprípustnosti riešenia, ale medzera medzi príchodom a začatím časového okna udalosti i 

predstavuje čas čakania na mieste i. Použitý model taktiež zohľadňuje pre niektoré prípady 

viacero časových okien pre jednu udalosť. Prípad viacerých okien je bližšie preskúmaný 

v (Hurkał, 2015), kde sú stanovené aj nasledujúce podmienky na uplatnenie viacerých časových 

okien: 

(1 ),k k k k

i i i i ia y b M y         i = 1...n, k ∈ P   (1.7) 

1,k

i

Pk

y


       i = 1...n   (1.8) 

kde n je počet miest a P je množina časových okien. Podmienka (1.7) je klasickou podmienkou 

časových okien, pokiaľ je dané okno využité a pokiaľ nie, zabezpečuje riešiteľnosť. Podmienka 

(1.8) zabezpečuje, aby bolo pre každé miesto využité práve jedno časové okno.  

Ďalej je v použitom modeli zahrnutá aj pomocná premenná vij a v účelovej funkcii je 

zohľadnená čakacia doba Si a v niektorých prípadoch aj spomínaná doba čakania pred začatím 

udalosti Wj. Výsledný model teda vychádza z (Fábry, 2006), kde je uvádzaný takto: 

Minimalizovať  

1 1 2 2

n n n n

ij ij i j

i j i j

d x S W
   

          (1.9) 

za podmienok: 

1

1,
n

ij

i

x


       j = 1...n   (1.10) 

1

1,
n

ij

j

x


      i = 1...n   (1.11) 

,i i ia b        i = 2...n   (1.12) 

,(1 )i i ij ij j ij jS d M x W v          i = 1...n, j = 2...n, i ≠ j   (1.13) 

0 2 (1 ),ij ijv M x       i = 1...n, j = 2...n, i ≠ j   (1.14) 

1 0         (1.15) 
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0,i        i = 2...n   (1.16) 

 0,1 ,ijx        i ,j = 1...n   (1.17) 

V účelovej funkcii (1.9) je na rozdiel od (1.2) zahrnutá aj doba obsluhy Si a čakanie pred  

začatím udalosti Wj, v prípade, že časové okno začína až po príchode na miesto j. Podmienky 

(1.10) a (1.11) sú v modeli za rovnakým účelom ako (1.3) a (1.4) a sú v podstate zhodné. 

Podmienka (1.12) sa vzťahuje na časové okno. Podmienka (1.13) má rovnaký účel ako (1.6) 

a je jej veľmi podobná, líši sa len zohľadňovaním času Wj a pridaním pomocnej premennej vij, 

čo viedlo k vyrovnaniu nerovnosti. Podmienka (1.15) stanovuje čas prvej udalosti na nulu 

a (1.16) a (1.17) určujú definičný obor premenných τi a xij. 

 

1.4 Výpočtová zložitosť 

Z prípadov, ktoré sú v tejto práci použité, najväčší zahrňuje návštevu deviatich miest, a preto 

je možné dosiahnuť exaktné riešenie pomocou vhodného softwaru vo veľmi krátkom čase. 

Keďže je však otázka všeobecnej riešiteľnosti TSP stále zaujímavá, táto kapitola ju stručne 

popisuje. 

TSP bolo jedným z prvých optimalizačných problémov o ktorých sa domnievalo, že sú ťažké 

v špecifickom technickom zmysle a slúžil ako testovací problém skoro pre každý nový 

algoritmus. Edmonds navrhol presné kritérium na odlíšenie takzvaných dobrých algoritmov, 

tiež nazývaných algoritmy riešiteľné v polynomiálnom čase (angl. plynomial-time algoritms). 

Aby bol algoritmus v tejto kategórii mal by mať garanciu f(n), ktorá je polynomiálnou funkciou 

problému veľkosti n. Teda pre veľké n by mal algoritmus prebehnúť v čase najviac Knc pre 

nejaké konštanty K a c, pričom K a c musia byť rovnaké pre všetky veľké n. Žiadny takýto 

algoritmus zatiaľ nebol pre TSP nájdený, a tak nie je isté, či existuje. Problémy, pre ktoré takýto 

algoritmus existuje sú v skupine P (z angl. polynomial time), všeobecnejšia skupina je NP 

(z angl. nondeterministic polynomial time).  Práca Stephena Cooka z roku 1971 ukázala, že 

existuje problém, ktorý keď je riešiteľný v polynomiálnom čase, potom každý problém zo 

skupiny NP je  tiež. Takýto problém sa volá NP-ťažký (angl. NP-hard) alebo NP-kompletný 

(angl. NP-complete), pokiaľ tiež patrí do NP (Applegate a kol., 2006). 

NP - kompletné problémy sú teda také problémy, pre ktoré neexistuje známy algoritmus, ktorý 

by bol polynomicky viazaný – teda mal čas riešenia ohraničený polynómom o dĺžke vstupného 

dátového reťazca, potrebného na definovanie konkrétneho prípadu problému. NP-kompletné 

problémy pochádzajú z rôznych oblastí ako je databázový a sieťový dizajn a operačný výskum, 

pričom riešenie je stále otvorené, aj keď väčšina expertov neverí, že bude niekedy nájdené 

(Held a kol., 1984). 

Jeden z takýchto NP- kompletných problémov je Hamiltonov cyklus (Garey a Johnson, 1979) 

zatiaľ čo TSP patrí medzi NP-ťažké problémy. Laporte (1992) uvádza vo svojej práci, že TSP 

je NP-ťažký pomocou nasledujúcej transformácie. Ak je daný prípad Hamiltonovho cyklu 

vzhľadom na graf Gh  = (Vh, Ah) s vrcholmi Vh = {1...n}  a ramenami Ah  = {(i, j)} medzi nimi, 

definujeme TSP prípad V = Vh, A = {(i,j): i,j = 1...n, i ≠ j} a cij = 1 ak (i, j) ∈ Ah a cij = ∞ ak 

nepatrí. Potom G obsahuje Hamiltonovský cyklus iba v prípade, že optimálna hodnota TSP 
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prípadu je rovná n. Mnoho špeciálnych prípadov úlohy obchodného cestujúceho však na rozdiel 

od pôvodného je riešiteľných v polynomiálnom čase (Laporte, 1992). 

Keďže TSP patrí medzi NP- ťažké problémy, vyvinuli sa na jeho riešenie viaceré heuristiky. 

Tie síce nemusia priniesť optimálne riešenie, ale stali sa zaujímavejšími a váženejšími práve 

vďaka tomu, že môžu byť jediným schodným prístupom  k mnohým veľkorozmerným 

problémom. To dalo impulz novej oblasti výskumu dosahovania garancií výkonu heuristických 

algoritmov, ako v zmysle najhoršieho prípadu, tak v zmysle pravdepodobnosti (Held a kol., 

1984). 

Ako uvádza Laporte (1992), heuristiky sa delia na konštruujúce trasu, ktoré zahŕňajú postupné 

budovanie riešenia pridaním jedného vrcholu v každom kroku, alebo vylepšujúce trasu, ktoré 

zlepšujú prípustné riešenie vykonaním viacerých zmien. Ideálne je tieto metódy skombinovať. 

Medzi procedúry konštruujúce trasu patria metóda najbližšieho suseda a vkladací algoritmus. 

Medzi procedúry vylepšujúce trasu sa radia r-opt algoritmus alebo simulované žíhanie, ktoré je 

pomenované podľa procesu ohrievania a chladenia v mechanike za účelom zmeny 

mechanických vlastností z nerovnovážneho stavu do rovnovážneho. Tiež sa tam radí tabu 

search, ktorý funguje pomocou aktualizovaní tabu listu slúžiaceho na zamedzenie cyklov.  

Združené algoritmy sú napríklad CCAO algoritmus, vytorený Goldenom a Stewardom v roku 

1985 a GENIUS algoritmus, od Gendreaua, Hertza a Laportea z roku 1992 (Laporte, 1992). Pri 

použití heuristík záleží aj na výbere počiatočného miesta. Po vypočítaní rôznych výsledkov 

s rôznymi počiatočnými miestami je potom vybraný najlepší z nich,  a tak je dosiahnuté čo 

možno najlepšie riešenie v prijateľnom čase (Bellmore a Nemhauser, 1968). 

 

1.5 Aplikácie 

Problém obchodného cestujúceho má rozsiahle množstvo využití. Časté sú aplikácie v logistike, 

ako je napríklad plánovanie služobných, ale aj voľnočasových ciest. Dobrým príkladom je 

optimalizácia trasy návštevy atrakcií v  zábavných parkoch. Ďalej tiež plánovanie ciest pre 

školské autobusy, ktorým sa zaoberal už Merill Flood, rozvoz pošty alebo jedla pre starých 

alebo chorých ľudí a kontrolovanie a monitorovanie rôznych miest (napr. populácie krabov) 

(Applegate a kol., 2006). 

Ďalšou oblasťou využitia TSP je technická oblasť. Mnoho úloh sa zaoberá napríklad strojovými 

a robotickými sekvenciami a plánovaním, priraďovaním frekvencie v komunikačnej sieti so 

skupinou vysielačov, opravou turbínových motorov. TSP má tiež využitie v telekomunikačných 

sieťach a umelej inteligencii (Gutin a Punnen, 2002). Ako príklad v tejto oblasti môže slúžiť 

prepájanie počítačov (angl. computer wiring). Prepojenie sa skladá z niekoľkých modulov a na 

každom z nich je niekoľko pinov. Pozícia modulov je vopred stanovená a daná skupina pinov 

musí byť prepojená drôtmi. Na každý pin môžu byť pripojené maximálne dva drôty. Za účelom 

zamedzenia rušenia signálu a zlepšenie prehľadnosti a jednoduchosti musí byť celková dĺžka 

drôtov minimalizovaná (Lenstra a Rinnooy Kan, 1975). 

Zaujímavé je aj využitie v nastavovaní röntgenov za účelom röntgenovej kryštalografie. Veľké 

množstvo meraní kryštálov pomocou röntgenu môže byť časovo náročné a je potrebné aby 

vzorka bola správne umiestnená a detektor správne nastavený, Pri správnom zoradení meraní 

môže byť menšími zmenami v nastaveniach vytvorená relevantná úspora času (Laporte, 1992). 
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Na podobnom princípe funguje aj nastavovanie teleskopov pri pozorovaniach o čom sa bližšie 

píše v (Applegate a kol., 2006). 

V súvislosti s obchodovaním sú na aplikáciu TSP vhodné skladové problémy výberu poradia 

(angl. warehouse orderpicking problem), čo je opísané v (Gutin a Punnen, 2002) alebo  Job-

shop plánovanie bez prechodného skladovania priblížené v (Lenstra a Rinnooy Kan, 1975). Ide 

o prípady keď neexistujú dostatočné alebo žiadne priestory na skladovanie tovaru, alebo je toto 

skladovanie neprimerane nákladné, prípadne z hľadiska tovaru nemožné. To je prípad napr. 

počítačových systémov, kde je vyrovnávacia pamäť obmedzená, alebo práce s kovmi, kde je 

nutné udržiavať ich na určitej vysokej teplote po dobu výrobného procesu. Je teda potrebné 

naplánovať výrobu berúc tieto okolnosti do úvahy. Známou aplikáciou je aj zoskupovanie dát, 

kde aij meria silu vzťahov medzi elementami i a j a cieľom je nájsť silne prepojené skupiny 

elementov. V praxi je využitie možné napríklad pri prepájaní marketingových techník a ich 

aplikácií alebo skúmanie importu a exportu, kde aij = 1 ak aspoň dané množstvo tovaru bolo 

exportované z miesta i do miesta j a aij = 0 ak nie (Lenstra a Rinnooy Kan, 1975). 

TSP je použité aj v iných oblastiach, napríklad genómovom sekvenovaní, zbieraní 

geofyzikálnych seizmických dát, pri rezaní tapiet, skla alebo zoraďovaní hudobných playlistov 

(Applegate a kol., 2006). Halton v roku 1995 dokonca popisuje použitie TSP na nájdenie 

najkratšieho spôsobu zaväzovania šnúrok na topánkach (Halton, 1995). 

Z hľadiska tejto práce je zaujímavým prípad plánovania trasy pre turistov, ktorí chcú navštíviť 

rôzne miesta. Souffriau a kol. (2013) vo svojej práci uvádzajú, že pracujú na osobnom 

turistickom sprievodcovi v tom čase vo forme webovej stránky. Sprevodca navrhuje miesta, 

ktoré by sa mali navštíviť a čo možno najoptimálnejšiu trasu medzi nimi, berúc do úvahy 

predpoveď počasia, otváracie hodiny, možnú preplnenosť miest a osobné preferencie turistu. 

Tento problém je istým spôsobom podobný ako hľadanie najkratšej trasy návštevy castingov 

a vedie pravdepodobne k aplikácii pre bežných užívateľov. 

Souffriau a kol. sa však rozhodli použiť na modelovanie tohto problému ako počiatočný model 

orientačný problém, ktorý je známy aj ako výberový problém obchodného cestujúceho. Tento 

problém je známy kombinatorický okružný problém definovaný na množine vrcholov, ktoré sú 

určené svojou polohou a ohodnotením. Vzdialenosti medzi nimi sú známe a celkový čas okruhu 

by nemal prekročiť stanovený čas. Cieľom je nájsť okruh, ktorý by maximalizoval celkové 

ohodnotenie. Skóre každého vrcholu je možné započítať len jedenkrát. Ohodnotenia 

predstavujú osobné preferencie turistu a celkový čas predstavuje dĺžku pobytu v meste. Aj 

v prípade hľadania najkratšej cesty medzi castingami existujú určité priority, ale nie sú tak 

podrobne škálované, ako v tomto prípade. Využitie orientačného problému by teda bolo asi 

zbytočné, ak sa berú do úvahy len dve skupiny priorít. 

Pre prípad plánovania trasy pre turistov bol použitý model s obmedzeniami rozpočtu na 

poplatky a takzvanými max-n type obmedzeniami pre každý deň alebo celý výlet (tvoriaci 

maximálny počet múzeí v pláne). Na testovacej skupine 148 prípadov so 48 až 288 vrcholmi 

boli nájdené alebo vylepšené vysokokvalitné riešenia pre 32% z nich. Opisovaný algoritmus 

môže vyriešiť aj veľké problémy za pár sekúnd a je dôležitým krokom v riešení realistických 

a komplexných problémov v reálnom čase (Souffriau a kol., 2013). 
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1.6 Software MPL 

Na riešenie modelov tejto práce bol použitý software MPL od Maximal Software, ktorý je na 

čele poskytovateľov softwaru, zameraného na optimalizáciu. Tento optimalizačný software je 

bližšie popísaný v (MPL for Windows [online], 2018). 

MPL, z anglického mathematical programming language, je modelovací systém, ktorý 

umožňuje jasne a efektívne formulovať komplikované optimalizačné modely. Ide o algebrický 

modelovací jazyk, pričom model je použitý ako základ na vygenerovanie matíc, ktoré sú 

následne prenesené do optimalizačného riešiteľa. Je možné spustiť model s miliónmi 

premenných  a vygenerovať pre nich maticu za menej než minútu.  

MPL umožňuje pre zjednodušenie práce importovať a exportovať dáta do a z databáz 

a tabuľkových procesorov. Vhodný riešiteľ na riešenie modelu môže byť používateľom 

vybraný z viacerých možností. Jedenými z najpokročilejších a obľúbených riešiteľov na trhu 

sú CPLEX a tiež GUROBI, ktorý je schopný využívať naraz niekoľko procesorov a jadier. 

Momentálne MPL podporuje taktiež štyroch nelineárnych riešiteľov (MPL for Windows 

[online], 2018). 
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2. Optimalizácia trasy návštev castingov a iných udalostí 

Kapitola optimalizácia trasy sa zaoberá hľadaním optimálnych trás pre modelov navštevujúcich 

rôzne adresy castingov a iných udalostí počas svojho pobytu v cudzom meste, a to pomocou 

aplikácie modelu obchodného cestujúceho s časovými oknami. Zahrňuje opis súčasnej situácie 

a fungovania agentúr a ich modelov, na ktorý nadväzuje priblíženie získaných a spracovaných 

dát a následne matematický model, ktorý bol pomocou programu MPL na dáta aplikovaný. Na 

konci kapitoly možno nájsť porovnanie konečných výsledkov niekoľkých modifikácií 

s predpokladanými výsledkami súčasnej bežnej praxe. 

 

2.1 Súčasné fungovanie agentúr a modelov  

Profesionálni modeli a modelky, pokiaľ nejde o freelancerov, majú uzavretú zmluvu so svojou 

takzvanou materskou agentúrou. Tá za určitú províziu udržuje ich portfólio a dohaduje či už 

priamo pracovné kontrakty alebo zmluvy s ďalšími takpovediac sprostredkovateľskými 

agentúrami. Pokiaľ sa model a materská agentúra rozhodnú uzavrieť zmluvu o spolupráci 

s nejakou sprostredkovateľskou agentúrou, dohodne sa v tejto zmluve rozsah trvania tejto 

spolupráce a dátum príchodu, prípadne odchodu modela do a z mesta pôsobenia 

sprostredkovateľskej agentúry. 

Tieto agentúry ďalej uzatvárajú kontrakty medzi modelmi a klientami, zaoberajúcimi sa či už 

dizajnom textilu, obuvi a doplnkov alebo kozmetickými prípadne aj elektronickými a ďalšími 

výrobkami. Za účelom pestrosti ponuky uzatvárajú agentúry zmluvy s modelmi z rôznych 

krajín a ich materskými agentúrami a následne za dohodnutú províziu zabezpečujú 

v dohodnutom rozsahu náležitosti pobytu v krajine resp. meste. Je na dohode zúčastnených 

strán, čo presne daná agentúra poskytne. V niektorých prípadoch, ktoré sú bežné v ázijských 

krajinách agentúra organizuje prepravu po meste pre všetkých modelov, ktorých má na starosti, 

a to zväčša pomocou mikrobusov alebo taxislužby či požičovne bicyklov. Zameriavajúc sa ale 

na európske a severoamerické agentúry, v klasickom prípade agentúra zabezpečí len 

ubytovanie modelov v spoločných apartmánoch a vyhotoví fotografický materiál potrebný na 

zúčastňovanie sa castingov. Cestu do mesta ako aj pohyb po meste si model tým pádom musí 

zabezpečiť samostatne.  

Po príjazde, ubytovaní a prvej návšteve kancelárie agentúry je spolupráca modela a agentúry 

obmedzená prevažne na zasielanie pokynov prostredníctvom emailu prípadne nejakej vybranej 

sociálnej siete, pričom tieto pokyny sú zasielané vo večerných hodinách vždy na nasledujúci 

deň. Pokyny zahŕňajú adresy, kde sa budú konať castingy, prípadne neskôr tiež skúšky a fotenia 

alebo prehliadky, a taktiež časové rozpätia, v ktorých je potrebné sa na dané adresy dostaviť. 

Ďalej tiež môžu obsahovať rôzne poznámky o charaktere udalosti, jej dôležitosti, potrebnej 

príprave na udalosť alebo zoznam vecí, ktoré je potrebné si vziať so sebou. Časové rozpätia sa 

pohybujú od niekoľkohodinových až po presný čas, v ktorý je potrebné sa na adresu dostaviť, 

teda nulové rozpätie.  

Je na zodpovednosti jednotlivých modelov, aby sa včas dostavili na všetky adresy. Dopravu po 

meste si organizujú sami, teda v prevažnej väčšine využívajú mestskú hromadnú dopravu. 

Často sa jedná o ich prvú návštevu v mestách s počtom obyvateľov vyšším než jeden milión 
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akými sú napríklad Paríž, Miláno, Londýn, Berlín, New York, Los Angeles a podobne. Aj keď 

je infraštruktúra v takýchto mestách na vysokej úrovni, vytvoriť si samostatne ideálnu trasu bez 

dôkladnej orientácie v meste nie je intuitívne. V niektorých dňoch keď je plán náročnejší 

a obsahuje väčšie množstvo úloh, nemusí byť nájdenie optimálnej trasy intuitívne ani v prípade, 

že sa daný človek už v meste orientuje dobre. Automatické vyhodnotenie ideálnej trasy na daný 

deň by mohlo situáciu pre mnohých zjednodušiť a priniesť tak väčšiu efektivitu do ich 

každodennej práce. 

 

2.2 Dáta 

Všetky potrebné dáta v podobe presných adries, časových okien a prípadného charakteru 

udalosti a jej dôležitosti boli získané z agentúry Independent Model Management sídliacej 

v meste Miláno a podrobnejšie sa o nich píše v podkapitole Pôvodné dáta. Ďalšie dáta s ktorými 

modely popisované v tejto práci pracujú boli dopočítané, vyhľadané na stránke 

googlemaps.com, simulované alebo odhadnuté s ohľadom na doterajšie skúsenosti a všetky 

tieto postupy sú priblížené v kapitole Ďalšie dáta. 

2.2.1 Pôvodné dáta  

Priamo získané dáta pochádzajú z agentúry Independent Model Management, ktorá bola 

vybraná na základe osobnej skúsenosti a dáta boli čerpané z emailovej konverzácie počas 

fashion weeku 2017 v Miláne. Táto agentúra, bola založená v roku 2008 Giuseppem Ferrantem 

a dnes patrí k najznámejším a najprofesionálnejším v celom Taliansku (Independent Model 

Management [online], 2018). Získané dáta sa vzťahujú na obdobie od 31.1.2017 do 27.2.2017 

a týkajú sa mesta Milána, kde agentúra pôsobí.  

Dáta celkove zahŕňajú 55 adries, pričom všetky spadajú do územia mesta Milána. Viaceré 

z týchto adries sa opakujú či už v rámci jedného dňa, keď je potrebné sa na dané miesto vrátiť 

znovu v neskoršom čase, alebo tiež v rôzne dni. To nastáva keď sa napríklad v rovnakom štúdiu 

koná iná, či už nadväzujúca alebo nenadväzujúca udalosť. Vyššie uvedené časové obdobie 

zahŕňa 21 dní, na ktoré boli naplánované pracovné stretnutia, pričom ostatné dni sú označené 

ako voľné. Z týchto 21 dní len 13 obsahuje viac ako 2 adresy a na tie sa táto práca zameriava. 

Je veľmi pravdepodobné, že ak je za deň potrebné navštíviť jedno alebo dve miesta, je ich 

poradie dostatočne intuitívne. Najvyšší počet adries, ktoré je potrebné navštíviť za jeden deň je 

v rámci tohto časového obdobia 9. Dáta zahŕňajú okrem adries a časových okien taktiež 

informácie o povahe udalosti, pričom niektoré sú označené ako povinné, prípadne doplnené 

neskôr.  

Aby sa predišlo nedorozumeniu, je potrebné zdôrazniť, že všetky udalosti je nutné navštíviť, 

povinné však znamená, že sa jedná o udalosť s vyššou prioritou. Je teda potrebné prísť 

v stanovený čas v krajnom prípade aj na úkor inej udalosti. S ohľadom na situácie, ktoré boli 

predpokladané pri výpočtoch, v dvoch prípadoch došlo k situácii, že nebolo možné za daných 

okolností stihnúť všetko, čo bolo naplánované . Dňa 15.2. nebolo možné stihnúť všetky udalosti 

ak bolo počítané s tridsaťminútovým zdržaním na každom mieste. Keďže však pre tento deň 

neboli žiadne udalosti označené ako povinné, nie je určené, ktorú udalosť vynechať, resp. kam 

prísť neskoro. Je to teda teoreticky ponechané na rozhodnutí daného človeka. Dňa 23.2. nebolo 
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možné stihnúť všetky udalosti ani pri počítaní s nulovou rezervou na každom mieste a bolo 

nutné vynechať jednu z udalostí na základe tohto princípu udalostí s vyššou prioritou. 

V tabuľke 2-1 a tabuľke 2-2 sú zobrazené udalosti, časové okná, počas ktorých je potrebné 

doraziť na miesto a príslušné adresy jednotlivých miest. Modrou sú označené udalosti, ktoré 

boli doplnené neskôr a zelenou takzvané povinné udalosti. 

Dátum Čas Adresa Udalosť 

7.2 11:30 Via Fabio Filzi 3 Lookbook 

12:00-15:00 Via Tortona 35 Editorial 

14:00-15:00 Via Friuli 61 Ecommercial 

10.2 10:30 Via Previati 21 Hairdresser 

11:30-15:00 Via San Barnaba 48 Showroom 

14:30-16:00 Corso Venezia 6 Presentation 

17:30 Via Errico Petrella 24 
 

14.2 10:30-12:30 Via Friuli 26 Showroom 

11:00-12:30 Viale Abruzzi 94 Hairshow 

16:00 Corso Como 9 Showroom 

15.2 10:00-13:00 Via Chioggia 4 Show 

11:00-15:00 Via Ripamonti 101 Hairshow 

13:00-17:00 Via Chioggia 4 Show 

14:30 Via Carlo Bianconi 8 
 

15:00-17:00 Via Giacomo Watt 37 Lookbook 

14:30-18:45 Via San Maurilio 7 Showroom 

17.2 14:30 Via Andrea Maffei 16 Presentation 

11:00-12:00 Via Plinio 54 Presentation 

16:00-18:00 Alzaia Naviglio Grande 38 Showroom 

18.2 10:30 Via Privata Reggio 5  

11:00-13:00,15:00-

18:00 

Via Spiga 7 Showroom 

15:30-19:00 Viale Monza 132 Show 

19.2 10:00-13:00,15:00-

18:00 

Via Spiga 7 Showroom 

11:00-16:00 Via San Carpoforo 9 Showroom 

12:00-17:00 Via Savona 123 
 

20.2 10:00-12:00 Via Archimede 6 Lookbook 

11:00-13:30 Via Melone 2 Show 

14:00-17:00 Via Manin 19 Show 

15:00-18:00 Via Solferino 11 Show 

15:30-19:30 Via Varese 18 Presentation 

15:00-18:00 Spazio 38 Show 

Tabuľka 2-1: Rozvrh – 1. časť 
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Dátum Čas Adresa Udalosť 

21.2 10:00-18:00 Via Manin 19 Show 

11:00-16:30 Via Stendhal 36 
 

13:00-18:00 Viale Lombardia 76 Show 

11:00-13:00 Via Solferino 11 Show 

20:30-22:00 Via Forcella 13 Show 

22.2 9:00-10:30 Foro Buonaparte 71 Show 

10:00-13:00 Via Tortona 27 Show 

11:00 Via Privata Reggio 5 Agency 

12:00-17:00 Via Chioggia 4 Show 

15:00-16:30 Corso Buenos Aires 6 
 

23.2 11:00 Via Privata Reggio 5 Agency 

11:15-11:30 Via Tortona 17 Fitting 

14:00-17:45 Via Morimondo 26 Presentation 

15:00 Via Privata Reggio 5 Agency 

22:00 Via Luigi Camoens Agency-

party 

12:00-16:00 Via Stendhal 36 Show 

15:00-19:00 Viale Coni Zugna 27 Show 

15:00-18:00 Via Cardinale Ascanio 

Sforza 11 

Show 

12:00-18:00 Via Tortona 37 Showroom 

24.2 10:00-11:00 Via Bazzini 17 
 

12:30-16:30 Via Tortona 35 Show 

15:00-17:00 Viale  Coni Zugna 27 Show 

15:00-18:30 Via Melzo 11 Show 

17:30-21:00 Via Olona 6 JOB-show 

14:00-18:00 Via Sant'Andrea 18 Show 

27.2 10:00-13:00 Palazzo Reale JOB-show 

15:30 Via Privata Reggio 5 Agency 

13:30 Via Maroncelli 14 Show 

16:00-22:00 Via Sammartini 30 JOB-show 

Tabuľka 2-2: Rozvrh – 2. časť 

O udalostiach doplnených neskôr boli zaslané údaje až v deň ich konania, čo by bolo relevantné 

v rozšírení úlohy na dynamickú úlohu obchodného cestujúceho. Táto práca zahŕňa len použitie 

statického modelu úlohy obchodného cestujúceho a s dodatočne doplnenými adresami bolo 

zaobchádzané akoby boli známe už od začiatku.  

2.2.2 Ďalšie dáta 

Matematický model, ktorý by bol vhodný na vyhodnotenie najkratšej možnej doby, za ktorú sa 

pracovné povinnosti daného modela v daný deň dajú absolvovať, vyžaduje okrem časových 

okien i znalosť trvania jednotlivých ciest medzi všetkými miestami, ktoré je potrebné v daný 

deň navštíviť a dĺžku takzvanej doby obsluhy. V tomto prípade je to doba čakania na mieste, 



16 
 

než sa daná osoba dostane na rad a bude môcť casting opustiť. Pre účely tejto práce bol 

zanedbaný čas od momentu keď sa model dostane na rad do momentu opustenia danej adresy, 

resp. bol tento čas zahrnutý do doby čakania, kým sa dostane na rad, keďže v praxi samotná 

interakcia s klientom na castingu trvá okolo jednej až dvoch minút. 

Existuje samozrejme viacero možností prepravy z jednej adresy na druhú, obzvlášť vo veľkých 

mestách. I keď sa obmedzia možnosti na verejnú dopravu v kombinácii s pešou dopravou, je 

potrebné uvážiť vplyv výberu konkrétnej dennej doby a samozrejme vplyvy sviatkov, víkendov 

a ďalších špeciálnych udalostí v meste. Pritom je stále zanedbávaná nemožnosť presne určiť 

všetky aspekty súčasnej dopravnej situácie. Bolo by samozrejme ideálne, keby finálny program 

používajúci tento model bol schopný vyhodnocovať situáciu aspoň v závislosti na konkrétnom 

dni a čase, pravdepodobne najjednoduchšie v spolupráci s googlemaps.com. Pre účely tejto 

práce však boli použité časy získané z google maps v bežný pracovný deň v dopoludňajších 

hodinách (Google maps [online], 2018). 

Ďalším spomínaným potrebným časovým údajom je doba, ktorú model musí stráviť na danom 

mieste predtým, než príde na rad a môže prejsť k ďalšej úlohe. Táto doba je pomerne ťažko 

odhadnuteľná. Bolo by ideálne, keby bolo možné použiť ako hodnotu dĺžky potrebného čakania 

priemer dĺžok čakania modelov, ktorí už miesto opustili. Prípadne v úvodnom štádiu pred 

zahájením udalosti, keď tieto dáta neexistujú, by prichádzalo do úvahy použiť nejakú 

predpokladanú dobu, odhadnutú na základe predchádzajúcich skúseností s klientom alebo 

množstva osôb, ktoré majú danú udalosť vo svojom rozvrhu. Opäť však pre potreby tejto 

bakalárskej práce bola situácia zjednodušená a bolo počítané s troma rôznymi prípadmi. Budú 

uvedené výsledky pre výpočty s tromi rôznymi dobami čakania. Ako prvé bez doby čakania, 

resp. s nulovou dobou čakania, teda len pre optimalizáciu dĺžky trasy. Ďalej výsledky počítajúce 

s tridsaťminútovou rezervou na každom z navštívených miest, pričom táto hodnota bola 

odhadnutá na základe osobnej skúsenosti ako doba, za ktorú by sa casting alebo skúška vo 

väčšine prípadov mali dať absolvovať, pokiaľ sa nejedná o veľmi preplnený casting alebo sa 

nevyskytne nejaký problém. A v neposlednom rade výsledky počítania, pri ktorom sa použili 

priemery simulovaných časov čakania vytvorené pomocou náhodných čísel v programe 

R Studio. 

Keďže nie sú k dispozícii presné informácie o rozdelení, rozptyle, ani strednej hodnote časov, 

ktoré modeli a modelky strávia čakaním na rôznych castingoch, bol použitý na účel ich 

simulácie len veľmi jednoduchý proces. Rozdelenie pre počet simulovaných vzoriek a pre počet 

minút pre každú vzorku je rovnomerné, n = 100 pre počet vzoriek a n = 60 pre počet minút, kde 

n je v prvom prípade simulovaný počet modelov, od ktorých sú získané počty minút a v druhom 

prípade je n počet minút. Obe tieto hodnoty sú výsledkom odhadu bežnej situácie na základe 

osobných skúseností. Použitý proces generácie čísel je možné zapísať do R Studia nasledujúcim 

spôsobom.  

z = sample (1:100, x, replace = T) 

s = sum (z, na.rm = F)  

w = sample (1:60, s, replace = T)  

n = rep (0, x) 
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p = 1 

for (k in 1:x)  { r = z[k] - 1 + p 

for (j in p:r) { n[k] = n[k] + w[j] } 

p= p + z[k] } 

m = rep (0, x) 

for (i in 1:x)  { m[i] = n[i] / z[i] } 

install.packages ("xlsx") 

library (xlsx) 

write.xlsx (m, "adresa_suboru_excelu", sheetName = "sheet1", col.names = False, row.names 

= False, append = False, showNA = False) 

Ako prvé je vygenerovaný počet modelov, ktorí už povedzme danú udalosť absolvovali a máme 

k dispozícii dĺžku ich čakania. Na tento účel bola použitá funkcia sample, ktorá vyberie 

špecifikovaný počet hodnôt z daného rozpätia buď s opakovaním alebo bez, pričom je možné 

stanoviť pravdepodobnosti výberu jednotlivých hodnôt (R examples [online], 2018). V tomto 

prípade sa jedná o x hodnôt, pričom x predstavuje počet miest, ktoré je v daný deň potrebné 

navštíviť. Hodnoty sú vyberané z celých čísel od 1 do 100, čo predstavuje možný počet ľudí, 

ktorí na danom mieste už boli. Hodnoty sa môžu opakovať a argument prob predstavujúci 

pravdepodobnosti bol ponechaný v predvolených nastaveniach. Nasledujúcim krokom je 

sčítanie počtu modelov, ktorí navštívili jednotlivé miesta, pomocou funkcie sum. Ďalej bol 

vytvorený vektor počtu minút čakania jednotlivých osôb opäť pomocou funkcie sample 

s počtom hodnôt odpovedajúcim celkovému počtu modelov a výberom od 1 do 60 minút. 

Minimálny a maximálny počet minút bol stanovený len orientačne na základe niekoľkých 

osobných skúseností. Opäť boli povolené výbery s opakovaním a pravdepodobnosti výberu 

ponechané na predvolených nastaveniach. Nasleduje cyklus príkazov, ktoré vytvoria súčet 

minút čakania všetkých ľudí na jednom mieste pre všetky miesta. Tie sa uložia do vopred 

pripraveného vektoru n. Počet miest je v zápise reprezentovaný opäť premennou x. Po 

vytvorení vektoru súčtov minút strávených všetkými osobami na danom mieste sa 

pokračuje vytvorením vektoru priemerov. Ten je vytvorený pomocou cyklu deliaceho tieto 

jednotlivé súčty minút príslušným počtom osôb, ktoré dané miesto navštívili.  

Potom už zostáva len exportovať získané hodnoty do Excelu, odkiaľ budú môcť byť 

importované do programu MPL. Na tento účel bola využitá funkcia write.xlsx, ktorá je súčasťou 

balíka xlsx. Je potrebné ešte zmieniť, že sú prípady, keď daná udalosť nie je castingom, ale 

módnou prehliadkou alebo fotením. V tom prípade je čas, ktorý model musí na danom mieste 

stráviť rovný dĺžke časového okna uvedeného v rozvrhu. V rámci dát, ktoré sú k dispozícii 

došlo k tejto situácii v troch prípadoch a to v dňoch 21.2. a 27.2. 
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2.3 Modely 

Na optimalizáciu trasy boli použité viaceré variácie modelu úlohy obchodného cestujúceho 

s časovými oknami rozšíreného o údaje o dĺžke obsluhy a o údaje o čakaní pred obslúžením. 

V tomto prípade dĺžka obsluhy znamená čas čakania v rade, kým daný človek príde na rad 

a čakanie pred obslúžením je časová medzera medzi príchodom na miesto a začatím udalosti.  

Najdôležitejším rozdielom prípadov, ktoré táto práca porovnáva, je odlišná účelová funkcia. 

Prvá časť výpočtov používa účelovú funkciu zahrňujúcu dĺžku prejdených trás a dobu čakania 

na jednotlivých miestach. Tento model optimalizuje dobu strávenú cestovaním a čakaním 

a neberie do úvahy čas medzi jednotlivými castigami, ktorý sa hypoteticky dá považovať za 

voľný čas a teda nie je nevyhnutné sa ho snažiť skracovať. Druhá časť výpočtov používa 

účelovú funkciu zahŕňajúcu okrem času strávenom na ceste a čakaním ešte aj čas strávený 

čakaním medzi jednotlivými castingami. Jej účelom je  optimalizovať tak celkovú dobu až po 

návrat z pochôdzok.  

Použitie a porovnanie dvoch účelových funkcií bolo vytvorené z toho dôvodu, že priority 

jednotlivých ľudí sa môžu odlišovať a jednotliví modeli môžu mať za cieľ odlišné veci. Na 

jednej strane niekto môže preferovať trasu, ktorá mu umožní stráviť čo možno najkratší počet 

minút presúvaním sa z miesta na miesto a čakaním na danom mieste. Čas medzi týmito 

aktivitami sa dá vyplniť návštevou kaviarní alebo stravovacích zariadení, prípadne čas stráviť 

spoznávaním okolia miesta, kde sa nachádza, keďže sa skoro vždy jedná o turisticky atraktívne 

metropoly. V blízkosti adries, ktoré je potrebné navštíviť sa môžu nachádzať rôzne pamiatky, 

múzeá, obchody, parky a iné turisticky zaujímavé miesta. V niektorých prípadoch môže byť 

časová medzera dokonca dostatočne veľká na to, aby sa osoba mohla vrátiť do apartmánu pred 

návštevou ďalšieho castingu alebo inej udalosti. Tiež je potrebné podotknúť, že počas čakania 

na udalosť je možné venovať sa aktivitám ako je čítanie či počúvanie hudby, prípadne fajčenie 

či konzumácia vlastného jedla a pitia. Avšak v rámci času stráveného priamo čakaním, než sa 

človek dostane na rad, sú tieto aktivity často nezlučiteľné s aktívnym státím v rade, prípadne 

udržovaním neustálej pozornosti v prípade, že by rad začal vznikať alebo sa dialo niečo, čo by 

bolo potrebné neprehliadnuť.  

Na druhej strane je však pre niekoho čakanie na nasledujúcu udalosť aj napriek nesporným 

výhodám oproti čakaniu v rámci už začatej udalosti stratou času. Potom jediným cieľom je sa 

za čo možno najkratší čas vrátiť do apartmánu, kde môže naložiť so svojím voľným časom 

akokoľvek podľa vlastného uváženia, prípadne odísť niekam, kde má daná osoba po práci 

ďalšie plány. 

Špeciálne pre dni 18.2. a 19.2. boli oba tieto modely modifikované vzhľadom na výskyt 

viacerých časových okien. V rozvrhu pre tieto dni sú uvedené dve časové okná pre jednu akciu, 

a teda model vytvorený pre ostatné dni nebol schopný tieto dve časové okná obsiahnuť. Tento 

model je priblížený v podkapitole Model pre viaceré časové okná. 

Ďalej boli všetky tieto modely aplikované na situácie s nulovým čakaním, tridsaťminútovým 

čakaním a priemerom simulovaných dôb čakania od 0 do 60 minút. Dáta na výpočet v MPL 

boli čerpané priamo z Excelu, takže program MPL importoval konštanty a následne aj 

exportoval premenné do súboru programu Excel. 
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Nižšie je uvedený model v programe MPL, ktorý vychádza z modelu formulovaného (1.9) až 

(1.17), ktorý berie do úvahy okrem doby trvania obsluhy a doby presunu medzi miestami aj 

časy čakania medzi castingami. Bol použitý v už zmieňovanom programe MPL, pričom n 

v časti indexov predstavuje počet miest, ktoré je v daný deň potrebné navštíviť. 

OPTIONS 

ExcelWorkBook = "milano-data.xlsx"; 

ExcelSheetname = "sheet1"; 

 

INDEX 

i = 1..n; 

j = 1..n; 

 

DATA 

a [i] = ExcelRange ("zaciatok"); 

b [i] = ExcelRange ("koniec"); 

c [i] = ExcelRange ("cakanie"); 

D [i,j] := ExcelRange ("dlzkacesty"); 

 

BINARY VARIABLES 

X [i,j] Export to ExcelRange ("x"); 

 

INTEGER VARIABLES 

naklady Export to ExcelRange ("naklady"); 

t [i] Export to ExcelRange ("cas"); 

Y [i,j] Export to ExcelRange ("pomocnaprem"); 

Z [j] Export to ExcelRange ("casovamedzera"); 

 

MODEL 

MIN naklady 

 

SUBJECT TO 

naklady = sum (i,j: D [i,j] * X [i,j]) + sum (i >= 2: c [i]) + sum (j >= 2: z [j]); 

zmiesta [i]: sum (j: X [i,j]) = 1; 

domiesta [j]: sum (i: X [i,j]) = 1; 

hrana [i,j >= 2]: t [i] + D [i,j] – 15 000 * (1 – X [i,j]) + c [i] + z [j] + Y [i,j] = t [i := j]; 

prvapodmienka [i,j >= 2]: 0 <= Y [i,j]; 

druhapodmienka [i,j >= 2]: Y [i,j] <= 2 * 15 000 * (1 – X [i,j]); 

prvy [i = 1]: t [i] = 0; 

od [i >= 2]: a [i] <= t [i]; 

do [i >= 2]: t [i] <= b [i]; 

END 
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Všetky dáta, s ktorými je počítané, sú vyjadrené v minútach a sú zobrazené v tabuľkách 

v prílohe I. až  X. a prílohe XV. až XXVI. V skutočnosti je výsledkom účelovej funkcie počet 

minút od polnoci do návratu do apartmánu. Táto hodnota môže byť upravená odpočítaním 

minút od polnoci do odchodu z apartmánu a tak sa získajú hodnoty vyjadrujúce počet minút 

strávených mimo apartmánu.  

V prípade druhého modelu, ktorý je s prvým vo všetkom ostatnom identický, je časť účelovej 

funkcie sčítavajúca doby čakania pred začatím udalosti vynechaná. Tým sa dosiahlo 

zamedzenia vplyvu dĺžky medzier medzi jednotlivými udalosťami na hľadanie optimálnej 

trasy. To viedlo k optimalizácii najkratšej doby strávenej takpovediac v práci, teda priamo 

cestovaním a čakaním na udalosti, prípadne pracovaním pokiaľ sa jedná o udalosť módnej 

prehliadky alebo fotenia. Časy medzi udalosťami sú v takto upravenom modeli pokladané za 

voľno a nie sú minimalizované. 

Tieto modely boli aplikované na jednotlivé dni z rozvrhu pričom výsledky výpočtu sú 

priblížené v kapitole Výsledky a ich porovnanie. Model má samozrejme snahu byť natoľko 

univerzálny, aby mohol byť aplikovaný aj na iný hypotetický deň, ktorý v rozvrhu uvedený nie 

je. Model však berie do úvahy obmedzenosť množstva miest, ktoré je za deň potrebné navštíviť 

jednak z časových dôvodov a jednak z dôvodov obmedzenej riešiteľnosti úlohy obchodného 

cestujúceho. 

2.3.1 Model pre viaceré časové okná 

Ako už bolo zmienené, pre dátumy 18.2. a 19.2. bolo potrebné použiť model úlohy obchodného 

cestujúceho s viacerými časovými oknami pre jednu udalosť, konkrétne teda s dvoma oknami. 

Na účel optimalizácie trasy pre tieto dni bol použitý nasledujúci model v programe MPL 

vychádzajúci z modelu formulovaného (1.9) až (1.17) pričom podmienka (1.12) je nahradená 

podmienkami pre viacero časových okien (1.7) a (1.8).  

OPTIONS 

ExcelWorkBook = "milano-data.xlsx"; 

ExcelSheetname = "sheet1"; 

 

INDEX 

i = 1..n; 

j = 1..n; 

 

DATA 

a1 [i] = ExcelRange ("zaciatok1"); 

b1 [i] = ExcelRange ("koniec1"); 

a2 [i] = ExcelRange ("zaciatok2"); 

b2 [i] = ExcelRange ("koniec2"); 

c [i] = ExcelRange ("cakanie"); 

D [i,j] := ExcelRange ("dlzkacesty"); 
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BINARY VARIABLES 

X [i,j] Export to ExcelRange ("x"); 

o1 [i] = ExcelRange ("okno1"); 

o2 [i] = ExcelRange ("okno2"); 

 

INTEGER VARIABLES 

naklady Export to ExcelRange ("naklady"); 

t [i] Export to ExcelRange ("cas"); 

Y [i,j] Export to ExcelRange ("pomocnaprem"); 

z [j] Export to ExcelRange ("casovamedzera"); 

 

MODEL 

MIN naklady 

 

SUBJECT TO 

naklady = sum (i,j: D [i,j] * X [i,j]) + sum (i >= 2: c [i]) + sum (j >= 2: z [j]); 

zmiesta [i]: sum (j: X [i,j]) = 1; 

domiesta [j]: sum (i: X [i,j]) = 1; 

hrana [i,j >= 2]: t [i] + D [i,j] – 15 000 * (1 – X [i,j]) + c [i] + z [j] + Y [i,j] = t [i := j]; 

prvapodmienka [i,j >= 2]: 0 <= Y [i,j]; 

druhapodmienka [i,j >= 2]: Y [i,j] <= 2 * 15 000 * (1 – X [i,j]); 

prvy [i = 1]: t [i] = 0; 

od1 [i >= 2]: a1 [i] * o1 [i] <= t [i]; 

do1 [i >= 2]: t [i] <= b1 [i] + 15 000 * (1 – o1 [i]); 

od2 [i >= 2]: a2 [i] * o2 [i] <= t [i]; 

do2 [i >= 2]: t [i] <= b2 [i] + 15 000 * (1 – o2 [i]); 

okna [i]: o1 [i] + o2 [i] = 1 

END  

Samozrejme aj tento model sa použil okrem variácie v akej je uvedený aj vo variácii bez súčtu 

zložiek vektoru z v účelovej funkcii. Dáta použité na výpočet sa nachádzajú v prílohe 

v tabuľkách v prílohe XI. až XIV. 

 

2.4 Výsledky a ich porovnanie 

Po aplikácii uvedených modelov boli vytvorené trasy pre jednotlivé miesta za šiestich rôznych 

okolností. Všetky sú porovnané so spôsobom volenia poradia miest, ktorý pravdepodobne 

väčšina ľudí momentálne používa.  

Spôsob, ktorý bol používaný podľa osobnej skúsenosti, zahrňujúcej priame pozorovanie 

a bližšie nešpecifikované zisťovanie formou opýtania, v čase, ktorého sa získané dáta týkajú, 

teda vo februári 2017, je pokladaný za bežný spôsob akým modeli postupujú aj naďalej. Ide 

o spôsob zoradenia miest podľa začiatočného času udalosti od najskoršieho po najneskorší, čo 

je súčasne spôsob, akým sú udalosti zoradené v rozvrhu prichádzajúcom emailom zo 
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sprostredkovateľskej agentúry. V prípade duplicitného času je vybrané ako prvé miesto to so 

skorším časom ukončenia časového okna a v prípade duplicity i tohto času sa miesta zoradia 

náhodne, resp. podľa toho ako boli zobrazené v informačnom emaile. 

2.4.1 Model bez medzier medzi udalosťami v účelovej funkcii 

Ako už bolo spomenuté, jedným z aplikovaných modelov bol model s účelovou funkciou 

zameranou na minimalizáciu dĺžok presunov medzi miestami a čakaním na daných miestach. 

Porovnania pre jednotlivé dni v prípade optimalizácie bez minimalizácie medzier medzi 

udalosťami sú zobrazené v tabuľke 2-3, pričom dni, pre ktoré boli všetky trasy zhodné 

s pôvodnou trasou sú vynechané. Čísla poradia miest zastupujú miesta z tabuliek 2-1 a 2-2 

očíslované od 1 po n, kde n je počet všetkých miest v daný deň a to v takom poradí, ako sú 

v tabuľkách 2-1 a 2-2 zoradené. 
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Dátum Spôsob určenia poradia 

Skrátenie 

(v 

minútach) 

Poradie miest 

14.2. 

 

 

Pôvodné - 1 2 3             

bez čakania 10 2 1 3             

30 minút 10 2 1 3             

Náhodné 10 2 1 3             

10.2. 

 

 

Pôvodné - 1 2 3 4           

bez čakania 4 1 3 2 4           

30 minút 0 1 2 3 4           

Náhodné 0 1 2 3 4           

21.2. 

 

 

Pôvodné - 1 4 2 3 5         

bez čakania 28 4 1 3 2 5         

30 minút 28 4 1 3 2 5         

Náhodné 28 4 1 3 2 5         

22.2. 

 

 

Pôvodné - 1 2 3 4 5         

bez čakania 29 2 1 3 5 4         

30 minút X 1 3 2 4 5         

Náhodné X 1 3 2 4 5         

15.2. 

 

 

Pôvodné - 1 2 3 4 6 5       

bez čakania 189 1 3 4 2 5 6       

30 minút -  Nie je možné stihnúť 

Náhodné X 1 2 4 5 3 6       

20.2. 

 

 

Pôvodné - 1 2 3 4 6 5       

bez čakania 3 1 2 4 3 5 6       

30 minút 3 1 2 4 3 5 6       

Náhodné 3 1 2 4 3 5 6       

24.2. 

 

 

Pôvodné - 1 2 6 3 4 5       

bez čakania 58 1 4 6 3 2 5       

30 minút 46 1 6 4 2 3 5       

Náhodné 46 1 6 4 2 3 5       

23.2. 

 

 

Pôvodné - 1 2 6 9 3 4 8 7 5 

bez čakania -  Nie je možné stihnúť 

30 minút -  Nie je možné stihnúť 

Náhodné -  Nie je možné stihnúť 

Tabuľka 2-3: Porovnanie výsledkov v 1. prípade 

Ako vidieť v tabuľke 2-3, optimalizácia podľa modelu bez minimalizácie medzier medzi 

udalosťami priniesla zmenu trasy oproti pôvodnej trase vo ôsmich z trinástich prípadov, pričom 

pôvodná trasa je zoradenie miest podľa počiatočných časov. 
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Najväčšie zlepšenie bolo dosiahnuté 15.2., keď zmenou poradia piatich zo šiestich miest  bolo 

získaných 189 minút, to však za podmienok, že by nebolo počítané so žiadnym čakaním na 

navštívených miestach. V prípade, že by bolo počítané s tridsaťminútovou rezervou na každom 

z miest, nebolo by možné všetky udalosti stihnúť v daných časových oknách. Keďže žiadna 

z udalostí nemá špeciálnu prioritu, je možné vynechať ktorúkoľvek. Pri rôznych poradiach je 

nemožné stihnúť rôzne udalosti. Poradia, vynechané udalosti a počet minút, ktoré boli 

optimalizáciou ušetrené v týchto troch prípadoch je zobrazený v tabuľke č. 2-4. 

 

Poradie Nestihnutá 

udalosť 

Skrátenie (v 

minútach) 

1 2 3 4 5 6 4 108 

1 2 4 3 5 6 5 81 

1 2 4 5 3 6 3 8 

Tabuľka 2-4: Výsledky pri vynechaní jednej udalosti 

Na prvý pohľad je zjavné, že by bolo najvýhodnejšie vynechať štvrtú udalosť a tým si trasu 

skrátiť o 108 minút. Najväčšie zlepšenie v rámci výsledkov, ktoré boli počítané 

s tridsaťminútovou rezervou na každom mieste bez vynechania ktorejkoľvek udalosti bolo 

dosiahnuté 24.2. keď zámenou štyroch zo šiestich miest bolo ušetrených 46 minút.  

Ak však boli 15.2. brané do úvahy časy čakania simulované v R Studiu, bol nájdený spôsob, 

ktorým sa dali všetky udalosti stihnúť v daných časových oknách, hoci podľa pôvodného plánu 

by sa to nebolo dalo stihnúť. Rovnaký prípad nastal dňa 22.2. pri tridsaťminútovej rezerve 

a rezerve simulovanej náhodným spôsobom. Tieto prípady sú v tabuľke označené písmenom 

X, keďže nie je možné stanoviť počet minút, o koľko sa model zlepšil, hoci prínos možnosti 

stihnutia všetkých udalostí nie je zanedbateľný.  

Najväčší časový prínos pri počítaní s náhodnými dátami určenými simuláciou v R Studiu bol 

46 minút a bol dosiahnutý 24.2. zámenou štyroch zo šiestich miest. 

 

počet miest 3 4 5 6 9 

bez čakania 2,0 2,0 28,5 83,3 - 

30 minútové 

čakanie 2,0 0,0 28,0 24,5 - 

náhodné čakanie 2,0 0,0 28,0 24,5 - 

Tabuľka 2-5: Priemery zlepšení v závislosti na počte miest 

V tabuľke 2-5 sú zobrazené priemery počtu minút zlepšenia oproti takzvanému pôvodnému 

riešeniu situácie, ktoré je dosiahnuté zoradením miest podľa počiatočného času. Všetky 

hodnoty sú uvedené v minútach a zaokrúhlené na jedno desatinné miesto, keďže nemá zmysel 

uvažovať o väčšej presnosti ak sa jedná o pohyb ľudí z miesta na miesto.  

Keďže pre štyri z piatich dní, keď boli na zozname úloh len tri miesta, nebolo dosiahnuté lepšie 

riešenie, sú hodnoty zlepšenia pomerne nízke. Pri štyroch miestach denne bolo dosiahnuté 

zlepšenie o 4 minúty pri počítaní bez čakania a to len v jednom z dvoch dní. Všetky ostatné 

riešenia vyšli zhodné s pôvodným, teda nepriniesli nijaké zefektívnenie. Čím sa ale počet miest, 
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ktoré je potrebné navštíviť zvyšuje, tým sa zdá hľadanie riešenia pomocou úlohy obchodného 

cestujúceho potrebnejšie. Už pri piatich miestach bolo v daných dvoch prípadoch zistené 

vo všetkých troch situáciách skoro polhodinové vylepšenie oproti trase, ktorou by 

pravdepodobne osoba bola šla. Pri šiestich miestach boli k dispozícii údaje z troch dní 

a v priemere bolo dosiahnuté zlepšenie o 24,5 minút pri počítaní s tridsaťminútovým čakaním 

a s náhodnými dobami čakania a 83,3 minútové zlepšenie pri počítaní bez čakania na 

jednotlivých miestach. Je však potrebné mať na pamäti, že v dvoch z dní, keď bolo potrebné 

navštíviť päť miest alebo šesť miest bolo dosiahnuté zlepšenie, ktoré nie je časovo porovnateľné 

s pôvodným riešením, ktoré by návštevu všetkých miest nebolo schopné zabezpečiť. 

Zo získaných dát sa zdá, že zlepšenie narastá jednak s počtom miest a jednak je väčšinou vyššie 

pri optimalizácii bez čakania. Priemer počtu minút, o ktoré sa trasa skráti je pri počítaní 

s tridsaťminútovým čakaním 7,9, pri počítaní s náhodnými dĺžkami čakania 8,7 a pri počítaní 

bez čakania 26,8 minút. Uvedené priemery sú však počítané spôsobom, keď sa nemerateľné 

zlepšenie neberie do úvahy, avšak všetky nulové zlepšenia, vrátane tých, ktoré v tabuľke č. 2-

3 ani nie sú uvedené, sa do priemeru započítavajú, čo značne znižuje hodnoty týchto priemerov.  

V niektorých prípadoch sa stáva, že je trasa pri optimalizácii s tridsaťminútovou rezervou 

a náhodnou dobou čakania rovnaká. To možno vidieť u šiestich dní, konkrétne 10.2., 14.2., 

20.2., 21.2., 22.2. a 24.2. Je to jednak spôsobené tým, že náhodné doby čakania sú počítané 

z intervalu čakania od 0 do 60 minút a teda sa pohybujú práve okolo doby tridsiatich minút. 

Taktiež ak sa započíta akákoľvek doba čakania, môže to automaticky priniesť odlišné výsledky 

od počítania s nulovou dobou čakania, keď je hypoteticky možné na miesto doraziť a hneď ho 

aj opustiť. Aj preto bola zhodná optimálna trasa pri všetkých troch spôsoboch nájdená len 

v dňoch 14.2., 20.2., 21.2. Pri takomto výsledku je veľmi pravdepodobné, že by bola trasa 

skutočne optimálna aj v praxi.  

V prípade príkladu s deviatimi miestami, ktoré je potrebné navštíviť dochádza k situácii, že to 

za daných podmienok nie je možné. Prípad je podrobne opísaný v kapitole Podrobnosti prípadu 

s najväčším počtom udalostí. 

Celkové porovnanie dĺžky všetkých trás vrátane času čakania na mieste je zobrazené v grafoch 

2-1 až 2-3. V Situáciách, kde je nutné nejakú udalosť vynechať v oboch prípadoch, je táto 

udalosť vynechaná a je porovnávaný čas trvania trasy bez vynechanej udalosti. Avšak 

v prípade, že ju treba vynechať len v pôvodnej trase, pričom optimálna trasa udalosť stihne, je 

pôvodná trasa stanovená na 900 minút. Tento čas bol stanovený ako vysoké číslo s ohľadom na 

ostatné hodnoty z dôvodu jasnejšieho zobrazenia prínosu optimalizácie v grafoch. 



26 
 

 

Graf 2-1: zlepšenie riešenia pre nulovú dobu čakania 

 

Graf 2-2: zlepšenie riešenia pre tridsaťminútovú dobu čakania 

 

Graf 2-3: zlepšenie riešenia pre náhodné doby čakania 
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2.4.2  Model s medzerami medzi udalosťami v účelovej funkcii 

Rovnakým spôsobom boli porovnávané výsledky modelu, ktorého účelová funkcia zahŕňala 

okrem súčtu dĺžky ciest a dĺžky čakania aj súčet minút, ktoré je potrebné počkať na začatie 

nasledujúcej udalosti. 

 

Dátum Spôsob určenia poradia Zlepšenie (v minútach) Poradie 

10.2. 

 

 

Pôvodné - 1 2 3 4           

bez čakania 0 1 3 2 4           

30 minút 0 1 2 3 4           

Náhodné 0 1 2 3 4           

21.2. 

 

 

Pôvodné - 1 4 2 3 5         

bez čakania 0 1 4 3 2 5         

30 minút 0 1 4 2 3 5         

Náhodné 0 1 4 2 3 5         

22.2. 

 

 

Pôvodné - 1 2 3 4 5         

bez čakania 0 1 2 3 4 5         

30 minút X 1 3 2 4 5         

Náhodné X 1 3 2 4 5         

15.2. 

 

 

Pôvodné - 1 2 3 4 6 5       

bez čakania 46 2 1 3 4 5 6       

30 minút -  Nie je možné stihnúť 

Náhodné X 2 1 4 5 3 6       

20.2. 

 

 

Pôvodné - 1 2 3 4 6 5       

bez čakania 108 2 1 3 6 4 5       

30 minút 77 2 1 3 6 4 5       

Náhodné 0 1 2 3 4 5 6       

24.2. 

 

 

Pôvodné - 1 2 6 3 4 5       

bez čakania 60 1 2 4 6 3 5       

30 minút 60 1 2 6 4 3 5       

Náhodné 60 1 2 6 4 3 5       

23.2. 

 

 

Pôvodné - 1 2 6 9 3 4 8 7 5 

bez čakania - Nie je možné stihnúť 

30 minút - Nie je možné stihnúť 

Náhodné - Nie je možné stihnúť 

Tabuľka 2-6: Porovnanie výsledkov v 2. prípade 

Porovnania pre jednotlivé dni v prípade optimalizácie, ktorá minimalizuje okrem času 

stráveného na ceste a na udalosti aj čas čakania na otvorenie jednotlivých udalostí sú zobrazené 

v tabuľke 2-6. Dni, pre ktoré boli všetky trasy zhodné s pôvodnou trasou sú vynechané. V tomto 

porovnaní sa už nachádza iba 7 dní. Trasa sa zmenila oproti pravdepodobne používanej vo 

všetkých prípadoch ako predtým, až na deň 14.2., keď zostáva zhodná s trasou pravdepodobne 

používanou. Je vidieť, že zlepšenia trás nie sú až také veľké a hlavne nie také časté. Oboje môže 
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byť spôsobené tým, že sa na konci často nachádza udalosť, ktorá môže byť pre celý proces 

brzdiaca a nedá sa dosiahnuť, aby sa človek mohol vrátiť skôr resp. oveľa skôr než pri voľbe 

inej trasy. Napriek tomu aj tu vidieť pomerne výraznú úsporu času hlavne dňa 20.2., keď sa pri 

optimalizácii trasy bez čakania našlo riešenie o 108 minút kratšie, než by sa pravdepodobne 

bolo použilo. Toto zlepšenie sa dosiahlo zámenou dvoch dvojíc miest pri celkovom počte 

šiestich miest. Je to súčasne tiež deň s najväčším zlepšením trasy pri počítaní 

s tridsaťminútovou rezervou v každom navštívenom mieste a toto zlepšenie prinieslo úsporu 77 

minút pri rovnakej zmene poradia ako bola použitá pri počítaní bez čakania.  

Pri náhodne určenom počte minút čakania síce nebola 20.2. dosiahnutá žiadna časová úspora, 

ale bolo nájdené alternatívne riešenie, ktoré má presne rovnaký čas návratu ako pôvodné 

riešenie. To je v prípadoch optimalizácie najkratšej cesty vrátane časových medzier medzi 

udalosťami v tomto prípade dosť bežné. Ako už bolo zmienené, často sa nachádza na konci 

nejaká udalosť, ktorá zjednotí časy návratu viacerých variant. Nájdenie alternatívneho riešenia 

možno v tabuľke vidieť až trikrát a je zobrazené farebne označenými nulami.  

Najväčšie zlepšenie v rámci počítania s náhodnými časmi čakania sa podarilo nájsť dňa 24.2. 

a to o 60 minút, pričom toto skrátenie trasy bolo dosiahnuté zámenou len dvoch zo šiestich 

miest. Aj v tomto prípade je vidieť, že zefektívnenie trás je častejšie pri väčšom počte miest, 

ktoré je za deň potrebné navštíviť. Tiež vychádza väčšia úspora času pri počítaní bez čakania, 

než pri počítaní s nejakou rezervou pre každé miesto, ktoré je potrebné navštíviť. Priemerný 

počet minút, o ktoré sa trasa skrátila pri počítaní bez čakania na jednotlivých miestach je 17,8 

minút, pri počítaní s tridsaťminútovou rezervou 12,5 minút a pri počítaní s náhodnými dobami 

čakania na jednotlivých miestach je priemerné skrátenie trasy o 6 minút. Avšak ako už bolo 

zmieňované, opäť je tu niekoľko prípadov, keď prospech riešenia nájdeného optimalizáciou 

oproti bežne používanému riešeniu nie je merateľný. Jedná sa o prípad, keď nie je stanovené 

zlepšenie, pretože aj keď bola nájdená efektívnejšia trasa,  pri pôvodnej trase, ktorá by 

pravdepodobne v tento deň bola použitá, by nebolo možné stihnúť všetky udalosti v daných 

časových intervaloch. Preto nie je možné povedať, o koľko je nájdené riešenie lepšie. 

Každopádne však prinieslo výrazné zlepšenie tým, že umožnilo stihnúť všetky udalosti. Takéto 

riešenie možno vidieť v tabuľke 2-6 v troch prípadoch označených písmenom X. 

V deň 15.2. vznikla opäť situácia, keď pri tridsaťminútovom čakaní nebolo možné všetky 

udalosti stihnúť. Ako už bolo zmienené v predchádzajúcej kapitole, keďže nie je jasné, ktorú 

udalosť je potrebné vynechať, je v nasledujúcej tabuľke 2-7 uvedených viacero variant. 

V tomto prípade je na rozdiel od minulej situácie vhodnejšie vynechať udalosť číslo 5 a ušetriť 

tak 209 minút.  

Poradie Nestihnutá 

udalosť 

Skrátenie (v 

minútach) 

1 2 3 4 5 6 4 108 

1 2 4 3 5 6 5 209 

1 2 4 5 3 6 3 118 

Tabuľka 2-7: Výsledky pri vynechaní jednej udalosti 

V nasledujúcej tabuľke 2-8 je zobrazený priemerný počet minút pri počítaní s rôznou dobou 

čakania na miestach v závislosti na počte miest, ktoré je v daný deň potrebné navštíviť. 
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počet miest 3 4 5 6 9 

bez čakania 0,0 0,0 0,0 71,3 - 

30 minútové 

čakanie 0,0 0,0 0,0 68,5 - 

náhodné čakanie 0,0 0,0 0,0 30,0 - 

Tabuľka 2-8: Porovnanie priemerov v závislosti na počte miest 

Na prvý pohľad je vidieť, že pri počte miest nižšom ako 6 nedochádzalo k nájdeniu 

efektívnejšej trasy. V dvoch prípadoch boli nájdené alternatívne trasy, ako možno vidieť 

v tabuľke vyššie, ale ani jedna z nich nepriniesla žiadnu časovú úsporu. Avšak opäť je potrebné 

zmieniť, že deň 22.2. musel byť z priemeru vynechaný, keďže bola optimalizáciou trasy 

prinesená trasa, ktorou je možné stihnúť všetky udalosti na rozdiel od pôvodnej trasy. Preto 

počet ušetrených minút nie je možné spočítať. Pri šiestich miestach však už dochádza k časovej 

úspore v priemere približne jednu hodinu a to ako v prípade počítania bez čakania na mieste, 

keď časová úspora v priemere prekračuje jednu hodinu o 11,3 minúty, tak v prípade počítania 

s tridsaťminútovou rezervou, kde priemerná úspora času prekračuje hodinu o 8,5 minúty. Pri 

počítaní s náhodnými dobami čakania prípad z 15.2. musel byť opäť vynechaný, keďže pre 

neho nie je možné dopočítať presný počet ušetrených minút. Priemerná časová úspora takto 

vychádza na 30 minút. 

Pri hľadaní trasy s najskorším možným návratom sa nevyskytol prípad, keď by bolo pri 

všetkých troch variantoch dĺžok čakania rovnaké poradie miest. Poradie miest sa zhoduje iba 

v prípade 24.2. pri počítaní s tridsaťminútovými rezervami a pri počítaní s náhodnými časmi 

čakania a 20.2. pri počítaní bez čakania a pri počítaní s tridsaťminútovými rezervami na 

každom mieste.  

V prípade príkladu s deviatimi miestami, ktoré je potrebné navštíviť dochádza opäť k situácii, 

že to za daných podmienok nie je možné a prípad je podrobnejšie opísaný 

v nasledujúcej kapitole Podrobnosti prípadu s najväčším počtom udalostí. 

Porovnanie dĺžky celkových trás je zobrazené v grafoch 2-4 až 2-6. Pre situácie, kde je nutné 

nejakú udalosť vynechať v oboch prípadoch, je táto udalosť vynechaná. V prípade, že ju treba 

vynechať len v pôvodnej trase, pričom optimálna trasa udalosť stihne je pôvodná trasa 

stanovená na 900 minút z dôvodu jasnejšieho zobrazenia prínosu optimalizácie v grafoch. 
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Graf 2-4: zlepšenie riešenia pre nulovú dobu čakania 

 

Graf 2-5: zlepšenie riešenia pre tridsaťminútovú dobu čakania 

 

Graf 2-6: zlepšenie riešenia pre náhodnú dobu čakania 
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2.4.3 Podrobnosti prípadu s najväčším počtom udalostí 

Z dát, ktoré boli k dispozícii, výrazne vyčnieva počtom udalostí v jednom dni deň s dátumom 

23.2. V tomto dni bolo potrebné navštíviť 9 adries, pričom dve sú síce zhodné, ale ide o dve 

odlišné udalosti v odlišných časoch na rovnakom mieste.  

23.2. A 1 2 3 4 5 6 7 8 9 

A 10000 48 46 57 48 43 50 41 51 54 

1 48 10000 32 44 0 29 39 32 22 37 

2 46 32 10000 22 32 20 9 10 12 9 

3 57 44 22 10000 44 32 17 21 22 13 

4 48 0 32 44 10000 29 39 32 22 37 

5 43 29 20 32 29 10000 27 15 25 29 

6 50 39 9 17 39 27 10000 9 18 5 

7 41 32 10 21 32 15 9 10000 14 14 

8 51 22 12 22 22 25 18 14 10000 21 

9 54 37 9 13 37 29 5 14 21 10000 

Tabuľka 2-9: Časové vzdialenosti medzi miestami 23.2. 

Maticu vzájomných vzdialeností možno vidieť v tabuľke č. 2-9, kde sú vzdialenosti zobrazené 

formou počtu minút presunu z miesta na miesto. Písmeno A označuje apartmán a ako je na prvý 

pohľad vidieť, miesta číslo jeden a číslo štyri sú na rovnakej adrese, keďže ich vzájomná 

vzdialenosť je nulová. Ide o adresu Via Privata Reggio 5, čo je zároveň aj adresou sídla 

agentúry Independent Model Management, takže sa medzi adresami vyskytuje najčastejšie. Je 

to samozrejme tiež celková najkratšia vzdialenosť medzi miestami, ktorá sa v tejto práci 

vyskytla. Druhou najkratšou vzdialenosťou bolo šesť minút a to medzi adresami Viale  Coni 

Zugna 27 a Via Olona 6, čo je dokonca rýchlejší presun než presun v rámci jednej ulice, ktorý 

môžeme vidieť medzi miestami Via Tortona 17 a Via Tortona 37, ktoré sú pod číslom 2 a pod 

číslom 9 uvedené v tabuľke presunov dňa 23.2. Samozrejme ide o porovnanie presunov medzi 

cestou metrom a peším presunom, ale spôsob dopravy nie je v tomto prípade relevantný.  

Najdlhším presunom v tomto dni je päťdesiatštyri minút medzi apartmánom a adresou číslo 9. 

Celkove však najdlhší presun medzi dvoma miestami, s ktorými bolo v tejto práci počítané, je 

o dĺžke až sedemdesiatich štyroch minút a to presun medzi Via Chioggia 4 a Via Carlo Bianconi 

8. Presuny o dĺžke okolo jednej hodiny sú pomerne časté, čo je spôsobené okrem iného aj 

umiestnením ubytovacieho apartmánu na okraji mesta, konkrétne na adrese Via Adriano, ktorá 

sa na nachádza na severovýchode Milána takmer na konečnej metra. To je hneď vidieť pri 

pohľade na tabuľku vzdialeností, kde jasne dominujú vyššie čísla v stĺpci a riadku označenom 

písmenom A. Priemer dĺžky presunov sa u ostatných adries pohybuje od 20,9 do 31,4 minút, 

ale pri adrese apartmánu sa zvyšuje až na 48,7 minút, čo nie je úplne zanedbateľný rozdiel. Tiež 

treba podotknúť, že priemer 31,4 minút patrí adrese agentúry a to aj napriek tomu, že jednou 

z hodnôt, z ktorej sa priemer počítal je už spomínaný nulový počet minút. Bez tejto hodnoty by 

bol priemer 35,4 minút a to je opäť pomerne vysoká hodnota, obzvlášť pre najčastejšie 

navštevovanú adresu. Pokiaľ by nebola braná do úvahy ani adresa agentúry, je najvyšší priemer 

30,2 minút.  
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Hodnoty presunov z miesta na to isté miesto sú umelo stanovené na desať tisíc minút aby sa 

zabránilo vytváraniu cyklov na diagonále. Tomu normálne zabraňuje podmienka stanovujúca 

nerovnosť koeficientov stĺpcov a riadkov, ale pre použitie v programe MPL bol tento problém 

ošetrený uvedeným spôsobom. Číslo desať tisíc bolo zvolené na základe toho, že sa počíta 

s počtom minút v rámci dňa od polnoci, teda sú to hodnoty väčšinou od 540 do 1320, čo je od 

deviatej hodiny ráno po desiatu hodinu večer.  

Konkrétne časové okná sú zobrazené v nasledujúcej tabuľke 2-10 najprv v hodinách, tak ako 

boli doručené emailom z agentúry a potom v minútach pre účely optimalizácie trasy 

prostredníctvom programu MPL. 

Tabuľka 2-10: Časové okná udalostí 23.2. 

Je možné si všimnúť, že problémom je hneď na začiatku časové okno prvej a druhej udalosti, 

pričom od začiatku prvej udalosti do konca druhej udalosti uplynie tridsať minút, ale na presun 

z miesta č.1 do miesta č.2 je potrebných 32 minút. Samozrejme v praxi by bolo vhodné stanoviť 

určitú časovú rezervu časových okien, pretože je nepravdepodobné, že by meškanie dvoch 

minút znemožnilo skutočne stihnúť väčšinu castingov a ostatných udalostí. Taktiež je možné 

predpokladať, že osoba je schopná prispôsobiť rýchlosť svojej chôdze a docieliť tak 

včasnejšieho príchodu na miesto. Stanovenému postupu by však odpovedalo vynechanie 

udalosti č. 1, keďže udalosť č.2 je skúška, teda takzvaná povinná udalosť s vyššou  prioritou.   

Pre situáciu bez čakania bude uvedený aj prípad, keď sa čas prechodu z miesta č.1 do miesta 

č.2 a opačne (a taktiež čas prechodu z miesta č.2 do miesta č.4 a opačne, keďže miesta č. 1 a 4 

sú totožné) bude rovnať tridsiatim minútam. To na základe toho, že sa predpokladá, že 

prispôsobením tempa chôdze je možné docieliť kratšieho času presunu. Všetky prípady však 

budú uvedené aj vo variante, kde bola udalosť č. 1 vynechaná. 

V tabuľke 2-11 je vidieť, že všetky výpočty ohľadom tohto dňa sa delia buď na tie, ktoré 

priniesli nulovú úsporu, alebo tie, ktoré priniesli riešenie, ktoré na rozdiel od pôvodného poradia 

miest umožní navštíviť všetky zvyšné mestá v požadovanom časovom rozpätí. V prípade, že 

sme rátali so zrýchlenou dobou presunu z miesta č. 1 na miesto č.2 a skrátili sme ich vzdialenosť 

o dve minúty, je takzvané pôvodné riešenie zhodné s optimálnym riešením pri použití oboch 

účelových funkcií.  

 

 Apartm. Ad. 1 Ad. 2 Ad. 3 Ad. 4 Ad. 5 Ad. 6 Ad. 7 Ad. 8 Ad. 9 

Od 

 
0 11:00 11:15 14:00 15:00 22:00 12:00 15:00 15:00 12:00 

Do 

 
0 11:00 11:30 17:45 15:00 22:00 16:00 19:00 18:00 18:00 

Od 

(min.) 
0 660 675 840 900 1320 720 900 900 720 

Do 

(min.) 
0 660 690 1065 900 1320 960 1140 1080 1080 
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Účelová funkcia 
Spôsob určenia 

poradia 

Skrátenie (v 

minútach) 
Poradie miest 

- Pôvodné - 1 2 6 9 3 4 8 7 5 

bez  dôb čakania medzi 

udalosťami 

  

  

  

bez čakania 0 - 2 6 9 3 4 8 7 5 

30 minút X - 2 6 9 4 8 3 7 5 

Náhodné X - 2 6 9 4 8 3 7 5 

upravené časy  0 1 2 6 9 3 4 8 7 5 

s dobami čakania medzi 

udalosťami 

  

  

  

bez čakania 0 - 2 9 6 4 7 3 8 5 

30 minút X - 2 9 6 4 7 3 8 5 

Náhodné X - 2 9 6 4 7 3 8 5 

upravené časy 0 1 2 6 9 3 4 8 7 5 

Tabuľka 2-11: Porovnanie výsledkov pre 23.2. 

Ak dĺžky trvania presunov ponecháme nezmenené, odstránime prvú udalosť a počítame bez 

čakania, v prípade, že sa snažíme nájsť najkratšie trvanie presunov, opäť zostáva optimálnym 

pôvodné poradie. V prípade, že sa za rovnakých okolností snažíme nájsť trasu s najrýchlejším 

návratom do ubytovacieho apartmánu, môžeme v tabuľke 2-11 vidieť alternatívne riešenie 

s rovnako dlhým trvaním. Ak budeme počítať s tridsaťminútovou rezervou alebo rezervou 

určenou pomocou náhodných čísel v programe R Studio, budú optimálne dve rôzne trasy, jedna 

pre hľadanie trasy s najrýchlejším návratom, druhá pre najkratšiu celkovú cestu a čas strávený 

celkovým čakaním. 

Presný čas, v ktorom sa je potrebné dostaviť na ktoré miesto ak vynecháme prvú udalosť za 

všetkých týchto šiestich okolností je možné vidieť v tabuľke 2-12. 

Spôsob Ad. 2 Ad. 3 Ad. 4 Ad. 5 Ad. 6 Ad. 7 Ad. 8 Ad. 9 

Bez  dôb 

čakania medzi 

udalosťami 

Bez 

čakania 
11:15 14:16 15:00 22:00 13:58 19:00 15:22 14:03 

30 minút 11:30 17:45 15:00 22:00 13:18 19:00 15:52 13:53 

Náhodné 11:15 16:44 15:00 22:00 12:00 19:00 15:54 12:35 

S dobami 

čakania medzi 

udalosťami  

Bez 

čakania 
11:15 15:53 15:00 22:00 12:05 15:32 16:15 12:00 

30 minút 11:15 16:53 15:00 22:00 12:35 16:02 17:45 12:00 

Náhodné 11:15 16:52 15:00 22:00 12:40 16:04 17:42 12:00 

Tabuľka 2-12: Časy návštev udalostí 23.2. pri rôznych spôsoboch počítania 

Pri porovnaní s časovými oknami v tabuľke 2-10 je vidieť, že všetky udalosti sú navštívené 

v správnom čase. Na základe stĺpca druhej a piatej adresy sa dá usudzovať, že trasa bude za 

všetkých zmienených okolností začínať na druhej adrese o štvrť na dvanásť, až na prípad 

s tridsaťminútovými rezervami pri optimalizácii najkratšej trasy, keď bude začínať o pol 

dvanástej. Končiť bude za všetkých zmienených okolností na piatej adrese o 22. hodine. 

K tomu samozrejme treba pripočítať čas strávený cestou na druhú adresu z ubytovacieho 

apartmánu a čas strávený cestou späť do apartmánu po skončení piatej udalosti, prípadne aj 

dĺžku času stráveného na piatej udalosti. 
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Z výsledkov týkajúcich sa tohto najrozsiahlejšieho prípadu je vidieť, že stanovenie priorít na 

základe ktorých sa určí podoba účelovej funkcie môže byť pre stanovenie poradia skutočne 

veľmi kľúčové. Taktiež vidieť, že samotná optimalizácia trasy môže byť v rušných dňoch veľmi 

podstatnou, a to nie len pri šetrení času, ale tiež ako pomoc v snahe nevynechať žiadnu udalosť 

z rozvrhu, respektíve vynechať čo možno najmenej udalostí. 
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Záver 

Práca sa zaoberá úlohou obchodného cestujúceho a jej aplikáciou na hľadanie výhodnejšej trasy 

medzi castingami a inými udalosťami v rozvrhoch modelov. Opisuje problém obchodného 

cestujúceho a jeho vývoj, výpočtovú zložitosť a spôsoby riešenia. Taktiež sa zmieňuje 

o rôznych modifikáciách a ich možných aplikáciách v praxi. V druhej kapitole popisuje 

problematiku spolupráce modelov a ich agentúr a charakter získaných dát a ich spracovania. 

Následne približuje formuláciu modelu v programe MPL for Windows, prostredníctvom 

ktorého bola uskutočnená optimalizácia a porovnáva týmto spôsobom získané riešenia. 

Ako vidieť v záverečnej kapitole porovnania výsledkov, optimalizácia dosiahnutá aplikáciou 

modelu úlohy obchodného cestujúceho s časovými oknami za pomoci optimalizačného 

softwaru MPL for Windows viedla k zlepšeniu v zhruba polovici skúmaných prípadov. 

Niektoré zmeny sú len o veľkosti pár minút, no v iných prípadoch sa jedná aj o viac než 

hodinové skrátenia celkových trás. Čo je asi najdôležitejšie, v niektorých prípadoch viedla 

optimalizácia trasy dokonca k stihnutiu väčšieho počtu castingov za deň, čo môže mať za 

následok vyššiu úspešnosť a následne vyššie finančné zisky ako danej osoby, tak aj 

sprostredkovateľskej agentúry. 

Táto práca, ako bolo jej cieľom, poukázala na možnosť zlepšenia efektivity v oblasti návštevy 

módnych castingov. Určite sa dá povedať, že tu je priestor na vytvorenie programu 

prinášajúceho do tohto odvetvia viac efektivity a eventuálne následkom toho aj vyššiu 

úspešnosť a lepšie finančné ohodnotenie. Či už z pohľadu jednotlivých modelov a modeliek  

alebo z pohľadu sprostredkovateľských agentúr, prípadne dokonca klientov, je veľmi žiadúce, 

aby sa všetky udalosti v rozvrhu modelov stihli v čo najlepšom čase a mohli sa prípadne doplniť 

ešte ďalšími úlohami.  

Také riešenie by určite bolo možné, ale pravdepodobne by vyžadovalo presnejšie informácie 

o stave dopravy, počte ľudí na jednotlivých miestach a takzvanej rýchlosti obsluhy na 

jednotlivých castingoch. Dá sa však predpokladať, alebo aspoň dúfať, že úspora času je 

spoločným cieľom sprostredkovateľských agentúr, modelov a klientov a tak by vzájomná 

komunikácia a spolupráca medzi nimi mohla túto informačnú základňu poskytnúť. 
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Príloha I Tabuľka vzdialeností miest pre 7.2.  

miesto A 1 2 3 

A 10000 33 53 50 

1 33 10000 32 31 

2 53 32 10000 41 

3 50 31 41 10000 

 

Príloha II Tabuľka časových okien a čakania pre 7.2.  

 A 1 2 3 

od (a): 0 690 720 840 

do (b): 0 690 900 900 

čakanie (c): 0 33 35 31 

 

Príloha III Tabuľka vzdialeností miest pre 10.2. 

miesto A 1 2 3 4 

A 10000 50 50 33 27 

1 50 10000 34 16 26 

2 50 34 10000 12 27 

3 33 16 12 10000 13 

4 27 26 27 13 10000 

 

Príloha IV Tabuľka časových okien a čakania pre 10.2. 

 A 1 2 3 4 

od (a): 0 630 690 870 1050 

do (b): 0 630 900 960 1050 

čakanie (c): 0 34 29 32 29 

 

Príloha V Tabuľka vzdialeností miest pre 14.2. 

miesto A 1 2 3 

A 10000 51 24 33 

1 51 10000 27 29 

2 24 27 10000 12 

3 33 29 12 10000 

 

Príloha VI Tabuľka časových okien a čakania pre 14.2. 

 A 1 2 3 

od (a): 0 630 660 960 

do (b): 0 750 750 960 

cakanie (c): 0 30 24 27 
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Príloha VII Tabuľka vzdialeností miest pre 15.2. 

miesto A 1 2 3 4 5 6 

A 10000 37 59 37 66 58 40 

1 37 10000 70 0 74 68 54 

2 59 70 10000 70 12 34 24 

3 37 0 70 10000 74 68 54 

4 66 74 12 74 10000 42 32 

5 58 68 34 68 42 10000 30 

6 40 54 24 54 32 30 10000 

 

Príloha VIII Tabuľka časových okien a čakania pre 15.2. 

 A 1 2 3 4 5 6 

od (a): 0 600 660 780 870 900 870 

do (b): 0 780 900 1020 870 1020 1125 

čakanie (c): 0 25 41 19 14 23 25 

 

Príloha IX Tabuľka vzdialeností miest pre 17.2. 

miesto A 1 2 3 

A 10000 52 42 46 

1 52 10000 23 25 

2 42 23 10000 38 

3 46 25 38 10000 

 

Príloha X Tabuľka časových okien a čakania pre 17.2. 

 A 1 2 3 

od (a): 0 870 660 960 

do (b): 0 870 720 1080 

čakanie (c): 0 28 39 30 

 

Príloha XI Tabuľka vzdialeností miest pre 18.2. 

miesto A 1 2 3 

A 10000 48 34 25 

1 48 10000 20 31 

2 34 20 10000 15 

3 25 31 15 10000 
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Príloha XII Tabuľka časových okien a čakania pre 18.2. 

 A 1 2 3 

od 1 (a1): 0 630 660 930 

do 1 (b1): 0 630 780 1140 

od 2 (a2) 0 630 900 930 

do 2 (b2) 0 630 1080 1140 

čakanie (c): 0 34 28 30 

 

Príloha XIII Tabuľka vzdialeností miest pre 19.2. 

miesto A 1 2 3 

A 10000 34 36 57 

1 34 10000 13 40 

2 36 13 10000 28 

3 57 40 28 10000 

 

Príloha XIV Tabuľka časových okien a čakania pre 19.2. 

 A 1 2 3 

od 1 (a1): 0 600 660 720 

do 1 (b1): 0 780 960 1020 

od 2 (a2) 0 900 660 720 

do 2 (b2) 0 1080 960 1020 

čakanie (c): 0 31 29 38 

 

Príloha XV Tabuľka vzdialeností miest pre 20.2. 

miesto A 1 2 3 4 5 6 

A 10000 47 41 39 36 35 47 

1 47 10000 27 18 22 27 30 

2 41 27 10000 13 7 13 22 

3 39 18 13 10000 9 11 27 

4 36 22 7 9 10000 8 20 

5 35 27 13 11 8 10000 19 

6 47 30 22 27 20 19 10000 

 

Príloha XVI Tabuľka časových okien a čakania pre 20.2. 

 A 1 2 3 4 5 6 

od (a): 0 600 660 840 900 930 900 

do (b): 0 720 810 1020 1080 1170 1080 

čakanie (c): 0 30 31 46 31 31 34 
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Príloha XVII Tabuľka vzdialeností miest pre 21.2. 

miesto A 1 2 3 4 5 

A 10000 39 50 25 36 48 

1 39 10000 39 24 9 28 

2 50 39 10000 40 24 10 

3 25 24 40 10000 24 35 

4 36 9 24 24 10000 21 

5 48 28 10 35 21 10000 

 

Príloha XVIII Tabuľka časových okien a čakania pre 21.2. 

 A 1 2 3 4 5 

od (a): 0 600 660 780 660 1230 

do (b): 0 1080 990 1080 780 1320 

čakanie (c): 0 33 28 33 32 29 

 

Príloha XIX Tabuľka vzdialeností miest pre 22.2. 

miesto A 1 2 3 4 5 

A 10000 36 51 48 37 30 

1 36 10000 21 19 49 9 

2 51 21 10000 36 60 30 

3 48 19 36 10000 55 21 

4 37 49 60 55 10000 46 

5 30 9 30 21 46 10000 

 

Príloha XX Tabuľka časových okien a čakania pre 22.2. 

 A 1 2 3 4 5 

od (a): 0 540 600 660 720 900 

do (b): 0 630 780 660 1020 990 

čakanie (c): 0 28 29 29 28 51 
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Príloha XXI Tabuľka vzdialeností miest pre 23.2. 

Miesto A 1 2 3 4 5 6 7 8 9 

A 10000 48 46 57 48 43 50 41 51 54 

1 48 10000 32 44 0 29 39 32 22 37 

2 46 32 10000 22 32 20 9 10 12 9 

3 57 44 22 10000 44 32 17 21 22 13 

4 48 0 32 44 10000 29 39 32 22 37 

5 43 29 20 32 29 10000 27 15 25 29 

6 50 39 9 17 39 27 10000 9 18 5 

7 41 32 10 21 32 15 9 10000 14 14 

8 51 22 12 22 22 25 18 14 10000 21 

9 54 37 9 13 37 29 5 14 21 10000 

 

Príloha XXII Tabuľka časových okien a čakania pre 23.2. 

 A 1 2 3 4 5 6 7 8 9 

od (a): 0 660 675 840 900 1320 720 900 900 720 

do (b): 0 660 690 1065 900 1320 960 1140 1080 1080 

čakanie (c): 0 30 35 28 32 31 30 27 28 35 

 

 

Príloha XXIII Tabuľka vzdialeností miest pre 24.2.  

miesto A 1 2 3 4 5 6 

A 10000 24 53 41 35 37 36 

1 24 10000 33 21 18 17 21 

2 53 33 10000 12 40 16 35 

3 41 21 12 10000 26 6 21 

4 35 18 40 26 10000 24 14 

5 37 17 16 6 24 10000 19 

6 36 21 35 21 14 19 10000 

 

Príloha XXIV Tabuľka časových okien a čakania pre 24.2. 

 A 1 2 3 4 5 6 

od (a): 0 600 750 900 900 1050 840 

do (b): 0 660 990 1020 1110 1260 1080 

čakanie (c): 0 31 30 26 30 210 31 
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Príloha XXV Tabuľka vzdialeností miest pre 27.2. 

miesto A 1 2 3 4 

A 10000 35 48 36 39 

1 35 10000 12 22 19 

2 48 12 10000 30 28 

3 36 22 30 10000 24 

4 39 19 28 24 10000 

 

Príloha XXVI Tabuľka časových okien a čakania pre 27.2. 

 A 1 2 3 4 

od (a): 0 600 930 810 960 

do (b): 0 780 930 810 1320 

čakanie (c): 0 180 31 34 360 

 

 


